UNIVERSITATEA TEHNICA DE CONSTRUCTII
BUCURESTI

PROBABILITATI ST STATISTICA

Viorel PETREHUS, Sever-Angel POPESCU

BUCURESTI 2005


viorel

viorel
BUCURESTI 2005

viorel
UNIVERSITATEA TEHNICA DE CONSTRUCTII
BUCURESTI


Cuprins

Cuvant inainte

I Probabilitati
1 Definitia probabilitatii
1.1 Definitia clasica . . . . . . . . . . e
1.2 Definitia axiomatica a probabilitatii . . . . . . .. .. ... 0L
1.3 Probabilitati conditionate . . . . . . . ... Lo Lo oL
1.4 Rezumat . . . . . . . . . . e
1.5 Exercitil . . . . . . oL e
2 Variabile aleatoare simple
2.1 Definitie si proprietati . . . . . .. ..
2.2 Spatiul de probabilitate produs . . . . . ... ... Lo L 0L
2.3 Rezumat . . . . . . . e e
2.4 Exercitili . . . . .. Lo
3 o Campuri de probabilitate
3.1 Variabile aleatoare pe o caAmpuri de probabilitate . . . . .. .. ... ... ..
3.2 Media unei variabile aleatoare oarecare . . . . . ... ... L0000
3.3 Functia de repartitie
densitatea de probabilitate . . . . . . . ... . oL
3.4 Integrala Stieltjes . . . . . . . . . .
3.5 Media si functia de repartitie . . . .. ... L oL
3.6 Rezumat . . . . . . . . e e
3.7 Exercitii . . . . ...

14
14
19
20
21

24



CUPRINS

4 Legi clasice

4.1 Repartitia binomiala . . . . . . . ..o
4.2 Repartitia Poisson . . . . . . ..o
4.3 Repartitia uniforma . . . . . ... ..o
4.4 Repartitia Normala . . . . . . . .. ... oo
4.5 Repartitia exponentiala negativa . . . . . . .. ... ... oL
4.6 Repartitia Gamma . . . . . . ..o
4.7 Repartitia X2(hi patrat) . . . . . ...
4.8 Repartitia Student . . . . . ...
4.9 Rezumat . . . . . . . Lo

4.10 Exercitii

5 Legi limita

5.1 Legea numerelor mari . . . . . . . . .. .. L
5.2 Teoreme limita centrala . . . . . . . . . .. ..o
5.3 Rezumat . . . . . . .. e
5.4 Exercitil . . . . .. L

6 Dependenta intre variabilele aleatoare

6.1 Coeficientul de corelatie . . . . . . . . . ... Lo
6.2 Variabile aleatoare bidimensionale . . . . . . . ... ... .00 oL
6.3 Functia de repartitie conditionata . . . . . . ... ... oo
6.4 Distributia sumei gi catului. . . . . .. ..o o

6.4.1 Distributiasumei . . . . .. ... Lo

6.4.2 Distributia catului . . . .. ..o o
6.5 Distributia Student . . . . . . ..o
6.6 Distributia Snedecor-Fisher . . . . . . . . .. ... 0oL
6.7 Exercitil . . . . . ..o

7 Procese aleatoare

7.1 Procese Poisson . . . . . . . .. e
7.2 Procese Markov discrete . . . . . . . . ... Lo L
7.3 Procese de nagtere si moarte . . . . . . .. ..o

i

43

43
44
46
46
ol
o1
93
o4
95
26

60
61
63
68
69

72

72
74
79
81
81
82
82
84
85

7.3.1 Model de asteptare cu o singura statie de deservire si un numar mare
de unitati ce au nevoie de serviciile statiei

7.3.2 Model de agteptare cu o singura statie
iar numarul de unitati care au nevoie de serviciile statiei este limitat la
ovaloare data. . . . . . .. ...



CUPRINS iii

7.3.3 Model de asteptare cu n statii de deservire si cu N unitati ce trebuie

deservite (1<n<N) . . . . ... L 99

7.4 Procese aleatoare stationare . . . . . ... ... oL Lo 99
7.5 Exercitil . . . ... oo 102

IT Statistica 106
8 Statistica descriptiva 107
8.1 Statistica unei variabile . . . . . .. ..o L oo 107
8.2 Statistica a doua variabile . . . . . .. ... Lo Lo 113
8.3 Exercitii . . . . . . . e 116

9 Statistici. Estimarea parametrilor 118
9.1 Principiul verosimilitatii maxime . ... ... ... .. ... ....... 125
9.2 Metoda momentelor (K. Pearson) . . . . ... ... ... ..... ... 129
9.3 Exercitili . . . . . . .. 130

10 Intervale de incredere 132
10.1 Intervale de incredere pentru medie. . . . . . . . .. ..o 133
10.1.1 Dispersia este cunoscuta . . . . . . . . .. ..o 134

10.1.2 Dispersia este necunoscuta . . . . . . ... ... L. 135

10.2 Intervale de incredere pentru dispersie . . . . . . . . . . . ... .. ... ... 136
10.3 Intervale de incredere pentru citul a doua dispersii . . . . . . . ... ... ... 137
10.4 Intervale de incredere in cazul unor selectii mari . . . . . . . . ... ... ... 138
10.5 Rezumat . . . . . . . . . . e 139
10.6  Exercitii rezolvate . . . . . . . . . oL 141
10.7 Exercitii . . . . . . .. e e e 142
11 Ipoteze statistice. Teste statistice 144
11.1 Ipoteze si testarea lor . . ..o Lo 144

11.1.1 Testul Z privind media unei populatii normale cu dispersia cunoscuta 2146
11.1.2 Testul T privind media unei populatii normale cu dispersia estimata

prin estimatorul nedeplasat S . . . ... ... ... ... ... ... 152

11.1.3 Test pentru proportia de succese . . . . . . . ... ... ... ... 154
11.1.4 Testul T pentru compararea a doua esantioane . . . . . . .. ... .. 155

11.2 Tipuri de erori. Reguli de decizie . . . . . . . .. .. ... ... ... ..... 156
11.3 Puterea unui test statistic . . . . . . ... ... 000 162
11.4 Rezumat . . . . . . . . . o e 164
11.5  Exercitii rezolvate (mai dificile) . . . . . ... ... o o oL 166

11.6 Exercitii propuse . . . . . . . o ..o e e 168



CUPRINS

12 Testul neparametric x?
12.1 Principiul testului x . . . . . . ...
12.1.1 Teste asupra formei unei distributii . . . . . . . . ... ... ... ...
12.1.2 Teste de independenta . . . . . . . .. . .. ... ...
12.1.3 Teste de omogenitate . . . . . . . . .. .. Lo Lo
12.2 Rezumat . . . . . . . . . . e
12.3 Exercitii rezolvate . . . . . . . . ..
12.4 Exercitil . . . . . . . .o

13 Alte teste neparametrice
13.1 Testul de concordanta Kolmogorov-Smirnov . . . . . . .. ... ... .. ...
13.2 Testul lungimilor (secventelor) . . . . .. ... ... ... . ... . ...
13.3 Testul lui Wilcoxon I (cazul observatiilor necuplate) . . . . . ... ... ...
134 Testul semnelor . . . . . . . . .. L
13.5 Testul lui Wilcoxon II (cazul observatiilor cuplate) . . . . . .. ... ... ...
13.6  Exercitii . . . . . .o

14 Analiza dispersiei si analiza regresiei

14.1 Analiza dispersiei . . . . . . . ..
14.2 Analiza regresiel . . . . . . . ...
14.2.1 Metoda celor mai mici patrate (C. F. Gauss) . . . ... ... .....
14.2.2 Conditiile Gauss—Markov pentru metoda celor mai mici patrate . . . .
14.2.3 Masura deviatiei la metoda celor mai mici patrate . . . . .. ... ..
14.2.4 Intervale de incredere si teste pentru B, si 5, . . . . . . ... ...

iv

174
174
179
179
180
184
185
187

190
190
192
195
196
196
197



Cuvant itnainte

Cursul de fatd a fost scris in perioada 1996-1997 de catre Viorel Petrehus (partea I, prob-
abilitati) si Sever-Angel Popescu (partea a Il-a, statisticd) pentru studentii anului II din
Universitatea Tehnica de Constructii Bucuresti si a aparut in 1997 multiplicat in atelierele
universitatii. El a fost gandit in 14 lectii, cAte una pe saptaméana, pe parcursul unui semestru.
Fiecare lectie se incheie cu exercitii.

Autorii sunt recunoscitori tuturor celor care au contribuit cu observatiile lor la buna
organizare a materialului prezentat.

Autorii



Partea 1

Probabilitati



Lectia 1

Definitia probabilitatii

1.1 Definitia clasica

Probabilitatea a fost privita fie dintr-un punct de vedere ”psihologic” ca masurand gradul de
siguranta al observatorului relativ la producerea sau neproducerea unui fenomen, fie ”statistic”
ca frecventa de aparitie a unui fenomen intr-un numar mare de experimente independente.
Din punct de vedere clasic, definitia care s-a dovedit cea mai eficienta in calcule a fost aceea
care a plecat de la conceptul de egald posibilitate. Acest lucru inseamna ca numarul de
posibilitati intr-un experiment este finit si toate posibilitatile au aceeasi sansa.
Probabilitatea unui eveniment care consta din mai multe asemenea posibilitati este ra-
portul dintre numarul cazurilor favorabile si numarul cazurilor posibile. Utilizarea acestei
definitii presupune ca intr-un fel sau altul putem numara starile posibile si pe cele favorabile.

Exemplul 1.1 Se arunca un zar de doua ori.Sa se determine probabilitatile evenimentelor:
a) Suma celor doua zaruri este 0.
b) Ambele zaruri au acelasi numar.

Solutie. Cazurilor posibile in cele doud situatii sunt (1,1), (1,2), ... (6,6), in numar de 36.
Pentru punctul a) numai cazurile (1,5), (2,4), (3,3), (4,2), (5,1) sunt favorabile. Probabilitatea

este deci , ,
nr. cazurt favorabile 5
p= - T = 5z
nr. cazuri posibile 36

Analog, probabilitatea celui de-al dolea eveniment este p=6/36=1/6.

Exemplul 1.2 Dintr-un pachet de 36 carti se extrag trei la intamplare. Care este probabili-
tatea ca cel putin o carte sa fie as?

Solutie. Numarul cazurilor posibile este C3,=7140. Numérul cazurilor favorabile este
un as dot asi trei agi

— N
4-Co+Ch-Cip+ Cy -1 =2180

2
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Probabilitatea este deci p = 2180/7140 ~ 0, 30532..
In exemplul urmator vedem cit de dificil este uneori si numaram cazurile posibile sau
cazurile favorabile.

Exemplul 1.3 O persoana scrie n scrisori catre n persoane distincte, le pune in n plicurt i
apoi scrie adresele la intimplare. Care este probabilitatea ca cel putin o scrisoare sa ajunga la
destinatarul potrivit?

Numarul cazurilor posibile de a scrie adresele este n!. Enumerarea cazurilor favorabile
este mai dificila. Dupa o mica dezvoltare a calculului probabilitailor se poate rezolva elegant
aceatd problemd (exercitiul 5).

Exemplul 1.4 Care este probabilitatea ca luind un punct la intimplare in patratul [0,1]x[0, 1]
el sa fie deasupra bisectoarei y=x¢

In acest caz numarul cazurilor posibile si favorabile este infinit si definitia clasica nu se
mai aplica.

1.2 Definitia axiomatica a probabilitatii

In general evenimentele se exprima prin propozitii. Propozitiile obtinute prin operatiile logicii
matematice (sau,gi,non), intre propozitii care exprima evenimente, exprima la randul lor alte
evenimente. In cele ce urmeazi probabilitatea este definitd pe o multime Qde evenimente
care odata cu evnimentele A si B contine si evenimentele urmatoare exprimate prin operatiile
logice sau, si, non:

ANB Asi B

AV B A sau B

A non A
1 evenimentul sigur

0 evenimentul imposibil

De asemenea, presupunem ca au loc urmatoarele relatii:

a)Comutativitatea
ANB=BANA AvVvB=BVA
b)Asociativitatea
AV (BvC)=(AvB)VvC
AN(BAC)=(AANB)ANC
c)Distributivitatea
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d) Absorbtia
(ANB)UA=A (AUB)NA=A

e)Legile lui Morgan
AVB=AAB
ANB=AVB

f)Evenimentele 1 gi 0 se caracterizeaza prin

OANA=0, OVA=A
INA=A, 1VA=1

g)Evenimentul non A sau contrarul lui A are proprietatile:
ANA=0 AVvA=1

Remarcam ca aceste relatii sunt adevarate daca A, B,.. sunt propozitii, iar 0 este propoz-
itia totdeauna falsa si 1 este propozitia totdeauna adevarata.

O multime de evenimente cu proprietatile de mai sus se numeste cAmp de evenimente sau
algebra de evenimente sau algebra Boole. Relatiile de mai sus nu sunt independente, deci nu
formeaza un set minimal de axiome pentru algebrele Boole. Pe de alta parte ele implica alte

relatii importante, ca de exemplu A = A. Urmatoarea teorema a lui Stone descrie asemenea
campuri de evenimente prin submult{imi.

Teorema 1.5 (Stone)Fie M o multime de evenimente cu proprietatile de mai sus. Atunci
exista o multime X gi o submultime Q@ C P(X) cu proprietatile :

e, Xeq

2)A,BE Q= AUB e

3)A,BE QY= A—Be

gt o bijectie o : M — § astfel ca:

a)o(AV B) =0(A)Uac(B)

Teorema arata ca in esenta orice cAmp de evenimente poate fi reprezentat prin submultimi
ale aceleiagi multimi X. Operatiei ’si’ intre evenimente 1i corespunde intersectia submultimilor,
operatiei ’sau’ ii corespunde reuniunea, negatiei ii corespunde complementara, evenimentul
sigur corespunde multimii totale X, iar evenimentul imposibil corespunde cu multimea vida.

Definitia 1.6 O muliime Q C P(X) cu proprietatile 1,2,3 din teorema lui Stone se numeste
clan, algebra de evenimente sau cimp de evenimente. Uneori o vom numi algebra de multims.
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Propozitia 1.7 Fie Q C P(X) un camp de evenimente.
a) Daca Ay, As, ... A, € Q atunci | A; € Q gi [ A €Q

1=1ln i=1l..n

b) Daci A€ Q atunciA € Q.

Demonstratie. b) A = X — A si din proprietatile 1 si 3 ale algebrei de multimi rezult
A€ Q a)Dacid A si B sunt in Q atunci AN B = AU B €  conform cu proprietatea 2 a
algebrei de multimi gi punctul b). Prin inductie rezultd acum usor si a).

Vedem ca in general un numar finit de operatii de intesectie, reuniune,diferenta sau com-
plementara cu multimi din €2 are ca rezultat tot o multime din €2. Vom defini acum probabil-
itatea.

Definitia 1.8 Fie Q C P(X) un camp de evenimente. Se numeste probabilitate pe 2, o
functie p:X2 — R cu proprietatile:

1) p(A)e [0, 1] pentru oricare A€ 2

2) p(AUB) = p(A) + p(B) daca ANB =1

3)p) =0 p(X)=1

Tripletul (X, 2, p) il vom numi cdmp de probabilitate.

Teorema 1.9 Fie (X,(,p) un cimp de probabilitate. Atunci:
1) p(A) =1—p(A)
2) Daca Ay, As, ... Ay sunt in Q si A; N Aj = 0 pentru orice i si j atunci

p( | 4) =3 p(4) (L1)

i=1..n

3) p(AUB) =p(A) +p(B) — p(AN B) A si B nefiind neaparat disjuncte.
4) A C B implica p(A) < p(B).

Demonstratie. 1) X = AUA, ANA=0,decil =p(X) =p(A)+ p(A)

2) Pentru n=2 afirmatia rezulta din definitia probabilitdtii, pe urma se procedeaza prin
inductie.

3) S& privim evenimentele ca multimi. Atunci AUB = (ANB)U(BNA)U(ANB), reuniune
disjunctd, deci p(AUB) = p(ANB)+p(BNA)+p(ANB). De asemenea A = (ANB)U(ANB)
deci p(A) = p(AN B) + p(AN B) si prin urmare p(AN B) = p(A) — p(AN B). Analog
p(BN A) = p(B) — p(AN B). Punand aceste valori in expresia precedentd pentru p(A U B)
se obtine punctul 3).

4) AC B= B=(BnA)UA (disjuncte) = p(B) = p(B N A) + p(A) > p(A).

Observatia 1.10 Datorita formulei (1.1) probabilitatea p se mai numeste finit aditiva.
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Exemplul 1.11 Se arunca doud zaruri. Pot apare toate perechile de fete (i,j) cu 1 <i <6
gi 1 < j <6, in numar de 36. Fie X multimea acestor perechi. Fie Q=P (X) gip:Q — R
definita prinp (A) = 4mer gg g;;’zgzg :1122 34( . Functia p definita in acest fel este o probabilitate in
sensul definitier anterioare. Numarul de elemente din X reprezinta numarul cazurilor posibile,
iar numarul de elemente din A reprezinta numarul cazurilor favorabile. In acest fel definilia

clasica a probabilitatilor este cuprinsa in definitia axiomatica de mai sus.

Acum putem sa ddm o solutie pentru problema pusa in exemplul 4.

Exemplul 1.12 Fie X=/0,1]x[0,1]. Fie Q C P(X) formata din submultimile lui X cu fron-
tiera formata dintr-un numdar finit de curbe de clasa C' pe portiuni (adica fiecare curbd poate
avea cel mult un numar finit de puncte unde sa nu fie cu derivata continud). Se verifici usor
ca §) este o algebra de multimi. Definim acum probabilitatea prin

_aria(A)

= —= tru A € Q
aria(X) pemirt A €

p(

Este clar ca p astfel definita satisface conditiile din definitia axiomatica a probabilitatii. In
raport cu aceasta probabilitate evenimentul din exemplul 4 este reprezentat prin A={(x,y) €

R

_ Jaf©de
T [x f(©)dg
se numesc probabilitati geometrice. Functia f in aceasta definitie se mai numeste pondere sau

densitate g1 trebuie sa fie positiva.

R, R? | R3, unde Q este este formata din submultimi “cu arie” ale lui X, iar p (A)

O

&

Diverse tipuri de figuri pentru care este definita probabilitatea geometrica

1.3 Probabilitati conditionate

Fie (X,2,p) un cAmp de probabilitate, B in Q, p(B)> 0.
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Definitia 1.13 Definim pp : Q@ — R (sau p(- |B)) prin

p(AN B)
p(B)

si o numim probabilitatea lui A conditionata de B.

p(A|B) = pp(A) = (1.2)

Teorema 1.14 In conditiile definitiei de mai sus pp este o probabilitate gi in plus p(ANB) =
p(B) - ps(A).

Demonstratie. Deoarece ) C AN B C B atunci 0 < pg(A) < 1. De asemenea pp(f)) = 0
i pp(X) =1 sunt evidente. Dacid A; N Ay = () atunci si (A; N B) N (AN B) = 0, deci

B p((A; U Az) N B) _p((AinB)U (A2 N B))
prl ) = T T o(B)
_ PN B;J;)’(AQ 0B) _ pp(A1) + ps(Ay)

Definitia 1.15 Spunem ca doud evenimente A si B sunt independente daca p(A N B) =
p(A) - p(B), altfel spus daca p(A) = pp (A).

Propozitia 1.16 Daca A si B sunt independente atunci si perechile de evenimente (A,B),
(A,B), (A,B) sunt independente.

Demonstratie. Prin definitie p(A N B) = p(A)p(B). Deoarece A = (AN B)U (AN B)
(reuniune disjunctd), avem

p(A) =p(AN B) +p(AN B) = p(A)p(B) + p(AN B)

de unde rezulta

p(ANB) = p(A) — p(A)p(B) = p(A)(1 — p(B)) = p(A)p(B)

. Analg se demonstreaza independenta si in celelalte cazuri.
In mod analog se defineste independenta mai multor evenimente:

Definitia 1.17 A;, A,, ... A, sunt independente daca pentru orice k< n si orice evenimente
A, Ay, A, dintre cele Ay, . A, date avem

p<Ai1 N Ai2 N Azk) = p(Au)p(Am)p(Azk) (13)

Analog cu propozitia anterioara se poate demonstra si



LECTIA 1. DEFINITIA PROBABILITATII 8

Propozitia 1.18 Daca evenimentele Ay, As, .. A, sunt independente atunci si evenimentele
Ay, Ay, A, sunt independente (orice combinatie de A; sau complementare).

Demonstratia este lasata ca exercitiu.

Definitia 1.19 Spunem ca evenimentele Ay, As, .. A,, formeaza o partitie a lut X daca
1) U A =X

i=1l..n

2) AinAj =0 pentru orice i # j.
Avem urmatoarea

Propozitia 1.20 Fie (X,Q,p) un camp de probabilitate i partitia Ai,..A,. Atunci pentru
orice B € Q) avem

Zp p(B|A;) (1.4)

Formula de mai sus se numeste formula probabilitatii totale.
Demonstratie.

p(B)=p(BNX)=pBN( Y A))=p( U (BNA))=

i=1.. 7

S p(BOA) = 5 p(A)p(B)

=0

(1.5)

Q.E.D.

Formula urmatoare, numita formula lui Bayes, ne da probabilitatea ca dupa ce stim ca
un eveniment ce poate apare din mai multe cauze s-a realizat, acesta sa se fi realizat dintr-o
cauza anume. Enuntul precis este:

Propozitia 1.21 (Bayes)Fie (X,$,p) un camp de probabilitate gi Ay, Ay, ..A, o partitie a
lui X. Fie B un eveniment cu probabilitate nenula. Atunci:

p(A,|B) = AAIEL

S o(A,)p(BIA,) (16)

Demonstratie.

p(BNA;)  p(Ai)p(B|A;)
p(B) > -1 P(A5)p(BlA;)

conform formulei probabilitatii totale.

p(Ai|B) =

Exemplul 1.22 In trei urne cu bile albe si negre avem compozitiile: 4+6, 248, 4+1. Se pun
toate bilele la un loc si se extrage o bila la intimplare. Se constata ca este alba. Care este
probabilitatea ca ea sa fi provenit din urna a treia?
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Solutie. Fie A; evenimentul care consta in extragerea unei bile provenind din urna i si B

evenimentul care constd in extragerea unei bile albe. Avem p(A;) = 22 p(As) =22 p(A;3) =
5

5% (probabilitatea evenimentului A; este proportionald cu numaérul bilelor provenite din urna

i). Mai departe avem p(B|A;) = it p(B|A2) = & p(B|A;3) = 3. Probabilitatea care ni se

cere este p(As|B) si conform cu formula lui Bayes

10

p(A3|B) = 10 = 1~ =

4 10 2 5
25 10+25 10+25 5 5

(S
[\

Observatia 1.23 Dacd alegerea unei bile s-ar fi facut dupa regulile: i)se alege la intimplare
o urna; 2)din urna aleasa se extrage la intimplare o bila; atunci am avea p(A;) = p(As) =
p(As) = 3 si tot formula lui Bayes conduce la p(As|B) = 2

1.4 Rezumat

Probabilitatea are o componenta psihologica in sensul de grad de incredere si una practica
in sensul de frecventd de aparitie a unui fenomen intr-un numar mare de experiente inde-
pendente, dar pentru a putea introduce numere si a face calcule s-a dovedit utila o definitie
axiomatica, asemanator cum in geometrie dreapta se introduce axiomatic, independent de
multimea exemplelor practice. Punctele importante in acest demers sunt:

i) Reprezentarea evenimentelor prin algebre de multimi(Stone).

ii) Definitia probabilitétii ca functie pe algebre de evenimente, cu proprietati aseméanatoare
cu aria figurilor plane.

In dezvoltarea elementara a calculului cu probabilitati urmatoarele trei puncte sunt es-
entiale:

iii) Notiunea de probabilitate conditionata si probabilitatea de aparitie simultani a eveni-
mentelor independente.

iv) Formula probabilititii totale (1.4) .

v) Formula pentru probabilitatea cauzelor (1.6).

FORMULE UTILIZATE FRECVENT :

__mnr.cazuri favorabile
a) p= - — .
nr. cazuri posibile

b) Definitia probabilittii conditionate p(A|B) = ps(A) = 2052 (1.2);
probabilitatea evenimentelor independente p(AN B) = (A) p(B)(1.3)
c) Formula probabilititii totale p(B) = > " | p(A;) - p(B|A;)(1.4) .

d) Formula lui Bayes p(A,|B) =5 (p() (BI%M (1.6).
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1.5 Exercitii

1. O wurna contine jetoane numerotate de la 1 la 8. Se extrag la intimplare 3 jetoane. Care
este probabilitatea ca suma numerelor extrase sa fie superioara sau egald cu suma numerelor
ramase?

Indicatie. Probabilitata este raportul dintre numarul cazurilor favorabile si numarul
cazurilor posibile. Sunt posibile C3 = 56 cazuri. Suma tuturor numerelor este 36, deci
suma celor extrase trebuie sa depasgeasca 18 pentru a fi caz favorabil. Acum se enumera pur
si simplu toate cazurile favorabile: (8,7,6), (8,7,5), etc.

2. Se aleg la intimplare a,b,c in intervalul (0,1). Care este probabilitatea ca ecuatia de
gradul doi ax®+2bx+c = 0 sa aiba radacini reale? (se considerd (a,b,c)€ (0,1)x (0,1)x(0,1)
iar probabilitatea este proportionala cu volumul).

Indicatie. (a,b,c)€ (0,1)3. Conditia de radicini reale este 4b*> — 4ac > 0 sau 1 > b > \/ac.
Fie V=volumul lui (0, 1) i V; =volumul cazurilor favorabile. Avem V; = [ [ fvf da-dc-db =

fol da fol dc f;& db. Tinand seama cd V=1, se obtine imediat probabilitatea p = V;/V .

3. La un teatru sunt 2n persoane la coada la bilete. n persoane au bancnote de 500 lei iar
celelalte n persoane au bancnote de 1000 lei. Un bilet costa 500 lei. Care este probabilitatea
ca agezdindu-se intimplator la coada sa poata toate persoanele sa-si cumpere bilet, stiind ca
initial in casa nu este nici un leu si fiecare persoana primeste restul de la casa?

Solutie Ca sa numaram agezarile in care toti i-si pot cumpara bilete, reprezentam intr-un
sistem xQOy pe cele 2n persoane prin puncte in 1,2,3..2n pe Ox. Fiecarei agezari ii asociem o
functie definitd pe 0,2n prin f(0)=0 si f(i)=f(i-1)+1 dacd persoana i de la rind are 1000 lei
si f(1)=f(i-1)-1 daca persoana i are 500 lei. Fiecare traiectorie incepe in (0,0) si se termind in
(2n,0), deoarece de cite ori se urca se si coboard. Numarul aranjarilor la coada este nln!Ch,
unde C§, reprezintd numdrul de alegeri ale locurilor de catre cei cu 500 lei (sau numérul
traiectoriilor) iar n! reprezintd numéarul de permutari celor cu 500 lei sau cu 1000 lei intre
ei. O traiectorie reprezints o asezare nefavorabili daci pentru un i avem f(i)=1. In acest caz
primul i cu proprietatea de mai sus reprezinta cel cu 1000 lei care nu mai poate primi rest de la
casa. Considerind simetrica acestei traiectorii de la acest i fata de y=1 obtinem o traiectorie
ce se termind in (2n,2) si are n+1 urcusguri gi n-1 coboraguri. Numarul traiectoriilor de acest
fel este C3" | deci numairul cazurilor nefavorabile este n'n!Cj.*. Probabilitatea este deci

. ninlCy, —nInlCyt 1

nIn!CE, S+l

4. Fie (X,Q,p) un cdmp de probabilitate i Ay, Ay, ..A,, evenimente din ). Sa se arate
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U A) = Y p(A) =D p(4in4)) (L.7)
i=1 i#j
+ ) p(A N A; N A +
i#j#k
+o A+ (=D p(ATN AN N A)

(formula lui Poincaré).
Indicatie. Formula a fost demonstrata pentru n=2 in cadrul lectiei. Presupunem prin

inductie ca este adevarata pentru n. Fie B = - A; st Bi= A, N A;. Avem
1=1..n

p( U A) = p(BUA 1)

=141
= p(B) +p(Ans1) —p(BN A1)
formula 1.7) + p(Ap+1) — p('_LIJ B;)

(
= (formula 1.7)+ p(Ani1) — (formulal.7 pt. B;)
(formula 1.7 pt. n+ 1)

5. O persoana scrie m scrisori catre n persoane distincte, le pune in n plicuri s apoi scrie
adresele la intimplare. Care este probabilitatea ca cel putin o scisoare sa ajunga la destinatarul
potrivit? (problema concordantelor).

Indicatie. Fie Aj evenimentul ce consta in faptul ca persoana k primeste scrisoarea potriv-
itd. p(Ay) = =Y = 1/n. Existd C2 evenimente de tipul A; N A; si fiecare are probabilitatea
@ (deoarece doud persoane primesc scrisorile potrivite iar celelalta n-2 persoane primesc

scrisorile intamplétor in (n — 2)! feluri. Analog, existd C2 evenimente de tipul 4; N A; N Ay

si fiecare are probabilitatea (”;!3)!, etc. Aplicand formula de mai sus rezulta:

n!

— 92! — 3)!
1_02.(n 2)'—1—03'(” 3).+

p = n-- n n
n n! n!
111
[T T

6. Doua persoane A si B s-au inteles sa se intdlneasca intr-un anumit loc intre orele 12
gt 13. Persoana care vine prima asteapta 20 de minute si apoi pleaca. Daca fiecare persoand
vine la intimplare in acel loc, care este probabilitatea ca persoanele sa se intilneasca?

Indicatie. Prima problema este cum reprezentam toate posibilitatile de intalnire. Fie pe
axa x ora de sosire a primei persoane iar pe axa y ora de sosire a celei de a doua persoane.
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Toate variantele de sosire se reprezintd deci prin produsul [12,13] x [12,13]. Conditia de
intalnire este |z — y| < % ore. Admitand ca probabilitatea este proportionala cu aria, gasim
cd aria zonei de intilnire este 5/9 iar aria zonei de sosire este 1. Deci probabilitatea este 5/9.

7. Un magazin se aprovizioneaza de la trei fabrici A,B.C, cu un anumit produs, in proportie
de 30%,60%,10%. Proportia de articole defecte dintre cele achizitionate este de 2%,1%,5%,
pentru A, respectiv B si C. Daca un cumparator gaseste ca produsul achizitionat la magazin
este cu defectiuni, care este probabilitatea ca el sa fi provenit de la fabrica B?

Indicatie. Se aplica formula lui Bayes.

8. Intr-un circuit sunt legate in serie rezistentele Ry, Ry si grupul de rezistente in paralel:
Rs3, Ry, R5. Probabilitatile de defectiune ale celor cinci elemente independente sunt: 0,1; 0,01;
0,05; 0,04; 0,1. Care este probabilitatea de intrerupere a circuitului?

Indicatie. Fie Aj evenimentul care constd in intreruperea rezistentei Ry. Avem p(A;) =
0,1 p(Az) =0,01 etc. Toate aceste evenimente sunt independente si intreruperea circuitului
este: A;UAsU(A3N AgN As). Se aplica formula lui Poincaré si se tine seama ca evenimentele
Ay sunt independente.

9. Trei {intasi nimeresc o inta cu probabilitatile 0,7;0,8;0,9. Fiecare trage cdate o lovitura.

Care este probabilitatea ca:

a) Toti trei sa nimereasca tinta?

b) Cel putin unul sa nimereasca tinta?
¢) Unul singur sa nimereasca tinta?

Indicatie. Fie Aj evenimentul care constd in faptul ca tragatorul k nimeregte. Avem
p(A1) = 0,7, p(As) = 0,8; p(A3) = 0,9 iar evenimentele A, Ay, A3 sunt independente.
La punctul a) se cere probabilitatea lui A; N As N Az care este produsul probabilitatilor
p(A1) - p(A2) - p(A3). Analog se considerd si celelalte cazuri.

10. Fie X={1,2,3,4} i Q = P (X). Se defineste o probabilitate pe X astfel ca p({1,2,3}) =
7/8, p({2,3,4)) = 1/2, si p({1,4}) = 5/8. i se determine p({1}) 5i p({1,3,4}).

11. Intr-o urna se afla bile numerotate 0, 1, 2, ..9. Se extrag 3 bile la intamplare, fara a
pune bila tnapoi. Se scrie numarul format din cele trei cifre in ordinea aparitiei. Care este
probabilitatea ca numarul sa se divida la 129 Dar daca extragerea se face cu punerea bilei
inapoi?

12. Un grup format din 2n baieti si 2n fete este despartit in douda subgrupuri de acelasi
efectiv. Care este probabilitatea ca in fiecare subgrup numarul de baieti sa fie egal cu numarul

de fete.

18. Fie Ay, Ao, ... A, evenimente independente. Care este numarul maxim de evenimente
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distincte care se poate obtine din Ai,...A, prin aplicarea repetata a operatiilor si, sau, non?

14. Pe un segment AB se iau la intamplare doud puncte C gi D, astfel ca |AC| < |AD].
Care este probabilitatea ca sa se poatd forma un triunghi cu segmentele AC, CD, DB?

15. O urna contine & bile albe, 3 bile negre si 2 bile rosii iar alta urna contine 3 bile negre
, 2 bile albe si 5 bile rogii. Se extrage cdte o bila din fiecare urna. Care este probabilitatea ca
sa se extraga bile de aceeasi culoare?

16. Fie evenimentele Ay, Ay, ..A,. Sa se demonstreze ca

P(A N AN NA) > p(A) +p(A) + ..+ p(A) — (n—1)

(inegalitatea lui Boole).

17. Un submarin lanseaza n torpile asupra unui vas. Daca fiecare torpila are probabili-
tatea % de a lovi vasul, independent de celelalte torpile, care este numarul minim de torpile

ce trebuie lansate ca probabilitatea de a fi lovit vasul de cel putin una sa depaseasca 0,97



Lectia 2

Variabile aleatoare simple

2.1 Definitie si proprietati

De fiecare data cand aplicam teoria probabilitatilor subintelegem ca exista o algebra de eveni-
mente realizata ca o multime de submultimi ale unei multimi X, si, o probabilitate definita
pe acele evenimente, chiar daci X i algebra de evenimente nu sunt exprimate explicit. In
general informatia din X se extrage prin functii. In cele ce urmeazs, X este o multime pe care
avem definita o algebra de evenimente (2 si o probabilitate p.

Definitia 2.1 O functie f : X — R se numeste variabila aleatoare ( pe scurt v.a.) daca
pentru, orice (a,b) C R avem f~Y(a,b) € Q. O functie f : X — C se numeste variabila
aleatoare daca Re(f) si Im(f) sunt variabile aleatoare reale.

In cele ce urmeaza variabilele aleatoare considerate iau un numar finit de valori. Asemenea
variabile aleatoare le vom numi simple. Fie vy, vy, ..v, valorile distincte ale lui f si fie A; =
f7Y(v;). In aceste conditii variabila aleatoare se scrie

V1 daca z € Al
vedacd x € A,

fz) = (2.1)

v, daca = € A,

Este clar ca definitia de mai sus este echivalenta cu a spune ca pentru orice valoare v rezulta
ca f~1(v) € Q. Vom mai scrie A; = {f = v}, pi = p(A) = p(f~H(v)) = p(f = v;). Este
mai putin important din punctul de vedere al calculului cu probabilitati, care este multimea
A;, cat care sunt probabilitatile p(A;), p(A; N A;) etc. Fiecarei variabile aleatoare f ii vom
asocia o diagrama (notata tot f):

14
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fe v1 U2 V3 ... Up
p1 p2 P3 -+ DPn

Valorile vy, vs,..v,, sunt in general distincte iar evenimentele A;,7 = 1,2,..n formeaza o
partitie a lui X , adicd A; si A; sunt disjuncte dacd i # j si |J A; = X. Este clar ca

i=1..n
p1+p2 + ..+ p, = 1. Putem considera si diagrame in care unele valori v coincid intre ele ceea

ce ar corespunde definirii lui f prin (2.1) si unde am avea de exemplu v; = vy dar neapérat
A;NAy = . In acest caz A; nu mai este neaparat f~*(v;) dar Ay, .. A, formeaza incd o partitie,
pi = p(A;) sipy+ .. +p, = 1. De exemplu functia f* ia valorile (v;)* pe multimile A;, deci

diagrama asociata este:
ko ok k
fk — Ul U2 cee /UTL
pP1 P2 - Dn
iar dacd v; = —vy , k=2 atunci v} = v gi avem o diagrami unde unele valori din randul de

sus coincid. Diagramele in care v; # v; pentru ¢ # j le vom numi standard. Data o variabila
aleatoare simpla, ca mai sus, definim:

Definitia 2.2 1)media lui f: M(f) =, vip; = Z:” LU p(f =)

2)momentul de ordin k: My (f) (saumy) =1 vip; = (fk)

3)momentul centrat de ordin k: p,(f) = i, (v; — M( pk = (

Ydispersia: D(f) = a*(f) = S0 (vs — M(f))*ps = << 1)) = ol >
b)functia caracteristica f. : R — C saup;: R — C, f.(t ) = () =>4 eV~ Tvity,

6)functia de repartitie F': R — R, F(t) =p({z € X|f( ) < t})

Observatia 2.3 Daca pentru un © avem p; = 0 atunci valoarea corespunzatoare v; o putem
exclude din diagrama deoarece nu are nict o contributie la caracteristicile numerice ale lui
f. Despre doua v.a. f gi g, pentru care multimea pentru care f # g are probabilitatea 0,
spunem ca ele coincid aproape peste tot (pe scurt a.p.t.). Ele au aceleasi diagrame standard
i aceleagi caracteristici numerice: medie, dispersie,.... Daca unei v.a. f 1 se asociaza doud
diagrame distincte, atunci definitiile de mai sus pentru medie, dispersie, momente, functie
caracteristica, dau acelagi rezultat, indiferent de diagrama folosita. Se poate demonstra acest
lucru usor compardnd valorile obtinute dintr-o diagrama cu cele date de diagrama standard
(exercitiu).

Vom nota in general cu {a < f < b} evenimentul f~!(a,b) = {z € X|a < f(z) < b} € Q
iar probabilitatea lui cu p(a < f < b). Analog vom nota evenimentele ce se obtin folosind
inegalitati de tipul <, >, etc.
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Exemplul 2.4 Intr-o clasi s-au obtinut urmdatoarele note: 5 de citre 8 elevi, 7 de cdtre 3
elevi, 8 de catre 5 elevi, 10 de catre 4 elevi. Functia nota ia valorile 5,7,8,10, iar probabilitatile

7 -8 3 5 4 ' 4 - .
corespunzatoare sunt: 55 55 35  3g- Diagrama asociata functiei este:

media notelor este M, :5~%+7-%+8-%+10'% =17,05

momentul de ordinul doi este My = 52 - 2% +7%. % +82. 25—0 +10% - % = 53,35

dispersia este D = (5—7,05)% 5 +(7—7,05)% 5 +(8—7,05)* - 5+ (10— 7,05)- 35 = 3,6475
functia functia caracteristica este f.(t) = €™ 2 4 . X4 €. 24 100 L unde i = \/—1

Observatia 2.5 Media se poate numi centrul valorilor luate de o v.a. tar dispersia este
o masurda a imprastierii valorilor acelei v.a. in jurul mediei. In afard de medie, celelalte
caracteristici se utilizeaza doar pentru v.a. reale.

Definitia 2.6 Doua variabile aleatoare reale, f si g definite pe acelasi camp de probabilitate
X se numesc independente daca oricare ar fi intervalele (a,b) si (c,d) avem

p(fH(a,b)n g™ (e,d) = p(f~ (a,0)) - p(g~" (¢, d))

Definitia independentei a doua v.a. simple se poate da in mai multe feluri aga cum rezulta
din propozitia urmatoare:

Propozitia 2.7 Fie (X,Q,p) un cdmp finit de probabilitate si f,g doua variabile aleatoare
simple cu valori reale. Urmatoarele afirmatii sunt echivalente:

1) f si g sunt independente

2) evenimentele {a < f < b} si {c < g < d} sunt independente pentru a,b,c,d € R

3) pentru orice v,ue R evenimentele {f = v} si {g = u} sunt independente

4) pentru orice submultimi A,B din R, evenimentele {f € A} si {f € B} sunt independente

Demonstratia este lasata ca exercitiu.

Observatia 2.8 Sub forma (3) cu u,v € C' sau sub forma (4) cu A, B € C, din propozitia
anterioara, definitia independentei a doud v.a. simple se poate enunta si pentru v.a. cu valori
complexe.

Propozitia 2.9 Daca f,g: X — C sunt v.a. simple independente iar F,G : C' — C atunci
Fo f gi Gog sunt independente.
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Demonstratie. Avem:

p((Fof=v)N(Gog=u))
= ((fEF Yw)) n (gEG (u)))
= p(f e F'(v)-plg € GH(u))
= p(Fof=v)p(Gog=nu)

Q.E.D.
De exemplu (f — a)? si (¢ — b)? sunt independente pentru orice a si b.

Teorema 2.10 (proprietati ale mediei) Fie (X, Q, p) un cimp de probabilitate finit si f, f1, fo, ...
variabile aleatoare pe X. Atunci:

1)f= C (constant) = M(f) =C

2)a = const = M(af) = aM(f)

S)M(fi+ f2) = M(f1) + M(f2) gi de aici M(f1+ fat ..+ fu) = M(f1) + M(fo) +.. 4+ M(fn)
, M(af +bg) =aM(f)+bM(g) , si M(f — M(f)) =0, (asib fiind constante)

4) Daca f1, fo sunt independente atunci M (fifo) = M(f1) - M(f2).

9) f=20= M(f)=0.

6) f=g9= M(f) = M(g).

7) |M(f)| < max|[f].

Demonstratie. 1) si 2) sunt evidente.

3)Fie vy, vy, ..v, valorile lui fi si A; = f; '(v;) iar uy, ..u,, valorile lui f, si B; = fz’l(uj).
Variabila aleatoare f; + f, ia valorile v; + u; pe evenimentele A; N B; cu probabilitatile
pij = p(A; N B;) = p(fi = v;N fo = u;). Avem acum

M(fi+ f2) = Zi:l..n,j:l..m(vi + Uy = i i Z;nzl pij + Z;nzl Uj D iy Dij =
=2 uip(fr =) + 2 up(f2 = u;) = M(f1) + M(f2)

Am folosit

> i1 pig = > 5oy p(Ai N By) = (fiind disjuncte)

= p(Uj:l..m(Ai N B;)) =p(4; N (Uj:l..m By)) =

p(AiNX) =p(4;) = p(f = v)

si in mod analog cealaltd suma este Y ., p;; = p(f2 = u;).
4) M(fife) = > jviwip(fi = v; N fo = u;) =(din independenta variabilelor aleatoare)

=>_;; viwgp(f1 = vi)p(f2 = uy) = Yo, vip(fr = vi) 22, uip(fo = wy) = M(f1)M(f2)
5), 6), 7) sunt evidente.
QE.D.

Teorema 2.11 (proprietatile dispersiei). 1) f= C a.p.t.(constant) < D(f) =0
2)D(af) = a*D(f) a fiind o constanta.
3) Daca fi si fo sunt independente atunci D(f1 + f2) = D(f1) + D(f2)
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Demonstratie. 1) D(f) = >_(v;—M(f))*p(f = v;) si suma este zero numai daci v; = M(f)
pentru orice i cu p; # 0, adica f= M(f) a.p.t.
2) Avem

D(af) = M((af — M(af))*) = M(a*(f — M(f))*) = a*M((f — M())*) = a*D(f)

3) In formulele de mai jos utilizim faptul ci f; si f, independente implica (f; — a)? si
(fo — b)? sunt independente, precum si proprietitile mediei:

D(fi+ fo) = M(((f/L + f2) = M(fi + f2))?) =
M(((fr = M(f1)) + (f2 = M(f2))*) =
M((fr = M(f1))* + (fa = M(f2))* +2M((fr = M(f1))(fo = M(f2))) =
M((fi = M(f1))?) + M((fo — M(f2))?) +2M(f1 — M(f1)) - M(f2 — M(f2)) =

D(f1) + D(f2) - -

Q.E.D.
O generalizare a punctului 3) este:

Propozitia 2.12 Fie fi, fo,..f, variabile aleatoare independente douad cite doua. Atunci

D(fi+ fat .+ fu) = D(f1) + D(f2) + .. + D(fn)

Demonstratia este analoaga celei pentru doua functii si e lasata ca exercitiu.

Definitia 2.13 Daca f este o variabila aleatoare, expresia [2MU) g numeste deviatia stan-

v/ D(f)
dard a lui f.

Se vede imediat ca M(M) =0 si D(f_M(f)) =1.

v/ D(f) } D(f)

Teorema 2.14 (proprietali ale functiei caracteristice) Fie f. functia caracteristica a vari-
abilei aleatoare f. Atunci:

1) f. este continud (chiar uniform continua) pe R)

2) f(0) =1, |fe(t)] £ 1 pentru -oo <t < o0

3) Daca g=a - f + b, cu a gi b constante, atunci g.(t) =
4) Daca fi si fo sunt independente, atunci (f1 + f2).(t)

5) Mi(f) = e £ 0)

6) Daca fi. = far atunci fi i fo au aceleagi diagrame standard, adicd f, = fo a.p.t.

eV . f.(at)
= flc(t) ' f2c(t)

Demonstratie. 1)f, este o sumi finitd de functii continue f.(t) = 3 pre¥ 1% deci este o

functie continua. Avand derivata marginita rezulta ca este uniform continua.
2) go(t) = 3 pye¥ M) = VB S eV TTon = VI ().
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3) £0) = SpreV % = Spe = L [1(0)] < S [o¥ | = S =1

4) Daca f; si fy sunt independente atunci e/ si e/ sunt independente.
Acum observam ca

(fi + fo)e(t) = M(e™1Hf2)) = M (ethr . ef2) = (fiind indep.)
= M(e")M(e™?) = fie(t) - foc(t)

5) fi(t) =iy, prvre™ sidect f1(0) =Y, prox = iM;(f). Analog prin derivare succesivi
se obtine f(™(0) = "M, (f).

6) Avem, folosind diagrame reduse, Y. pre®' = Y g™’ | unde v, sunt diferite intre ele
si u; sunt diferite intre ele. Daca nu se reduc toti termenii, adica pentru fiecare k sa existe 1
astfel ca p, = q, vy, = u; atunci dupa toate reducerile posibile egalitatea devine: Y roe?st = 0,
(1 < s < m) unde ry sunt nenule , iar w, sunt diferite intre ele. Derivand de mai multe ori
expresia de mai sus si punind t=0 in derivate gasim:

r4+ro+ .41, =0
riwy + rows + ... + rpw,, =0

1 -1 _
rwl w4 L rpuw Tt =0

ceea ce nu se poate decat daca r; = ry = ..r,,, = 0. Contradictia obtinuta arata ca reducerea
are loc, deci f; si f; iau aceleasi valori, cu aceleasi probabilitati.
QED.

Definitia 2.15 Spunem ca n variabile aleatoare fi,..f, sunt independente daca pentru orice
intervale Iy, ..Iy, si orice alegere fi,..f;, , k< n, rezultd ci evenimentele f;'(I1), fi,' (),
- fi '(Iy) sunt independente.

Exercitiul 2.16

Daca variabilele aleatoare f1,..f, sunt independente atunci

(fl + f2 + ..+ fn>c(t) - f10<t> ’ f20(t) et fnt:(t)

2.2 Spatiul de probabilitate produs

Fie (X1,Q1,p1) si (X2,Q9,p2) doud campuri de probabilitate finite. Atunci pe multimea
X = X x X, se poate defini o algebra de multimi astfel:

2 = {A C X|A este reuniune finitd de elemente de forma A; x A,
cu A; € Mysi As € Qs}

Tinadnd seama ca €2; si {2y sunt algebre de evenimente, rezulta ca si €2 este. . Definim
p:Q — R prin p(A; x Ay) = p1(A41) - pa(Az). Daca A este o reuniune disjuncta de multimi
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de forma UA;, x Ay, atunci p(A)=>_pi1(A1,) - p2(As,). Se demonstreaza ca p este o prob-
abilitate pe €2 iar campul (X, €, p) se numeste campul produs al cAmpurilor (X, Q4,p;1) si
(X3, Q,p2). In mod aseminitor se defineste produsul unui numér finit de cAmpuri de proba-
bilitate (X1, Q1,p1),.. (Xu, 2, pn). Spatiul total este X = X; x X5 x ..X,, iar multimea de
evenimente se defineste prin A € ) < A este o reuniune finita de elemente de forma A; x A,
XAz X ... X A, cu A; € Q); pentru orice i. Se arata ca () este o algebra de evenimente pe care
se poate defini o probabilitate care pe evenimentele de forma A; x Ay x .. X A,, are valoarea
p(A; x Ay x A,) = p1(A1) - p(A2) - .. - pu(A,). Este foarte usor de ardtat ca evenimentele

Bl :Al XX2 X Xn
Bg :Xl XA2 X --Xn

Bn = X1 X X2 X An
sunt independente(exercitiu). De asemenea urmatoarele variabile aleatoare

pT1<£L'1, T2, $n) =T1
pTQ(SUl,J:Q, 'Tn) = Tn

numite proiectiile canonice ale lui X, sunt independente(exercitiu). De asemenea daca f :
X, — R sunt variabile aleatoare atunci variabilele aleatoare Fj, : X — R definite prin
Fy(z1, %2, ..x,) = fr(xg) sunt independente(exercitiu).

2.3 Rezumat

Informatiile dintr-un spatiu probabilizat se extrag prin functii, numite variabile aleatoare.
In cazul variabilelor aleatoare ce iau un numaér finit de valori (numite si variabile simple),
media este definita intr-un mod analog cu media notelor la scoala. Dispersia e definita ca o
masura a impragtierii valorilor in jurul mediei. Functia caracteristica este o notiune auxil-
iara importanta pentru calculul mediei, dispersiei,etc. Ea defineste unic diagrama variabilei
aleatoare.Proprietatile acestor marimi sunt listate in cele trei teoreme anterioare. E de remar-
cat comportarea acestor marimi la adunarea variabilelor aleatoare independente. Un exemplu
important de spatiu probabilizat si variabile aleatoare independente este spatiul produs si
proiectiile pry.

FORMULE UTILIZATE FRECVENT:

a) Definitiile mediei, momentelor, dispersiei, etc. pentru calculul direct al lor pag(15)

b) Propritatile mediei, dispersiei,functiei caracteristice. De remarcat:
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i) M(af +bg) = aM(f)+bM(g);

i) f>0= M(f)>0;

i) [M(f)] < max|f];

iv) fi1, foindependente = M (fif2) = M (f1) M (f2) , D(fi+ f2) = D(f1) + D(f2) si
(fl+f2)c (t) :flc(t) f2c(t)7

v) D(f) =My (f) — M?*(f)

vi k = ! k c(k) .
) M) = A 0

2.4 Exercitii

1. Fie variabila aleatoare

1 2 4 10
fz( 101 3 L)
2 10 10 10

Sa se calculeze media, dispersia si momentul de ordinul 3.
Indicatie. Se utilizeaza definitiile.

2 Fie v.a.
-2 -1 2 4 10
f= 1 1 3 1
5 10 10 10
Sa se determine « astfel ca f sa fie o v.a. discreta. Sa se calculeze media si dispersia ei.
. -1 1 . <
3. Stiind ca pentru v.a. f = 0 avem M (f) = —% si M (f?) = 35—3 sd se
pP1 P2 D3
determine py, ps, ps3.

4. Fie o v.a. f cumedia 10 . Se cere b € R astfel ca M (f +b) = 0.

5. In N urne se gasesc cate n bile numerotate de la 1 la n, in fiecare. Se extrage cate o bila
din fiecare urna si se noteaza cu f valoarea celui mai mare numar obtinut. Se cere explicitarea
probabilititilor p(f=k), valoarea medie m,, si limita expresiei m, /n cand n— oo.

Indicatie. p(f < k)=probabilitatea ca din fiecare urna si se extragd un numdir mai mic
sau egal cu k. Numarul cazurilor favorabile este &V iar numsirul celor posibile este n”, deci

N
probabilitatea este p(f < k) = Z—]J\V] De aici deducem p(f = k) = ﬁ_]; - % Aplicand

definitia mediei gdsim m,, =n — Y, D% deci ma — 1 — [} 2N da
8 n k=1""nN n 0 :

6. O intreprindere recruteazd un nou angajat. Se prezinta n candidati intr-o ordine
aleatoare si primul candidat care trece testul proous de comisie este angajat. Probabilitatea
de a trece testul este p pentru fiecare candidat. Fie variabila aleatoaref ce ia valoarea j daca
al j-ulea candidat este admis, si valoarea 0 daca nu este nimeni admis.

S& se determine p(f=j), valoarea medie M(f) si dispersia D(f).

Indicatie. Ca sa fie admis candidatul j trebuie ca toti candidatii 1,2,..j-1 sa fie respinsi

iar j s fie admis. Probabilitatea acestui eveniment este p(f = j) = ¢/~!p, unde ¢ = 1 — p.
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Probabilitatea ca toti sa fie respinsi este ¢". Prin urmare f are diagrama:

1 2 . k .on
pa - ¢ p o ¢
Este foarte simplu acum de a calcula functia caracteristica, media si dispersia.

7. O persoana se deplaseaza aleator plecdnd din punctul 0. Cu probabilitatea p face un
pas in fata si cu probabilitatea q=1-p face un pas inapoi. Valoare unui pas este de 1m iar
ritmul este de un pas pe minut. Fie f variabila aleatoare egala cu abscisa la care se ajunge
dupd o ord(un pas in fatd este +1m iar un pas in spate este -lm). Se cer probabilititile
p(f=k), valoarea medie si dispersia lui f.

Indicatie. Daca se fac in fata k pasgi, se ajunge in pozitia k-(60-k)=2k-60. Probabilitatea
de a face k pasi in fatd este C5p*q%~*(vezi in lectia 4 despre schema Bernoulli). Deci p(f =
2k — 60) = Ckp*q®*. Deci funcgla caracteristici este f.(t) = Y po, Chplqs0—Fei2h—00)t

—60t (pe2ti 4 q) Cu formulele uzuale se deduc acum media, momentele, dispersia.

8. Probabilitatea ca un bec sa reziste la suprasarcina este p=0,90. Se fac 5 incercari de
becuri. fie f variabila aleatoare care reprezinta numarul de becuri care au rezistea. Se cere
media si dispersia lui f.

9. Se arunca doua zaruri gi se noteaza cu f suma punctelor obtinute. Se cer media si
dispersia lui f.

Indicatie. Se poate obtine suma 2 din varianta (1,1), adica un caz din 36. Se poate obtine
suma 3 din variantele (1,2) sau (2,1), deci 2 cazuri din 36, etc. De aici rezultd imediat legea
lui f etc.

10. O urna contine n bile albe si n bile negre. Se extrag una cite una bilele pana se
epuizeaza urna. Fie f variabila aleatoare care pentru o varianta de extragere succesiva a
tuturor bilelor ia valoarea k daca prima bila alba apare la extragerea k.
a)Sa se determine legea lui f
b) Se cere media lui f.

Indicatie. k ia valori intre 1 si n+1. Ca f sa ia valoarea k trebuie sa iasa primele k-1 bile ne-
gre. Probabilitatea ca sé iasé prima bilz‘i neagra este 5-. Conditionat de aceasta, probabilitatea
. Deci probablhtatea ca primele doua bile sa iasa negre

n(n—1)

este Daca primele doua b11e au iegit negre, probabilitatea ca a treia sa iasa neagra este

2n(2n 1)°
2—2 . Deci probabilitatea ca primele trei bile si iasd negre este % Analog gdsim
probablhtatea ca primele k-1 bile sa iasa negre ";” (2171)(_"1)2()2757;%)2) = g:j Stiind aceasta,
probabilitatea ca la extragerea k sa iasa bila alba este 51— . Deci p(f = k) = 55— g: 1
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11. Doud variabile aleatoare f i g iau aceleasi valori vy, vs,..v,. Se mai stie c& M(f) =
M(g), Ma(f) = Ma(g),..M,_1(f) = M,_1(g). S& se arate ca p(f = vx) = p(g = vx) pentru

orice ke 1..n .
Indicatie. Fie py = p(f = v) si pj, = p(g = vi). Avem:

My(f) = pay + pavs + ..pavly = Mi(g) = Pivi + phvls + . + plvl
pentru k=0,1,2,..n. Prin urmare pq, po, ..p, $i P}, p;, ..pl, satisfac acelasi sistem nesingular.

12. Sa se arate ca D(f + C) = D(f), C fiind o constanta.
Indicatie. Se aplicd definitia dispersiei si se tine seama c& M(f + C) = M(f) + C.

13. Fie X o variabild aleatoare finitd cu media m si dispersia o2. Cum trebuie s fie a si
b (constante) ca variabila aleatoare af+b sa aiba media zero i dispersia unu?
Indicatie. 0=M (af+b) = aM(f)+b=am+bsi1l = D(af+b) = D(af) = a®>D(f) = a*c*

14. Doua variabile aleatoare independente &, n au distributiile

JERERIRICRAN)
a) Sa se determine a gi b

b) Care este distributia variabilei £ — n?
c) Care este distributia variabilei 2§ + 317

Indicatie. Pentru & avem % + ;11 + 4+ ¢ = 1 si analog pentru 7. Pentru § — 7 se tine seama
cd £ gi n sunt independente, deci, de exemplu p(§ =1sin=2) =p(( =1)-p(n = 2), etc.

1
b

o= O
N
ENISEN )
e Qo
= O
= DN
= QO

15. Doi jucatori, A si B, convin asupra urmatoarei reguli de joc: la o aruncare cu zarul,
daca apar fetele 1 sau 2 atunci primul jucator da celui de al doilea 3 lei, iar in caz contrar al
doilea jucator da primului 1 leu. Care este castigul mediu al fiecarui jucator dupa n aruncari?

Indicatie. Probabilitatea de castig a lui A este 1/3 iar a lui B este de 2/3. Se scriu vari-
abilele aleatoare care reprezinta cstigul pentru A si B, ca la problema 7.

16. Trei jucatori A, B, C pun jos cate o suma de a, b, respectiv c lei, apoi arunca o
moneda, pe rand, in ordinea A, B, C, A, B, C,... pana apare fata. Primul jucator la care
apare fata ia toti banii, iar daca nu a aparut dupa ce fiecare a aruncat de 3 ori, se anuleaza
jocul.

a) Care sunt cagtigurile medii ale fiecarui jucitor dupa 3 jocuri?

b) Cum ar trebui s fie sumele a, b, ¢ ca jocul si fie echitabil?



Lectia 3

o Campuri de probabilitate

Fie (X, €, p) un cAmp de probabilitate. Daca algebra de evenimente verificd in plus axioma:
Oricare ar fi sirul de evenimente (A,),cy , cu A, € Q atunci UA, € Q
spunem ca §) este o—algebra sau un o—camp de evenimente. Daca p este o probabilitate
pe € care in plus verifica relatia

(U 4= n4)

n=1,00

pentru orice sir A, de evenimente disjuncte, atunci spunem ci p este o o probabilitate. In
aceste conditii tripletul (X, 2, p) se numegte o-cdmp de probabilitate.

Teorema 3.1 Fie (X,$,p) un o -camp de probabilitate. Atunci:
1) Daca A, € Q pentru orice n, avem §i A e Q.
2) Daca A1 D Ay D .. D A, D .. atunci p( A,) = limp(4,)

n—= 100 n—oo

4) Daca Ay C Ay C .. C A, C .. atuncip( |J A,) = limp(A,)
n=1,00 n—oo

n=1,00

Demonstratie. p fiind o probabilitate, toate proprietatile pentru probabilitatile finit
aditive rdman adevarate. B )
1) N A.= U A, sideoarece A, € €, rezultd ci reuniunea multimilor A, este in €,

n=1,00 n=1,00
deci si complementara acestei reuniuni, adica intersectia multimilor A, este in €.
2) Multimile A, — Ag,; sunt disjuncte intre ele si sunt disjuncte de [ Ay iar A; =
k=1...00

24
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(ﬂ Ak) U (A; — As) U (Ay — A3) U ... este o reuniune disjunctd, de unde:
k=1..00

p(A) :p< f Ak) + 3 p(Ax — Agt1)

k=1..00
de unde:
PN ) =)~ Jim 23— ) =
= T (p(A) — S5t s — Axsn)) = lim p(4)

3) Demonstratia este asemanatoare cu cea de la punctul 2).

4) p(A1UA,) = p(A1)+p(A2) —p(A1NAs) < p(A1)+p(As2) si prin inductie se demonstreaza
cd p(A;UAs U . UA,) < p(A) + p(A2) + .p(A,) . Acum avand A; € A U Ay C .. C
(A1 UAs..UA,) C .., rezulta:

p(UAk> =limp(A;UAU..UA,) <
k=1..0c0 n—00

QED.

Exemplul 3.2 Fie X = [0,1] x [0, 1] $i Q multimea submultimilor lui X cu frontiera formata
dintr-un numar finit de segmente. Este clar ca ) este o multime inchisa la reuniune, inter-
sectie gi complementara in X, deci este o algebra de multimi. O probabilitate pe Q) se poate
defini prin formula p (A) = ZZZ((;;)) = aria (A). Pe de altd parte Q nu este o o algebra deorece
spre exemplu on cerc plin C' nu face parte din € desi este reuniunea unui gir crescator A, de
multimi din Q, cu A,, egal cu poligonul requlat cu 2™ laturi inscris in C. Se demonstreaza ca
existd o cea mai mica o algebra ce contine pe ), fie ea B, iar probabilitatea p (sau aria p)
se poate extinde la o o probabilitate pe B. Probabilitatea (sau aria) astfel definiti se numeste
probabilitatea Lebesque (aria sau masura Lebesque).

In mod asemanator se defineste masura Lebesque pe un segment sau pe un paralelipiped
in spatiu, ca o extindere a notiunii de lungime a unui segment sau de volum al unui corp
marginit de un numar finit de fete plane.

3.1 Variabile aleatoare pe ¢ cAmpuri de probabilitate

Definitia 3.3 Fie (X,,p) un o camp de probabilitate. O functie f : X — R se numeste
variabila aleatoare dacd pentru orice numar ce€ R , multimea {w € Q|f(w) < ¢} este un
eveniment din €. Adesea vom nota multimea de mai sus prin {f< c} sau f~'(—o0,c).
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Propozitia 3.4 f:X— R este variabila aleatoare daca st numai daca este indeplinita una din
condititle urmatoare:

aNece R={f<cteQ

bNee R={f<c}eQ

c)Vee R={f>c} €

d)Vee R={f>c} e

e)Va,pe R={a< f<p} e

Demonstratie.a) este definitia curentd a variabilei aleatoare. a) — b) {f <c} =, {f <
c+iteQ b)) {c}=X—{f<cteQc)—»d) {f>c}=N{f>c—1}eQd}—e)
{a<f<Bt={fza;—{f28teQe)ma){i<i=U{n<f<cieq

QED.

Prin urmare o variabila aleatoare este caracterizata prin faptul ca pentru orice interval
IC R, inchis,deschis,semiinchis,finit sau nu, avem relatia f~*(I) € €. Spre deosebire de cazul
variabilelor aleatoare simple studiate in lectia trecutd, conditia f~! (v) € Q pentru v € R nu
este suficienta ca f sa fie variabila aleatoare.

Teorema 3.5 Fie f : X — R o variabila aleatoare g1 o« € R. Atunci urmatoarele functii sunt
variabile aleatoare: a)a + f; b)a- f; ¢)f?; d)% daca £ 0; e) | f].

Demonstratie. a) {a + f <c} ={f <c—a} €Q. b) {af <c} ={f < £} dacaa >0
si{af <c} ={f > c/a} daci a < 0. In ambele cazuri se obtin multimi in Q. c¢) {f% < ¢} =
{—vVe<f<veteQ d{s<c=({f>00n{cf>1HU{f <0}nfef<1}) €. e
exercitiu.

QED.

Teorema 3.6 Fie (f;),.y un gir de variabile aleatoare. Atunci:

a)h(w) = 121'1<p fi(w) este o variabila aleatoare.

b) glw) = 1<inf fi(w) este o variabila aleatoare.
<i<oo

¢) Daca existd lim f;( w) = f(w) atunci feste o variabila aleatoare.
1—00

_ Demonstratie. a) {h > c} = U2 {fi >c} € Qb) {g <c} =UZ{fi <c} €Qc)Fie
fi= max f;. Conform cu a) f; este o variabild aleatoare. f = lim f; = minf; care este conform
JZt 1—00 %

cu b) o variabila aleatoare.

QED.

Teorema 3.7 Daca [ st gsunt variabile aleatoare atunci f+gq, fg, § sunt variabile aleatoare.

Demonstratie. {f+g<c}={f<c—g}=U,.o{f <r}n{c—g>r}) €Q, stiind
ca toate numerele re () se pot pune intr-un gir. Deci f+ ¢ este o variabild aleatoare. Analog se
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procedeaza cu f —g. Putem scrie f-g = }1 [(f+ 9)°—(f - g)ﬂ si conform punctului anterior
fgeste o variabila aleatoare. Deoarece =f- é rezulta ca sty L este o variabilg aleatoare.

QED.

Din cele de mai sus vedem ca daca a si b sunt constante atunci af + bg este variabila
aleatoare odata cu f si g. Deci multimea vsriabilelor aleatoare pe o aceeasi o algebra formeaza
un spatiu vectorial. Se poate arata ca daca f este o variabild aleatoare gi F': R — R este o
functie continud atunci F'o f : X — R este o variabild aleatoare (demonstratia este lisata ca
exercitiu)

Dacid f este o v.a. simpld atunci existd o partitie a spatiului X=J; | E;, E;NE; =0
astfel ca f este constanta pe F,;. Daca f gi g sunt variabile aleatoare simple atunci f +
g, fg, f% f% |f| sunt simple. Orice variabild aleatoare este limita unui sir de variabile
aleatoare simple.

Teorema 3.8 Fie (X,Q) o o algebra si f o variabila aleatoare pe X. Atunci exista un gir de
variabile aleatoare simple f, — f. Convergenta este inteleasa in sensul ca pentru orice x € X
rezultd lim f, () = f(x) in R (convergenta simpla).

n—oo

Demonstratie.Fie E,; = {w € X| 2,} < f< %} —n2" < j < n2". Fie acum f,
definite astfel:

2n Y w 6 E’I’L]
falw)=9 n flw)=
—n, f(w) < -
fn este o variabild aleatoare simpla si se vede ca f,(w) — f(w). De asemenea se vede ca
fn tinde uniform la f daca f este marginita. In plus daca f>0, atunci f, tinde crescator la

1.
QED.

3.2 Media unei variabile aleatoare oarecare

Daca variabila aleatoare este simpla atunci media ei a fost definita in lectia anterioara. Fie
fw) = v; dacd w € E;, pentru i=1,2,.n. Atunci media lui f se definegte prin M(f) =
>, vip(E;). Vom mai nota aceastd expresie prin [, f-dp sau [, f(w)-dp(w). Dacd variabila
aleatoare nu este simpld atunci se aproximeaza f prin variabile aleatoare simple iar media
lui f se aproximeaza prin media acestora. In continuare vom folosi notiunea de convergenta
aproape peste tot (pe scurt a.p.t.).

Definitia 3.9 Un gir (f,)
f daca i numai daca multimea {x € X| lim f,(x) # f (ac)} are probabilitatea 0.

nen de v.a. se spune ca este convergent a.p.t. la variabila aleatoare
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Putem descrie acum felul in care se defineste media in general:

a) Consideram un sir de variabile aleatoare simple (f,),en care converge la f a.p.t.(un
asemenea sir exista conform teoremei precedente, si care convege peste tot la f).

b) Stim c& M(f,) = [y fadp existd. Dacd sirul e Cauchy in sensul c& Ve > 0,3n(e) €
N,ai¥n,m € N,n > n(e),m > n(e) = [, |fo— fmldp < €, atunci se aratd ci exitd
nh_}r{)lo | « Jndp si aceasta limita se numeste media lui f. Fa se noteaza cu / « fdp sau M(f) si

nu depinde de sirul de variabile aleatoare simple care tind Cauchy la f. In cazul particular
cand f este simpla, se regasaste vechea definitie.

Se demonstreaza ca proprietatile mediei demonstrate anterior pentru variabile
aleatoare simple se pastreaza prin trecere la limita, in general. Avem deci (scriind

Ix f;lp in loc de M(f)):
1

pr— d:
f c:>/Xfp c
2)

[t +saip=a [ sipss [ g

/X(f1+f2+..+fn)dp:/Xfldp—i-/xfgdp—i—..—i-/andp

Spunem ca variabilele aleatoare fi, fo sunt independente, la fel ca in cazul variabilelor
aleatoare simple, dacd oricare ar fi intervalele Iy, Iy avem p({f1 € L1} N {f2 € Lx}) = p(f1 €
L) - p(fs € I3). Cu aceasta putem enunta urmatoarea proprietate:

4) Daca fi si fo sunt variabile aleatoare independente atunci:

fssin- ([ 0) ()

5)
d
f20:>/Xf D> 0
6)
d d
fZg:x/Xf pZ/Xgp
7)

/ fdp’ < max |f|
X

Proprietatea urmatoare este mai speciala:
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8) Dacd lim f, = f a.p.t. si dacdl existd o variabild aleatoare g > 0 astfel ca | ~ 9dp < 00

si | fu] < g pentru orice n, atunci

n—oo

lim nwzfﬁm
X X

Deci daca un sir de variabile aleatoare este convergent si dominat de o v.a. pozitiva cu medie
finita, atunci media limitei este egala cu limita mediilor.

O variabila aleatoare complexa este o functie f : X — C' f = u+ v astfel caugi v
sd fie variabile aleatoare reale. Se defineste media lui f prin [ < fdp = J ~ udp +1 | + vdp. Se
demonstreaza cd proprietatile 1)-8) se pastreza.

Momentul de ordin k al unei variabile aleatoare oarecare se defineste ca pentru variabilele
simple

JmszUﬂaéﬁ@

Momentul centrat de ordinul k se defineste analog:

e £) = M (1= M()) = [ (= M(p)Fap

Dispersia se defineste de asemenea ca pentru variabile simple:

D) =M ((f = MUP) = [ (7= M) dp = Ml ) = (M)
Proprietatile demonstrate pentru dispersie in cazul variabilelor aleatoare simple ramin
adevarate in general, ele deducdndu-se din proprietatile mediei, care ramén adevarate in
general.
Functia caracteristica a unei variabile aleatoare generale se defineste ca pentru variabile
aleatoare simple, cu ajutorul mediei:

oty = 2@ = [ etray
X

Si in acest caz proprietatile demonstrate pentru variabile aleatoare simple ramin adevarate
in general.

Unei variabile aleatoare generale nu-i putem atasa o diagrama ca in cazul variabilelor
aleatoare simple, ele luind in general o infinitate de valori. In cazul particular caAnd valorile se
pot enumera vy, Vs, ..Uy, ... iar evenimentele £; = {f = v;} au probabilitatile p; putem asocia

lui f diagrama:
V1 Vg Vs... Up...
b1 P2 P3.-- Pn--
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In acest caz variabilele simple

v we bk, ,i<n
f"(“)_{ 0 wekE,i>n

tind spre f, gideci [y fdp = lim [y fudp = lim (vipy + vaps + vsps + -..0npn) = 252, vipi
M(f). Analog, dispersia este

D(f) = (v; — M(f))*p;

=1

Exemplul 3.10 Fie o variabila aleatoare ce ia valorile 0,1,2,...n, .. cu probabilitatile py, p1,
P2, oo Dn-... Fie G(t) = > pit'. Sa se arate ca:

a) M(f) = G'(1);

b) M(f) = G(1) + G's(1);

c) D(f) = G%(1) + G%(1) — (G’f(l))g. Functia Gy se numeste functia generatoare a v.a. f.

Solutie. a) In acest caz avem v; = . G'(t) = > ip;it' 'si deci G%(1) = Y ip; = D vip; =
M(f). b) G'7(t) = > i(i — 1)p;t? deci G'7(1) = Y 4°p; — 3 ip; adica G'}(1) = Ma(f) — M(f)
de unde rezulti b). ¢) Avem D(f) = My(f) — (M(f))* ceea ce d&, conform cu a) si b), exact
c).

3.3 Functia de repartitie
densitatea de probabilitate

Fie f : X — R o variaibila aleatoare definita pe spatiul probabilizat X. Asociem lui f o functie
F : R — R prin formula F(t) = p(f < t). Functia Fnu mai apare ca depinzand explicit de
X. Ea contine informatiile ”probabilistice” despre f, independent de natura elementelor din
X. Este posibil ca aceeasi functieF' sa corespunda la variabile aleatoare diferite, definite pe
acelagi spatiu X sau pe spatii diferite.

Definitia 3.11 Functia F : R — R cu F(t) = p(f < t), ffiind o variabila aleatoare, se
numeste functia de repartitie a acester variabiler aleatoare.

Definitia 3.12 Fie o variabila aleatoare [ cu functia de repartitie F'. O functie p : R —
[0,00) , integrabila, cu proprietatea ci F(t) = ffoo p(x)dx se numeste densitate de repartitie
a varibilei f.

Teorema 3.13 Functlia de repartitie are urmatoarele proprietati:
1) F este monoton crescatoare
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lim F(t) =1

t—o0

2)F(—o00) = tEI_nOOF(t) =0 F(o0)

3) F este continua la stinga.

4)pla < f <b)=F(b) — F(a).

5) Reciproc, daca o functie F' : R — R are proprietatile de mai sus, exista un cdmp de
probabilitate (X, €, p) si o variabila aleatoare pe X , care are pe F ca functie de repartitie.

Demonstratie.l) t; < to = {f < t1} C {f < to} = p(f < t1) < p(f < t2) adica
F(t;) < F(ty). 3) Fie t, — t monoton crescator. In aceste conditii multimile {f < ¢,}
formeaza un sir crescator spre {f < t} deci p(f < t) = lim p(f < t,), adicd F este continua

in t la stinga. 2)Sirul de multimi A,, = {f < t,} este monoton descrescitor cu intersectia
vidd pentru orice sir (t,) monoton descrescator spre -oco. Din continuitatea probabilitatii,
rezultd F(—oo) = lim F(t,) = lim p(A,,) = p(0) = 0. Analog se demonstreaza cd F'(co) = 1.

) Avem {f < b} = {f <a}U{a < f < b}, reuniune disjuncta. Luand probabilitatile in ambii
membri gasim formula din punctul 4).

5). Se poate lua X = R, Q) = cea mai micd o—algebra ce contine intervalele de forma [a, b), iar
probabilitatea este definitd prin p ([a, b)) = F (b) — F (a). Detaliile nu fac obiectul prezentului
curs.

Teorema 3.14 Densitatea de probabilitate a unet variabile aleatoare are proprietatile:

1) p(t) =0

2) [Z2 p(t)dt =1

Ipla < f < b) = [} p(x)dz.

4)Reciproc, daca o functie integrabila p : R — R are proprietatile 1)-8) atunci exista un
camp de probabilitate (X, ), p) i o variabila aleatoare pe X, care admite pe p ca densitate de
probabilitate.

Demonstratie.1) si 2) sunt evidente iar 3) rezultd din punctul 4) al teoremei precedente.
5) Se poate lua, ca in teorema precedentd, X = R, {2 = cea mai micd o—algebra ce contine
intervalele de forma [a, b), iar probabilitatea este definitd prin p ([a,b)) = F' (b) — F' (a), unde
Fla)= " p(t)dt

QED.

Functia de repartitie a unei variabile aleatoare exista intotdeauna pe cand densitatea de
repartitie nu. Daca exista densitate de repartitie p, atunci F' este continua iar in punctele de
continuitate ale lui p functia I este in plus derivabild si existd relatia F'(t) = p(t) = Alimo
p(t<f<t+AD) -

At :
Pentru a vedea cum putem calcula efectiv media, dispersia, etc. in general, studiem pe

scurt un concept numit integrala Stieltjes.
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3.4 Integrala Stieltjes

Fie F': [a,b] — R o functie monoton crescatoare. Vrem s definim f: f(z)dF pentru o functie
f :la,b] — R. Fie
A:x0<x1<...<xn_1<xn:b
o diviziune a intervalului [a,b] si fie cAte un element &; € [z;_1, x;]. Definim suma Stieltjes
analog cu suma Riemann:

Sa = Z f(&) (F(zi) — F(xi-1))

Spunem ca f este integrabila Stieltjes in raport cu F daca pentru orice sir de diviziuni
(Ap),cn cunorma |A,| = max |z; — x;_1] tinzand la zero, sirul de sume Stieltjes are o aceeasi
limita, independent de sirul de diviziuni sau de punctele ¢, alese. Aceasta limita se noteaza
cu f; f(z)dF(z) sau f: fdF. Se demonstreaza c& pentru orice functie f continud integrala
Stieltjes exista. Urmatoarele proprietati ale integralei Stieltjes seamana cu cele ale integralei
Riemann:

a) Daca fi i fo sunt integrabile Stieltjes atunci af) + [ fo este integrabila si

/ab(af1 + Bfa)dF = a/ab f1dF + ﬁ/ab fodF.

b) Daca a < ¢ < b atunci fab fdF = fac fdF + fcb fdF.
c¢) [ >0 implica f; fdF > 0.
d) [ fdF < max |f(@)] - (F(b) = Fla)).

e) Dacd F = Fy+ F, suma de doud functii monotone, atunci f; fdF = fab fdF, —i—fab fdFs,.
Demonstratia acestor proprietati nu o facem aici. Sa calculam cateva integrale Stieltjes.

Exemplul 3.15 Fie F : [a,b] — R, F(z) = z. Atunci F(z;)—F(z;-1) = x;—x;_1 §i integrala
Stieltjes devine integrala Riemann.

Exemplul 3.16 F : [a,b] — R este monoton crescatoare, derivabild, cu derivata p(x) =
F'(x) integrabila Riemann. Atunci F(x;) — F(z;—1) = p(&;)(x; — x;-1) (conform teoremei lui
Lagrange) si daca luam in suma Stieltjes & = £, obtinem suma Riemann pentru functia fp.
Deci

[ gar = [ sty (31)
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Exemplul 3.17 Fie c € [a,b] §i F : [a,b] — R datd prin

a x € [a, ]
Fla) = { x € (c,b]

Atunci in suma Stieltjes numai termenul f(&;)(x; —x;_1) pentru care r;_1 < ¢ < x; este nenul
i suma este (f — «) f(&;) care tinde spre (6 — «) f(c) daca f este continud in c.Deci

/ fdF = (5 — a)f(c) = (F(c+0) — F(c—0)) - f(c) (3.2)

Exemplul 3.18 Fie F' : [a,b] — R o functie constanta pe portiuni, cu salturi in punctele
1, C2, ..Cp, unde avem F(c;+0) — F(¢; —0) > 0. Atunci, la fel ca in exemplul anterior, daca f
este continua in punctele ¢; avem

b n
/ FAF = 3 J(e) (Fes +0) = Fe; — 0)

Exemplul 3.19 Fie F' continua pe portiuni, cu discontinuitali in ci,cso,..c, tar intre aceste
puncte derivabila, F'(z) = p(x), integrabila. Atunci in fab fdF avem doua parti: una de tipul
(3.1) iar alta de tipul (3.2), deci

/ FdF — / fla)pla)ds + Y (@) (Flei+0) = Flei — 0)

Se poate defini fj;o fdF prin lin}) fj fdF. Proprietatile a)..e) se pastreaza la fel ca

si metodele de calcul descrise in exemplele anterioare.

3.5 Media si functia de repartitie
Fie o variabild aleatoare f cu valori intr-un intervalla, b) si cu functia de repartitie F'. Fie
Aixg=a<n <. <zp1<x,=0b

o diviziune a intervalului [a,b]. Ludm cite un punct &, € [x;_1,x;]. Fie variabila aleatoare

[0 daca  f(w) ¢ [a,b)
falw) = { £ daca  f(w) € [x;_1,x;)

Altfel spus, dacd A;={w € X | f(w) € [x;_1,2;)}, atunci

&, dacaw € A
fa (w) = &y, daca w € Ay

€, dacaw € A,
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Variabila fa este deci simpld, cu media M (fa) = >, & pleicn < f <) = >, &(F () —
F(z;-1)). Atunci cand norma diviziunii |A| — 0, variabilele fa tind la f (a se vedea figura)

X
AN )
f
1 EZ En ‘R
A A A A A A o
Xo—a X3 X Xn-1 anb

Exemplu de diviziune pentru calculul mediei

deci prin definitie

b
M(f) = lim M(fa)= lim Zg (mi_l)):/ rdF(z) (3.3)

|A|—0 |A|—0

Am obtinut astfel formula simpla de mai sus care exprima media unei variabile aleatoare
printr-o integrala Stieltjes. Daca variabila aleatoare nu este marginita de a si b finite, atunci
integrala de mai sus trebuie luata intre -oo si co. Variabila aleatoare f* este aproximata de
variabilele aleatoare f§ care au mediile

S € (F (@) - Flai) — / *dF (z)

Dispersia lui f este media variabilei (f — M(f ))2 Aceasta variabila aleatoare este aprox-
imaté prin variabilele simple (fa — M(f))” care au mediile

ST — M) (Fa) — Flai 1)) — / v — M(f))’ dF (z)

)

Functia caracteristicd a lui f este media variabilei aleatoare e/ care este aproximata prin
variabilele eV /2 cu mediile

S eV (B = Fai) = [/ dF (@)

Daca f nu este marginita atunci integralele trebuie luate de la -oo la co. Avem deci
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formulele(p = F” este densitatea de probabilitate):
= [ fdp = f xdF (x ffooo xp(x)dx

Mi(f) = M(f*) = [ frdp = |7 a*dF(z) = [T 2"p(z)dx

/Mﬂ:M«ﬂwﬂmﬂzuu—MuN@:
= [ (@ = M() dF () = [7, (@ = M(f))" plx)da (3-4)

D(f) = ((f M(f))2)=f <f—M<f>>jdp:
= [% (x F(z) = [* (x — M(f))? p(x)dx

fot) = M(eV71) = [ eV Wdp = [ eV"1dF (x) = [7 eV~ p(x)dx

Prin urmare cunoasterea functiei de repartitie este suficienta pentru determinarea carac-
teristicilor numerice ale unei variabile aleatoare. Asa cum s-a mentionat mai inainte pro-
prietatile acestor marimi, demonstrate pentru variabile aleatoare simple, ramin adevarate in
general. Se vede in ultima formula ca functia caracteristica este pana la un factor trans-
formata Fourier inversa a densitatii de probabilitate, deci, densitatea de probabilitate este
determinatd de functia caracteristica(prin transformata Fourier). Mai precis se demonstreaza
teorema urmatoare:

Teorema 3.20 Fie doua variabile aleatoare f si g, cu functiile de repartitie I, G si functiile
caracteristice f. si g.. Daca functiile caracteristice sunt egale, atunci F' = G.

Nu demonstram aceasta teorema dar o vom folosi mai departe pentru a pune in evidenta
egalitatea unor functii de repartitie.

Exemplul 3.21 Fie X = [0,1] x [0,1] , Q = multimea figurilor cu arie, p(A) =aria lui
A. Fie f : X — R f(z,y) = v+ y. Este clar ca [ este o variabila aleatoare pentru ca
{f <t} ={(z,y) € X|z+y <t} este o figura cu arie. Se cere:

1) Sa se determine un gir marginit de v.a. simple ce tind la f.

2)Sa se determine fx fdp utilizand sirul de v.a. de la punctul precedent.

3) Sa se determine functia de repartitie si densitatea de repartitie(daca exista).

4) Sa se determine media §i dispersia folosind functia de repartitie.

Solutie. 1,2) Putem in mai multe moduri determina siruri de v.a. simple ce tind la f.
De exemplu pentru un n dat fie

0 = o<ty <.<zp=1 x;=1/n
0 = y<n<.<yp=1 y,=j/n
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sifie fo(z,y) = (i1 + @) /24 (yj—1 +y;) /2 dacd (x,y) € [z-1,2;) X[y;—1,Y;) , adicd valoarea
lui f(z,y) in centrul P;; dreptunghiului [x;_1,x;) X [y;_1,y;) pe care o notdm si f(F;;). Daca
(z,y) nu se afld intr-un dreptunghi [z;_1, z;) X [y;_1,y;) atunci definim f,(z,y) = 0. Este clar
ca f, — f a.p.t. gi avem:
/ fdp = lim fndp = lim Z F(Pi)p (i1, i) X [yj-1,95)) =
X X o

n—00 A
i,j=1..n

= Jim Y AP i) =950 = [ [ fadedy -

i,j=1..n

1 1
= / / (x 4+ y)dedy =1
0 Jo

3) Functia de repartitie este

F(t) = aria({(z,y) € X|lx+y <t}) =

0 t<0
£ 0<t<l1
- 2-t)?
1- &0 1<t <2
1 t>2
Graficul functiei de repartitie este:

Graficul functiei de repartitie al variabilei aleatoare f

Deoarece F este derivabila avem densitatea de probabilitate:

0 t<0

2 0<t<l1
PO=9 22-1) 1<t<2

0 t>2

Graficul densitatii este:
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-2 -1 1 2 3 4

Graficul densitatii de probabilitate a variabilei aleatoare f

M(f) = / T dF(r) = /_ S p(tydt = /0 " to(t)dt =

—00 o0

1 2
= /2t2dt+/t-2(2—t)dt:1
0 1

Analog se poate calcula dispersia.

3.6 Rezumat

Pentru a putea lucra si cu variabile aleatoare cu un numar infinit de valori trbuie largit
conceptul de algebra de evenimente la cel de o algebra iar conceptul de probabilitate la cel
de o probabilitate. Concret:

i) O o algebrd de evenimente(multimi) este o algebra de evenimente(multimi) cu propri-

etatea cd dacd A, sunt in algebrd pentru orice n, atunci | J A, este in algebra.
n=1..c0
ii) O probabilitate este o probabilitate dacid pentru orice sir de evenimente (multimi)

disjuncte A, avem p( |J A,) => 7 p(A,).

n=1..c0
iii) o probabilitatea are o remarcabild proprietate de continuitate: daca A este intersectia

unui sir monoton descrescator sau reuniunea unui gir monoton crescator de evenimente A,
atunci p(4) = lim p(A,).
n—oo

iv) O variabila aleatoare generald este o functie reald care intoarce intervalele in eveni-
mente, deci au sens expresii ca p(f = a) sau p(a < f < b) etc. Operatiile uzuale cu functii,
inclusiv trecerea la limita, aplicate variabilelor aleatoare duc tot la variabile aleatoare. Orice
variabild aleatoare este limitd de variabile aleatoare simple (ce iau un numar finit de valori).

v) Caracteristicile numerice ale unei variabile aleatoare se definesc prin limita caracteris-
ticilor corespunzatoare ale variabilelor aleatoare simple ce tind la variabila generald. Aceasta
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limita nu exista intotdeauna. Proprietatile acestor caracteristici: medie, dispersie, momente,
functie caracteristica, demonstrate anterior pentru variabile aleatoare simple se pastreaza prin
trecere la limita si pentru variabile aleatoare generale.

vi) Pentru calculul concret al caracteristicilor numerice se introduce functia de repartitie
definita prin F(t) = p(f < t), Ffiind functia de repartitie a variabilei aleatoare f. Toate
informatiile numerice legate de f sunt continute in functia de repartitie F', independent de
spatiul probabilizat pe care e definita f.

vii) Densitatea de probabilitate p, este derivata functiei de repartitie (daca existd), adica

_ iy PUSI<tHAD
p(w) = lim MG
functiei de repartitie si ale densitatii de probabilitate sunt studiate mai sus.

viii) Pentru a ajunge la scopul propus, exprimarea caracteristicilor numerice ale unei
variabile aleatoare prin intermediul functiei de repartitie, avem nevoie de un concept auxiliar
numit integrala Stieltjes

,sau, mai exact se defineste prin: F(z) = [ p(t)dt. Proprietatile

b
[ ragto) = Jim 3 HE) (96as) - i)
, 0 generalizare a integralei Riemann. Proprietatile integralei Stieltjes seaména in mare masura
cu cele ale integralei Riemann.

ix) In final, prin formulele (3.4), media, dispersia, etc. sunt exprimate direct prin functia
de repartitie ori prin densitatea de probabilitate, independent de spatiul pe care e definita
variabila aleatoare.

FORMULE UTILIZATE FRECVENT:
a) Pentru o probabilitate o —aditiva: Dacd A1 D Ay D .. D A, D ..atuncip( [| A4,) =

n=1,00
lim p(A,) iar daca A; C A, C..C A, C .. atunci p( J An) = lim p(4,).
n—00 n=1,00 n—00
b) f; fdF = f; f@)p(x)de + 27, f(e) (F(ci +0) — F(¢; — 0)) unde F e functia de
repartitie, p e densitatea de probabilitate iar ¢; sunt punctele de discontinuitate
ale lui F

c)Formulele (3.4) pentru medie, momente, etc.

d) pla< f<b)=F(@b)—F(a)= [ p(x)da
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3.7 Exercitii

1. Fie o variabila aleatoare :
o 1 2 .. n .
f = Q 0 2 n
p° ap ap® ... ap" ..
a)Sa se determine « astfel ca diagrama de mai sus sa corespunda unei variabile aleatoare.
b) Sa se calculeze media , dispersia gi functia caracteristica.
Indicatie. Trebuie ca ) -, ap” = 1. De aici rezultd a. O problem4 analoagi este rezolvata

in cadrul lectiei.
2. Fie variabila aleatoare uniform
l )
n
, media §t dispersia.

QC

VR
3= =

2
1

Si= T
3

QC

Sa se determine functia caracteristic
Indicatie. Se utilizeaza definitiile.

3. O wurna contine s bile din care s-1 negre si una alba. Se fac extrageri din urnda cu
punerea bilei inapoi pinag se extrage bila alba. Fie variabila aleatoare f care ia valoarea k daca
bila alba apare la extragerea k. Se cere valoarea medie a lui X.

Indicatie. Probabilitatea de a extrage o bila alba este p=1/s iar probabilitatea de a extrage
o bild neagra este q=(s-1)/s. Probabilitatea ca bila alba sa apara abia la extragerea k este

e = (5;—1)]671 . % Mai departe problema seamana cu 1).

4. Un jucator trage la o tinta; probabilitatea de a o nimeri este p € (0, 1) iar probabilitatea
de a rata lovitura este ¢ = 1 — p. Partida se termina cind fie numarul lovirilor este cu 2 mai
mare ca al ratarilor, caz in care cistiga partida, fie cind numarul ratarilor este cu 2 mai mare
ca numarul lovirilor, caz in care pierde partida. Fie A, evenimentul care consta in a cdstiga
la tragerea n tar B, evenimentul care consta in a pierde la tragerea n.

a) p(Aznt1) =7 p(Bapy1) =7.

b) Care e probabilitatea ca jucatorul sa cdstige?

¢) Care e probabilitatea ca jucatorul sa piarda?

d) Care e probabilitatea ca partida sa nu se termine niciodata?

e)Fie X wvariabila aleatoare care ia valoarea k daca partida se termind la tragerea k. Se ce
probabilitatile p(X=k) gi valoarea medie a lui X.

Indicatie. Daca jucitorul castigd (sau pierde) la mutarea k, atunci nimereste (sau rateaza)
cu doua lovituri in plus fata de situatia contrara. Prin urmare numarul loviturilor este par,
deci p(A2n11) = p(Bans1) = 0. Fie py, probabilitatea ca partida sa fie cagtigatd la tragerea 21,
fie g9; probabilitatea ca partida sa fie pierduta la tragere 21 si fie ro; probabilitatea de ”remiza’
la tragerea 21. Avem py =192 p® qu =Tou—2-¢> To=Ty_o- (1 —p*—q?).

5. a)Pentru care \ functia
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este o densitate de probabilitate?

b) Se cere media gi dispersia variabilei cu densitatea p.

c¢) Care este probabilitatea ca o v.a. cu densitatea p s ia valori intre 0,2 gi 0,57
Indicatie. A rezultid din [*°_p(x)dz = 1. In rest se folosesc formulele (3.4).

6. a)O variabila aleatoare f are densitatea

(z) 0, =<0
€Tr) =
p e x>0

Care este functia de repartitie si densitatea de probabilitate a variabilelor f2,2f + 1, e/.
b) Sa se arate ca dacd o v.a. f are densitatea p (x) iar g : R — R este bijectie derivabila
cu g’ > 0, atunci variabila aleatoare g o f are densitatea p (g~ (t)) g%(t).
Indicatie. Fie G functia de repartitie a variabilei f2. Avem
Vit

G) = p(f <) =p(—Vi<f <D= / ol =

Vit
= / e tdr=1—e¢ Vi pentru t >0
0

In mod evident G(t)=0 pentru t< 0. Densitatea lui f? se obtine prin derivarea lui G. Analog
se procedeaza si cu celelalte expresii de f.

7. Se da functia

0 r <0

r—1 0<z<1
flz) = x? l<z<?2

5—x x>2

Sa se calculeze ffl(Z + z)df (z).
Indicatie. Se aplica tehnicile de calcul ale integralei Stieltjes din lectie.

8. Functia de repartitie a unei v.a. continue este

a, <0
F(z)=1< bz? z€(0,1)
c,x>1

Se cer a,b,c, i P(1/4 < f <1/2)).
9. Sa admitem ca timpul de asteptare intr-o statie de metrou este o v.a. cu functia de
repartifie:
0,t<0
/4,0 <t <2
Fit)={ 1/2,1<t<4
t/8,4<t<8
1,t>8
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a) Se cere densitatea de probabilitate.

b) Care este probabilitatea ca un calator sa astepte mai mult de 3 minute?

c¢) Care este probabilitatea ca un calator sa atepte mai mult de 3 minute gtiind ca a asteptat
mai mult de 1 minut?

d) Care este probabilitatea ca un calator sa atepte mai putin de 8 minute stiind ca a asteptat
mai mult de 1 minut?

10. Functia de repartitie a unei v.a. X este

0,t<0
Fx (t)=<¢ 2% t€(0,1]
1,t>1

Se cer M (X), D (X), ¢x (1), Fsxi2(t), Fx2(t).

11. Fie o v.a. cu functia de repartitie F' care admite medie si dispersie finite. Sa se arate
ca

/_ T (5= a) dF ()

este minima cand a=M (f).

Indicatie. Fie i(a) = [7_(z — a)? dF(x). La extrem trebuie s& avem 7'(a) = 0.

12. O wvariabila aleatoare f ia valori in intervalul [a,b]. Sa se arate ca M(f) € [a,b] i
D(f) € 0, (b— a)? /4].

Indicatie. Se exprima media si dispersia prin integrale Stieltjes apoi se majoreaza core-
spunzator marimile de sub integrala. Se poate utiliza problema precedenta.

13. Intr-un sistem de axe rectangulare Oy se dau A(2,0), B(0,1), O(0,0). Se iau la
intamplare A" € [0, A] ¢i B' € (O, B]. A’ i B' au repartitii uniforme. Se cer:
a) Valoarea medie a ariei triunghiului OA'B’.
b) Valoarea medie a perimetrului triunghiului OA'B’.
c¢) Valoarea medie a lungimii segmentului A'B'.

Indicatie. Se procedeazi ca in exemplul 7).

14. Se iau la intémplare doud puncte in intervalul [0,1]. Care este functia de repartitie a
distantei dintre ele? Care e valoarea medie a acestei distante?
Indicatie. Se procedeazi ca la problema 7).

15. O wvariabila aleatoare f are densitatea p(z) = =
g=min(|f],1) precum gi media lui g.
Indicatie. Fie G functia de repartitie a lui g. Daca t < —1 atunci

s Se cere repartitia variabilei

G(t) = plg <t) = p(min(|f],1) <t)=p(@) =0
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In mod analog G(t) =1 pentru ¢t > 1. Daca t € (0,1) atunci

G(t) = plg <t)=pmin(|f],1) <t) =p(|f] <1)

‘11 2
= p(—t< f<t)= _t;1+x2dx:;arctan(t)

Asemanator se poate calcula G(1) si apoi media cu formulele3.4

16. Doi jucatori A i B, avdnd fiecare un capital de a respectiv b lei, joaca pana la ruina
unuia din ei. La un joc sansele de cdstig sunt p pentru jucatorul A si q=1-p pentru jucatorul
B. La fiecare joc, cel ce pierde plateste 1 leu castigatorului. Care sunt sansele de castig ale
fiecaruia?

17. Problema lui Buffon. Pe un plan orizontal sunt trasate drepte paralele intre ele la
aceeast distanta 2d. Se arunca pe acest plan un ac de lungime 21 < 2d. Care este probabilitatea
ca acul sa intersecteze o paraleld oarecare?

Indicatie. Starea de intersectie a acului cu reteaua de linii depinde de orientarea acului,
0, si de distanta x a mijlocului acului fatd de cea mai apropiata linie (vezi figura).

%

2d

0 € [0,7) iar x € [0,d|. Pentru intersectie trebuie ca x < dcosf. Spatiul pozitiilor
posibile este X = [0,7) x [0,d], iar multimea pozitiilor favorabile intersectiei este A =
{(0,2) € X |z <dcosf}. In cazul cand toate pozitiile sunt egal probabile, probabilitatea
unui eveniment este proportionala cu aria multimii punctelor prin care se reprezinta acel
eveniment.



Lectia 4

Legi clasice

Am vazut ca valorile caracteristice ale unei variabile aleatoare sunt determinate de functia
de repartitie (sau de densitatea de probabilitate, daca existd). In cazul variabilelor simple,
caracteristicile numerice sunt determinate de diagrama asociata lor. In cele ce urmeaza sunt
studiate cateva legi frecvent intilnite in aplicatii. Cand discutam o asemenea lege subintelegem
cd existd un camp de probabilitate (X, Q,p) si o functie f : X — R care are ca functie de
repartitie pe F' si ca densitate pe p. Pentru calcule nu este nevoie sa avem explicit date X, €2, p
si f, ci numai pe F' sau p.

4.1 Repartitia binomiala

Fie variabila aleatoare simpla

= ( 0 1 k oom )
" Coptq"™ Capfert CRptd”
undep € [0,1] p+g=1 n € N. O asemenea variabila aleatoare se numegte binomiala.
Functia caracteristica este

folt) =Y ™ Clph g = (pe' + )"
k=0

unde ¢ = +/—1 € C. De aici obtinem:
a) M(f) = 1/.(0) =4 n(pe’ +q)" " pie
b) Ms(f) = Z%fc”(O) = n’p? + npq
2
c) D = My(f) — (M(f))" = npq
Fie p probabilitatea cu care apare A intr-o experienta independenta. Atunci in n experiente
independente aparitia de k ori a evenimentului A se poate face in C* feluri, egal cu numéarul de

it
t—

0

43
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variante in care sunt plasate cele k experiente unde apare A printre toate cele n experiente.
Probabilitatea fiecirui sir de n experiente, cu k aparitii ale evenimentului A, este p*¢"~*,
g = 1 —p. Sumand probabilitatile tuturor acestor siruri favorabile gasim ca probabilitatea ca
evenimentul A si apara de k ori este C*p*(1—p)"~*. Aceasta distributie a fost studiatd intensiv
de Bernoulli i se mai numegte si repartitie Bernoulli. Pentru n=20 si p=3/4 probabilitatile
ChpF (1 — p)" " arati astfel:

0.2p ®
.
.
0.15
®
®
0.1
o
.
0. o5}
.
o
o
*——o—0o—0o—0—o0o—0o—o o2 . —
5 10 15 20

Valorile pentru C’é“o (%)k 220%

Se vede ca probabilitatile care difera substantial de 0 apar pentru valori ale lui k in jurul
lui np, care in acest caz este 15. In lectia 5 vom demonstra ca acest lucru are loc pentru orice
p € (0,1) si n suficient de mare.

4.2 Repartitia Poisson

Spunem c& f este o varibild aleatoare de tip Poisson dacd ia valori intregi pozitive si p(f =
k_— . . . .
k) =2 o ~ unde A > 0. Diagrama unei asemenea variabile aleatoare este

0 1 2 n
J= e e A AN e A

or nl

A se numeste parametrul variabilei aleatoare. Functia caracteristica este

N A\E . (etN)” ) it eit
fc(t)zzetke /\erz\Z( k;l) — e et A
k=0 ’ k=0 ’

Prin urmare:

a) M(f) = ;£(0) =\
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b) My(f) = % f/(0) = X* + X
¢) D =My — M2 =)\

Probabilitatile e*)‘% apar in felul urmator:

Propozitia 4.1 Fie un gir de variabile aleatoare binomiale

f _( 0 1 k .o )
n q" Clpg"=t ... CrpFgn=* .. pn

A A . — k A
in care np — A cand n — oo. Atunci p(f, = k) — e )‘% cand n — oo.

Demonstratie.Vom demonstra aceasta afirmatie pentru np = A\. Avem

p(fon=k)= C“”’“Z( AU

\ k 1
— A= )=2)lnmktD) gnk nt(1-5) (- ) (1- )n (1-2)"*

— )]‘C—Te_’\

QED.

Prin urmare \*e=* / k! reprezinta probabilitatea ca un anumit eveniment A si apara de k ori
intr-un gir foarte mare de n experiente independente, probabilitatea de aparitie a evenimen-
tului A intr-o singurad experienta find foarte mica, de tipul A/n. Valoarea medie a numéarului
de aparitii este np = \. Valorile p (f = k) pentru k = 0,1, ..10, la o valoare a parametrului
A = 6 se reprezinta astfel:

[ ] [ J
0.15
[ ]
[ ]
0. 125F
0.1} *
[ ]
0. 075F
[ ]
0. 05
[ ]
[ ]
0. 025 .
[ J
[ ]
® b P A
5 10 15 20
. _ k
Valorile pentru e 6%

Se vede ca valorile p (f = k) care diferd substantial de zero se concentreaza in jurul valorii
k=X = 6.
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Propozitia 4.2 Fie f gi g doua variabile Poisson independente, de parametri A si u . Atunci
f + g este o variabila Poisson de parametru A + pi.

Demonstratie.Deoarece f si g sunt independente avem

Deoarece functia caracteristica determina complet functia de repartitie rezulta ca f + g
este o variabila Posson de parametru A + p.
QED

4.3 Repartitia uniforma

Spunem ca o v.a. are o repartitie uniforma daca densitatea ei este:

B %a x € |a, b
p(m)—{bo x ¢ |a,b

ezbt _euzt

it

, media este b;—“,

. C e b
unde a < b sunt reale. Functia caracteristica este fa emﬁdx =
etc.

4.4 Repartitia Normala

Spunem ca o variabila aleatoare f admite o repartitie normala de parametri m si o > 0 daca
densitatea ei de probabilitate este:
1 _@m?

T) = e 202
pLe) oV 2T

O variabild aleatoare cu repartitia normals, de medie m si dispersie 62 o vom numi de
tipul N(m, o). Graficul p pentru m = 0 gi 0 = 1 al densitatii de probabilitate si al functiei
de repartitie, arata astfel:
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08

0.6

-4 -2 2 4 -4 -2 2 4

Densitatea de probabilitate si functia de repartitie a unei variabile normale

2
L _=m)

o0 — . .
Deoarece ——¢ 202 dx = (prin schimbarea t =
—00 oV 2T

ca p este o densitate de probabilitate.
Vom determina la inceput functia caracteristica.

r—m

e

2
“Tdt = 1, rezulta

. (z—m)2
ult) = b 2, et g

T oV2rm )
1 _z—m\ _ _1 [ _it(mtoy)—%- _
(schimbarea y = #7) = —= [T e T dy =
2,2 ; 2 2,2
_ itm—2E 1 oo _ (y—ito)” _ itm—2E
=e 2 e f_oo e 2 dy=e 2

Am folosit

& yfito'2 e y2
/ o5 dy:/ e 2dy=+V2m (4.1)

o0

. Acest lucru se arata astfel:

0 =27 ) Res <€—§7 Zk) =

R 22 R—ito _ 22 —R—ito _ 22 -R _22
= [herde+ [ e rde— [ e vde+ [, e 2 dz

(4.2)

Suma reziduurilor este in dreptunghiul [-R, R, R —ito, —R —ito]. Pe latura [R, R — ito]
putem scrie z = R—istc cu 0 < s < to deci 22 = R? — s*t?0% —i2Rsto deci flf_lta e’édzz =
e P2 [17 2P0 [262Rs10 (it ) ds — 0 cand R — oo. Pe latura [~ R —ito, — R] se procedeazi
analog si se giseste limita integrale tot zero. Trecand la limitd R — 0 in (4.2) gdsim prima
egalitate din (4.1). A doua egalitate se gtie din anul I.

Cunoscand functia caracteristica se pot determina caracteristicile numerice:

a) M(f)=1fl(0)=m

b)Ma(f) = 3 [2(0) = o +m?
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c) D(f) = My — M? = o?
d) ploppr =0 figy = %02’“. (exercitiu)
In anumite conditii avem urmatoarea relatie intre doua variabile norale:

Propozitia 4.3 a) Fie fi gi fo doud variabile aleatoare normale independente, de parametri

my, 01 Tespectiv ma,09. Atunci fi + fo este mormala de parametri m = mq + mg, 0 =
2 2
o1+ 03.

b) Daca fi, fo...fn sunt v.a. independente si normale de tip N (m,o), atunci w

este v.a. normala de tip N (m, \%)

1.2 o242

Demonstratie.a) fi.(f) = gimit— fae(t) = €273

2 2,2
<01+02)t imt— 02t2
2

(fr+ fo)e(t) = fre(t) fae(t) = ellmarmalt="m = et
cum=mi+my o=+/0%+ 03

b) Ca la punctul a) gisim (fi + fo + ...fn), (t) = ™™= Din teorema 3, lectia 2,

rezultd
<f1+f2+--+fn

o

)C ) = (fr+fot o+ fa), <%> _ ()

Cu aceasta b) este demonstrat.

QED.

Pentru o = 1,2, 3,4 graficele densitatilor apar in continuare. Se vede ca pentru ¢ mare
(adica dispersie mare) graficul este mai imprastiat (aplatizat) in jurul mediei m = 0.

n

n

-3.5 =3 -=2.3 2.3 3 3.3

Graficele densitatilor unor variabile normale
pentru diverse valori ale lui o
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Legea normala a aparut in legatura cu teoria erorilor de masurare. Sa presupunem ca o
marime z este determinatd prin méasurdtori. In mod normal se vor face erori. Fie p(z,z)dx
probabilitatea ca si obtinem rezultatul intre x § x+dx, dacd valoarea exactd este z. p(z,x)
este deci densitatea de probabilitate a rezultatului masuratorii. Daca facem n masuratori
independente atunci probabilitatea ca sa obtinem rezultatele in intervalele [z + dz4], [z +
dzs),..[T, + dx,] este

p(z, x1)dxip(z, x2)dzs - ..p(z, xp)de, = F (2,21, 22, .7y )dz; . dxy, (4.3)

Care este expresia cea mai potrivitd pentru functia p(z,2)? In mare Gauss a plecat de la
urmaitoarele ipoteze pentru a determina pe p(z,r):!

1) p(z,x) = ¢(z — x) (adici erori se fac cu aceeasi probabilitate in stdnga ca si in dreapta
valorii exacte gi probabilitatea de a obtine prin masurare o anumita valoare x depinde doar
de depértarea fata de valoarea exactd z).

2) Coeficientul lui dzidzsy..dr, in n masuratori independente (4.3) este maxim pentru
z=(r1+ 22+ ..+ 7,)/n.

3) ¢ este cel putin de clasa C2.

Cu aceste ipoteze gisim astfel legea erorilor p(z,x):

F(z,xq,...) = ¢(z — x1)p(z — x2) - .. - ¢(2 — x,,) > 0 este maxim in acelagi timp cu
In(F(z, 21, x2,..)).

Prin urmare:

Je-a),  F-m)

In(F(z,21,..)) = . =0
A Py T gy
pentru z = (x; + 23 + ... + x,)/n. Notand g(x) = ‘i’;((zz__j)) avem
g(r1) + g(x2) + ...9(xn) = 0
de fiecare data cand
1 +2r9+ ... +x, =02
adica
gx) +g(z)+..+g(xp 1) +gnz—a1 —29 — .. — 1) =0

Prin derivare dupa x; obtinem:
/ / —
g(x)—gnz—ax1—..—x, 1) =0
si datorita arbitraritatii valorilor x, ..z, 1 gasim ca

g (x) = a = const

'Demonstratia este adaptatd dupa H. Poincaré-Calcul des probabilités, Gauthiers-Villars,Paris, 1912
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de unde
gx)=azx+b
Deoarece 0 = g(x1) + g(xa) + .. + g(nz —x1 — .. — x,—1) = anz + nb rezultd b = —az, deci:
¢'(z — x)
—=a(r -z
om0
sau "
o0
(1)
de unde
t2
In(p(t)) = —a3 +c
o(t) = e s
Deci:

(z—2)?

p(z,x) = ¢z —x) = ke @ 2
Deoarece p(z, ) este o densitate de probabilitate trebuie ca
o0
/ p(z,x)dx =1
—00
Aceasta implica a > 0 si k = /5-. Daca ludm a = % atunci densitatea p devine:

1 _(z—2)?
e 202

Z,x) =
p(z, ) o

adica ceea ce am numit legea normala.
Alte motive pentru care legea normala este importanta vom vedea la considerarea teo-
remelor de tip limita centrala. Fiind frecvent folosita valorile functiei de repartitie pentru

z2
m =0, 0 =1, adica fioo \/%e’Td:B au fost tabelate. Mai precis s-a introdus functia

tq 22
d(t) = 2
(t) / =T

. Cu ajutorul acestei functii avem

pla< f<b)= / p(z)dz = B(b) — B(a)

pentru o v.a. de tipul N(0,1). ® este o functie antisimetricd, ® (a) = —® (—a). Valorile
functiei @ s-au tabelat pentru diverse valori ale lui t. Daca f este o v.a. normala de parametri
m § o atunci variabila Z = f*Tm este normald cu media 0 si dispersia 1 (exercitiu), deci cu
functia de repartitie tabelata.
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o1

4.5 Repartitia exponentiala negativa

Se numeste astfel o repartitie cu densitatea

o) ={ 3

unde A > 0.
Plecand de la definitie se giseste f.(t) = 2
calcule sunt lasate ca exercitiu.

4.6 Repartitia Gamma

Se numte astfel o repartitie cu densitatea

0
pa,ﬁ(x) = { 1
[(at+1)sH

x%

z <0
x>0

=
I

I8

My = /\% D= /\% Toate aceste
<0
x>0

unde a > —1 si § > 0. Cel mai frecvent se foloseste cazul 5 =1 «+ 1 =m, cand avem

I'(m

p(T) == pri10(x) = { 1

Reamintim ca functia gamma se defineste astfel

0

m—1_—x

e

F(x):/ e " dr
0

z <0
x>0

pentru z > 0. Urmatoarele proprietati se cunosc de la cursul de analiza:

r() -

Functia caracteristica se calculeazaa astfel:
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1 o .
flt) = — : / gito g5
)3 Jo

MNa+1
1 A (itr)" e
= — ~— L % Bd
F(Oé—i-l)ﬁaJrl/O ; ! xr e €T

1 - (Zt)n = nta —%
- T o /0 e dy

N —~
o] . 1 Bn—i-a-i-l /oo
— t n n+ao —yd
D T
oo 1 6n+a+1
= )" r 1
gm T(a+ 1B nl (n+a+1)
P il (R VRS R RS (R
- — I(a+ 1) n!
b —a—-D(=a=2)-- (v —
_ Z(_Ztﬁ)n ( Q )( an‘ ) (CY n) :(1_Z~5t)—a—l
n=0 ’
Am folosit aici dezvoltarea
—1 -1 ... (y— 1
(1+2) = 1+%az+%x?+...+7(7 ) n(,’y nt

Caracterisicile numerice sunt:

a) M(f) = Lf2(0) = B (a +1)

b) Ma(f) = 5 f2(0) = 5° (@ + 1) (o + 2)

¢) D(f) = Ma(f) — M(f) = 5*(a+1)

In cazul 8 =1 a = m — 1 se obtine f.(t) = (1 —mt)""™" , media=m, dispersia=m. Tipul
de mai sus de variabila aleatoare il vom numi 7(«, ) iar in cazul particular considerat il vom
numi y(m). Pentru m = 0 si m = 2 graficele densitatilor apar in continuare:

0.35
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Densitatile v (m) pentru m = 0 gi m = 2.
Propozitia urmatoare este simplu de demonstrat:

Propozitia 4.4 Daca f gi g sunt variabile aleatoare independente de tipurile v(my) respectiv
v(ma) atunci f + g este de tipul y(my + ma).

Demonstratie.Exercitiu
QED.

4.7 Repartitia X?(hi patrat)

Se numete astfel o v.a. cu densitatea :
0 <0
pla) =9 1515 s
2305T(3)

s este un numar natural numit numarul gradelor de libertate, iar ¢ > 0. Acest tip de variabila
aleatoare il vom numi H(s,0); se vede imediat c& este acelasgi cu v($ — 1,20?). Prin urmare
avem:

a) f.(t) = (1 — 20%t) 2

b) M = so?
c) My =s(s+2)c*
c) D = 2s0

Iatd cum se poate ajunge la o distributie X? placand de la distributii normale:

Propozitia 4.5 Fie fi, fa,..fs variabile aleatoare independente de tipu N(0,0). Atunci vari-
abila aleatoare g = fE+ f3+ ..+ f2 este de tipul H(s, o).

Demonstratie.Fie Fj(t) functia de repartitie a variabilei f?. Avem

Fi(t) = p(f? <) = p(—vE < f < V) = S [V e 2 da =
22
= fox/E e rtdz

(e

De aici prin derivare determindm densititile pentru f2, notate p;. Avem

pentru ¢ > 0 ceea ce pune in evidentd faptul ca f? sunt distributii de tip y(—3,20?), deci

1
(f3).(t) = (1 — 20%it)" 2. Deoarece fi, f3,..f? sunt independente rezultd ci

(fP+fo+ 4+ 12, )= (), ©- (£), @) - (f2), () = (1 - 20%t)

s
2
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care este chiar functia caracteristica a unei distributii H(m, o).
QED.
Pentru o = 1si s = 6 grade de libertate, graficul densitatii arata astfel:

5 10 15 20

Densitatea x? pentru s = 6 si o = 1.

4.8 Repartitia Student

O v.a. f, cu densitatea de probabilitate

se numeste variabild Student. Tipul acesta de v.a. il vom nota S (s). Demonstratiile afir-
matiilor de mai jos in legatura cu distributiile Student se vor da in lectia 6.

a) M (f) = 0siin general jiy, ; (f) =0 pentru0 <k < 3. Pentru k > 3, jip,, (f) nu
exista.

o T(k+3)T(2-k k1.3 . (2h—
b) i () = Mae (f) = " CHAENE) — bt

2
c) Daci € este o v.a. de tip normal N (0,0) si n este de tip x?cu s grade de libertate, adica

de tip H (s,0) atunci v.a.—5= este de tip Student S (s). Pentru s = 6, graficul densitatii este

\/g

urmatorul:
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-4 -2 2 4

Densitatea Student pentru s = 6

Aceasta repartitie este frecvent intalnitd in Statistica si este tabelata pentru diverse valori
ale lui s.

4.9 Rezumat

Variabilele aleatoare anterioare apar in multe modele de probleme reale. De aceea au fost
studiate mai in detaliu.

i) Modelul binomial descrie probabilitatea de aparitie de k ori a unui eveniment intr-
un gir de n experiente independente, daca probabilitatea de aparitie a evenimentului intr-o
experientd este p. Aceastd probabilitate este CXpk(1 — p)n~*.

ii) Modelul Poisson descrie probabilitatea de aparitie de k ori a unui eveniment intr-un
sir mare de n experiente independente, daca probabilitatea de aparitie a evenimentului intr-
o experientd este foarte micd, de tipul A\/n. Numdirul mediu de aparitii este acelasi, A, iar
probabilitatea este e *\* /k!.

iii) Legea normla, cu densitatea p(z) = \/21?06_ 202 este legatd de distributia erorilor de

masurare. m este valoarea medie a valorii masurate iar o2 este masura dispersiei valorilor
gasite in jurul mediei.
iv) Distributia x? cu s grade de libertate are densitatea

0 <0
plx) = L g5leTar x>0
23 0T (3)

si este distributia sumei patratelor a s variabile aleatoare normale independente, de medie 0
si dispersie 02. Aceastd distributie apare frecvent in statistica.



LECTIA 4. LEGI CLASICE 26

Alte legi clasice sunt date in exercitii sau vor fi studiate mai tarziu, pe ma-
sura ce vor fi folosite. E de remarcat utilitatea functiei caracteristice in calculul
momentelor.

4.10 Exercitii

1. Sa se arate ca

]_ o0 2k _(ac—m,)2 2
= — z—m)"e 22 dr=(2k—-1)o _
Hog a\/% /_OO ( ) ( ) Hog—2

de unde

m v
5 Se gaseste

Indicatie. Cu substitutia t = £

22

1 o0 1 oo 22 !
Loj, = —27T/ ;L'le*de = E/ ;L‘2k71 (—677> der = ...

2. Fie o v.a. cu densitatea p(x) = %e“x_xml A > 0 (distributia lui Laplace).
a)Sa se arate ca f.(t) = %

b) Sa se determine media i dispersia.
Indicatie. Se aplica definitiile.

3. Sa se arate ca dacd o v.a. [ este de tipul N(m,o?), atunci g = (f;:;)Q este de tipul
1y 1
v(z) =7(=3,0).
Indicatie. Se arata mai intai ca h:f_Tm este de tipul N(0,1). Pe urma dupd modelul de
la distributia y? se arati ci g = h? e de tipul cerut.

4. Fie fi1, fo,..fr variabile aleatoare independente, fiecare avand o repartitie exponentiala
negativa. .
a) Sa se arate ca f=f1 + fo + .. + fx are ca functie caracteristica f.(t) = (Ai\T)’“

b) Fie variabila aleatoare g cu densitatea p(x) = %xke_’\”” dacd © > 0 gi p(x) = 0 daca

x < 0. Sa se arate ca g este de tipul v(c, ) pentru un « gi . Sa se determine functia
caracteristica a lui g.
c) Sa se arate ca fi + fo+ ..+ fr §i g au aceleasi repartiti.

Indicatie. Utilizam functiile caracteristice. Functia caracteristica a lui f; + fo + .. + fa
este produsul functiilor caracteristice ale variabilelor fi,..f,. Aceste functii caracteristice sunt
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calculate in lectia prezenta.

5. Sa se arate ca intr-o distributie Poisson de parametru A valoarea k cea mai probabila
satisface inegalitatea A — 1 < k < \.
Indicatie. Se face raportul a doud probabilitati vecine, p(f = k) si p(f =k + 1).

6. Viteza absolutd a unei molecule intr-un gaz prfect este o marime aleatoare. Conform
teoriei lui Maxwell densitatea de probabilitate a acester viteze este:
41'2 «?
r) = —/——=e &, pentruz >0
p(z) N p

p(xr) = 0, pentrux <0

unde c este o constanta. Sa se determine viteza medie, energia cineticd medie §i dispersiile
lor.

Indicatie. Pentru c=100, graficul distributiei vitezelor este:

0. 008

0. 006f

0. 004f

0. 002F

L L .
100 200 300 400

Distributia vitezelor intr-un gaz perfect la ¢c=100

Viteza medie=["_xp(z)dx, energia cinetici medie= [~ mTﬁp(x)dx, unde m este masa
unei molecule. Integralele se fac prin parti sau se folosesc rezultatele de la legea normals (pb.

1).

7. Distributia cu densitatea

0 <0
p(aj) — 1 _(lnzfa)2

52
N 2 x>0

se numegste normal logaritmica. Se cere media §i dispersia unei astfel de distributii.
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Indicatie. Daca £ este o v.a. cu astfel de lege atunci:

o0 1 _(ln:l;f2a)2
M) = / x e 27 dx
0

o8

Analog se procedeaza pentru dispersie, gasindu-se D (f) = e2ot8” (8 — 1) A.N. Kolmogorov

a aratat ca aceasta este legea de distributie a diametrelor particulelor intr-un proces de

macinare.

8. O wvariabila aleatoare f cu densitatea

() = 0 <0
PRI = cazolee® >0

se numste variabila Weibull.

a) Care media lui f?

b) Care e dispersia lui f?

c¢) Care este momentul de ordin k al lui f?

Indicatie. Folosind formulele din lectia 3 pentru momentul de ordin k si utilizdnd schim-
barea x® = t ajungem la o functie I'. Acum media si dispersia se calculeaza imediat. In figura
urmatoare sunt reprezentate graficele densitatilor pentru a = 0, 5; 1; 2; 3 la c=1.

10 1
8 0
6 0
4 0
2 0
1 2 3 4 1 2 3 4
0. 0. 4
) 0.3
0 0.2
0 0.1
1 2 3 4 1 2 3 4

Densitatea Weibull pentru a = 0, 5; 1; 2; 3.

9. Sa se arate ca functia p(x) care mazimizeazd expresia

f:—/_wm:c)ln(p(x))dx

[e.o]
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/,o(x)dm:1§i/ 2%p (z) dx = o?

22
este p (x) = . re 202, (I se numegte entropia densitatii p. Prin urmare distributia normala

cu conditiile

are entropie mazxima, la o dispersie data).
Indicatie. Se stie din Calculul Variational ca functia p (z) care realizeaza extremul functionalei

I, cu cele doua constrangeri, trebuie sa satisfaca ecuatia az; aap <25 > =0, unde F (z,p,p') =

—plnp+ Aip + Xaz?p.

10. Sa se arate ca distributia pe [0,00) care mazximizeazda entropia gi are media m > 0,
este este exponentialt negatid p (v) = =~
Indicatie. Trebuie maximizatd integrala I = — [ p () In p () dz in conditiile [} p () dz =
1, [ xp () dz = m. (vezi problema 9).

€T
e m .

11. Sa se arate ca distributia pe intervalul [a,b] care mazimizeaza entropia, este distributia
uniforma.

12. Intr-o urna se gasesc a bile albe si b bile negre. Se extrag n bile din care k sunt albe

gi n — k sunt negre (k < a, n—k <b). Extragerea se face fara punerea bilei tnapoi (schema

ko ~n—k
a

o y y . ) . ckcr
bilei neintoarse). Sa se arate ca probabilitatea acestui eveniment este ol

a+b
f — Ckc’n*k
CZJH,
cu k € [max(0,n —b), min(a,n)] media este M (f) = nz%y si dispersia este D(f) =
atb—n, a _b_
a+b— 1na+ba+b

Indicatie. Se utilizeazd identitatea Y., C¥Cy~* = C™ , unde insumarea se face intre lim-
itele specificate in problema pentru & (identitatea se poate obtine egaland coeficientii lui 2" in
(14+2)"1+2)"=1+2)""). Pentru medle se utilizeaza k’C’k = aC*! iar pentru dispersie
se utilizeazd k (k — 1) C* = a(a — 1) C*2

. Sa se arate ca

pentru variabila aleatoare

13. Fata de un adversar la fel de tare ce este mai probabil sa se cdstige: trei partide din
patru sau cinci partide din opt?

14. Pentru o variabila aleatoare se defineste asimetria prin v, = \’/‘3_ §i excesul prin
u3
v = H4 — 3. Sa se calculeze valorile acestor marimi pentru variabilele aleatoare din acestd
2

lectie.



Lectia 5
Legi limita

In cele ce urmeaza vom studia semnificatia dispersiei, precum sgi importanta repartitiei normale
pentru probabilitati. Incepem cu inegalitatea lui Cebigev.

Teorema 5.1 Fie f o variabila aleatoare cu medie si dispersie finite. Atunci pentru a > 0

avem.
D(f)

plf =M(f)| >a) <

Cl2
sau D
p(f - M(pl <)z 1- P 5.)
Demonstratie.
pf =M >0) = [ asryoa B @) < [ ari o i dF (2) <
< & [ arpysa (@ = M) dF (2) < & [7 (x = M(f))* dF (z) = 2L
QED.
D

Putem pune acest lucru si in alt mod daca scriem a = vo = v/ D. In acest caz avem
%. Inegalitatea devine

s}

p(lf —M(f)] >vo) < ﬁsau
p(f = M(f)] <vo) > 1-@%

Aceasta inseamnd cd variabila aleatoare ia valori in intervalul [M (f) — vo, M(f) + vo] cu
o probabilitate mai mare ca 1 — V% In cazul particular al unei variabile normale f € N(m, o)

gasim ca f ia valori in intervalul [m — 30, m + 30| cu probabilitatea > 1 — % = 0, 88.. adica
(z—m)?
aria de sub graficul densitatii p(z) = m}ﬂe_ 202 cuprins intre z = m — 30 si x = m + 30

este cel putin 0, 88...Cu cat ¢ este mai mic, cu atdt mai mic este intervalul in care functia ia
valori cu probabilitate mare (valori in jurul mediei m).

60
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Observatia 5.2 Estimarea data de inegalitatea lui Cebisev este destul de grosierd in cazuri
practice gi se inlocuieste cu alte estimari mai eficiente. De exemplu

p(=3 < f<3)=P(3) — P(—3) =29(3) =0,9973..
pentru f € N(0,1) este o estimare mai buna ca cea data de inegalitatea lui Cebisev

p(=3 < f<3)>0,88.

5.1 Legea numerelor mari
Urmatoare teorema este o ilustrare a aplicarii inegalitatii lui Cebigev.

Teorema 5.3 (Legea numerelor mari)Fie fi, fo,...fn,.. un gir de v.a. independente doud
cdte doua si cu dispersiile marginite de aceeasi constanta: D(f,) < C, pentru oricen € N .
Atunci pentru orice € > 0 avem:

limp< fit ot it fu M(fA)+ .+ M(fn)

n n
d

Demonstratie. Fie g, = M Avem M/(g,) = w si D(gn) =
L(D(f1) + ... + D(fn)) < 5. Inegalitatea lui Cebasev pentru g, di (5.3) iar prin trecere la
limit& se obtine (5.2).

QED.

Teorema se interpreteaza astfel: oricare ar fi ¢ > 0, daca n este suficient de mare, atunci
functia (f1 + fo + ... + fn)/n diferd cu mai putin de € de constanta (M (f1) + ... + M(f,)) /n
pe o multime cu probabilitate foarte aproape de 1. Daca fi, ...f,, .. au aceeasi medie m atunci
avem:

< e) =1 (5.2)
Mas precis

n n

ge)zl—i (5.3)

ne2

Corolarul 5.4 Fie v.a f1, fa,...[n, .. cu aceeasi medie m si dispersiile marginite de C'. Atunci
pentru orice € > 0 avem:

- (5.4)

1me(f1+f2+.“+fn—m'§€):1

Un alt caz particular este:
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Corolarul 5.5 (teorema lui Bernoulli) Fie i, numarul de aparitii ale unui eveniment A in
n experiente independente. Probabilitatea de realizare a lui A intr-o singura experientd este
a € [0,1]. Atunci pentru orice € > 0 avem

limp(‘&—a‘ <e) =1 (5.5)

n—oo

Observatia 5.6 Cu alte cuvinte pentru un € > 0 oricdt de mic, daca numarul de experiente
n este suficient de mare atunci frecventa relativa “7” este aproape sigur in jurul probabilitatii
p de aparitie a evenimentulut intr-o singura experienta.

Demonstrtie. Fie sirul de v.a.

| 1 ,daca la experienta n s-a realizat A
Julw) = { 0 ,dacd la experinta n s-a realizat A (5.6)
Alici w este un sir de experiente independente. Fiecare v.a. f,, are diagrama
10
(a )
cuf = 1 — «. Toate variabilele f,, au mediile « si dispersiile af8. Tindnd seama ca
(fitfot ot fu)=n
prin aplicarea formulei (5.4) rezulta teorema lui Bernoulli.
O altda demunstratie se poate da astfel:
i) p, are o distributie Bernoulli cu p(y,, = k) = CFakpm ",
)M (p,,) = na st D(p,) = naf deci M(%) =« §1 D() = 28,
iii) Aplicand teorema lui Cebasgev lui p,,/n gas
i ‘ D(p,)
1 > S —a|<e)>1-— 5.7
> p(|r—a|se2 % (5.7)
1
R LI |
ne? 4ne?
cand n — oo, pentru ci aff = a(1 — a) < 1 atunci cand 0 < o < 1.
QED.
Observatia 5.7 Avem
k kpan—k _ (| Hn 1
Z Cra®s —p(‘;—a‘ §e)21—4n62 (5.8)
E—p\ﬁe
sau .
Z s 477,62 (5.9)

k
|E—a|>e

Datoritad frecventei schemei binomiale si dificultitii de a calcula C*a* B s-au dezvoltat
tehnici de calcul aproximativ, mai rapide, pentru aceste marimi.
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5.2 Teoreme limita centrala

Avem nevoie in continuare de urmatoarea formuld pentru factorial:

n\" o
n! = 27m<—> -61927,0<6’n<1
e
numita formula lui Stirling. Demonstratia acestei formule se poate gasi intr-un curs de

Analizd matematica.

k\/npq’ ¢=1-p

Teorema 5.8 (fornula locala de Moivre-Laplace)Fie 0 < p < 1 gi x), =

Atunct
Ck kgnh
> — 1 (5.10)
_ "k
\/W\/T?e :

cand n — oo , uniform pentru a < x < b, cu a §i b finite.

Demonstratie. Avem:

n,k n—k

VIBICRPM ™ = P 5 (5.11)
unde 0, = % — %— 671”—_15
i) Din a § ’:/% < b deducem:
E > np+a\/npg=np 1—|—a\/7
n—Fk > ng—bynpg=ng( 1_b\/nzq)
deci:

0 < |6 1<9"+9’“+9""“<i(1+1+ !
ok n k n—k 12'n  k n-—k

) <

1 1 1
< — |1+ +
5 (v
Prin urmare 6,, ), tinde uniform la zero cand n — oo si a < ), < b, deci ek tinde uniform la
1.

ii) Scriind c& k = np + xx/npq, gasim:

VI B ﬁ (1m )1(1_90@)%;27
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uniform pentru a < x; < b.
iii) Mai avem in (5.11) de aflat limita lui

nnpkqn—k
Kk (n — k)" "

) = ()" (72%) )
— —kIn (nﬁp) —(n—k)n (”_k
= — (np+2r/Ap) In (”“ m’“W)
(g — z/7p3) In ”q‘xkﬁ)

= — (np+ xp/npq ln(1+x,ﬂ/ )—
— (nq — zx/npq) In (1 — T L
n

Dezvoltand Taylor cei doi logaritmi, gasim:

[ laig 1
In(A,r) = —(np+ zpy/npq) (wk w  2np +0 (W)) B

p laip 1
~ o =) (= [ - 152 +0 (1))

deoarece xj sunt marginiti de a gi b. Dupa ce facem inmultirile si reducem termenii rezulta:

2
I (Any) = — 25+ 0 (L)

An,k =

Avem:

Deci
% “i
Apg = T 0oVn) _ —F

Folosind limitele de la i), ii), iii) gasim:

1
VARCLD = e

uniform pentru a < x; < b.
QED.
In ﬁgura urmatoare apar pentru n =20sin =40, p = 3/4, ¢ = 1/4 atat valorile C*p*q"*

_ (z—np)?
2npa care pentru x = xj; au ca valoare

e

8
“‘ww

s
3

npq

FW
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_ (@—np)?

1 2npq

1
N
pentru p=3/4 si n=20 respectiv n=40

Probabilitatile C*p*q"~* i graficele functiilor

Teorema de Moivre-Laplace locala se mai poate scrie

12
\/nqu’,]jpkq”_k = e e (14 €,x)

1
V2T
cu €, — 0 cand n — oo, uniform pentru k astfel incat -oo < a < 23, < b < 00.

Forma sub care se utilizeaza cel mai frecvent acest rezultat este:

Teorema 5.9 (formula integrala de Moivre-Laplace) Fie 0 <p < 1,q =1 — p. Atunci:

1" e
lim E CrpFgn=F = —2/ e 2dx (5.12)
n—oo T a

a<kzne <
S mpe S

limita fiind uniforma in -oo < a < b < oo.

k_—”’;. Suma din teorema

Demonstratie(schitd) Consideram cazul a si b finite. Fie z;, = o

se scrie:

> VapgClpter

— (5.13)
a<zp<b v nrq

Dar conform formulei locale \/npgCkpkq"* = \/%e_%k (14 €,x) cu |€,x] < €, — 0 indepen-
o . . . 1 .
dent de k, daca a < xp < bsixy — a1 1 = O Deci
\/n—ck k n—k __ 1 7é 7%
pq np q - \/%6 + en,ke
1 =,
= e 2 + 6n,k

3
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Deci suma (5.13) se scrie:

1 = _
Z \/_e > (r — o) + Z enie 2 (T — K1)
a<zr<b 2 a<zr<b

Prima suma de mai sus tinde cand n — oo cétre fab #e’édx = ®(b) — ®(a) iar a doua e
majoratd de €, (b — a) deci tinde la zero cand n — oo. Prin urmare teorema e demonstrata
pentru a si b finite. O examinare mai atenta a situatiei arata ca teorema este adevarata si
pentru a sau b infinite, iar limita este uniforma in a si b.

QED.

Care sunt valorile n pentru care aproximarea probabilitatilor C*p*q"~* prin formulele de
Moivre-Laplace este suficient de buna? In general se considera ca:

i) n> 30 p~ %, atunci formulele de Moivre-Laplace dau o aproximatie satisfaca-
toare.

ii) n> 30 , p< % np = A < 10 atunci formulele distributiei Poisson dau o
aproximatie suficient de buna: Ckpfg"* ~ e*’\/\k—f.

iiiyn > 30 p < % np > 10 atunci sunt satifacatoare formulele de Moivre-

Laplace, adicd C*pFq"* ~ ipq\/%e

2
_ %k

Exemplul 5.10 O firma de asigurari a distribuit polite de asigurare la 10.000 de persoane
de aceeagi varsta si grup social contra unei sume de 20.000 lei si in caz de accident firma i
plateste persoanei 2.000.000 lei. Probabilitatea de accident pentru acest grup de persoane este
p=6/1000.

a)Care este probabilitatea ca firma sa dea faliment?

b)Care e probabilitatea ca firma sa cdstige cel putin 50 milioane lei?

Solutie. a)Firma incaseaza 200 milioane lei. Probabilitatea de a da faliment este prob-
abilitatea ca sa plateasca mai mult de 200 milioane lei, adica numarul celor accidentati sa
depaseasca 100. Avem o schema binomiala cu n=10.000, p=0,006, np=60, q=0,994. Se cere
suma probabilititilor C*p¥q"~* pentru k> 100. Conform formulei de Moivre-Laplace avem:

k£>100 100—np ~ k—np ~n—np
- Vpq — /npq — /npq

10000—60
/10000-0,006-0,994 | 22

e 2dx
10060 N 2T

+/10000-0,006-0,994
= $(1287) — (5,17) ~ 0,5 0,5 =0

Q

Probabilitatea de a da faliment este aproape zero.
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b) Firma castiga cel putin 50 milioane daca plateste sub 150 milioane, deci dacd numéarul
celor accidentati este sub 75. Probabilitatea ceruta este deci

V/npa~ /npq
_ k, k n k _ k. k _n— k
p = E Cyp E Cop"q
k<75 k—np_0—np
mpq~ \/npPq

75—10000-0,006

=I00000,006:0,001 1 .2 L3 2
e zdx = e 2dx
0—10000-0,006 \ 27

100000006099
= 3(1 942) ®(—7,769) = ®(1,942) + &(7,769)
= 0,474+ 0,5 = 0,974

Q

_5,485 V2T

Prin urmare castigul va fi de peste 50 milioane cu o probabilitate foarte mare.

Alte exemple de aplicare a formulelor de Moivre-Laplace sunt date in exercitii.

Teoremele de Moivre-Laplace fac parte dintr-o clasa mai larga de teoreme cunoscute sub
numele de teoreme limita centrald. Stim ca in anumite conditii media unui sir de variabile
aleatoare independente tinde spre o constantd (legea numerelor mari). Cum tinde aceasta
medie de variabile aleatoare spre o constantd? Fie sirul de v.a independente f,, dat de (5.6).
Atunci p,, = fi + fo + ... + f, are o distributie Bernoulli, deci p(,, = k) = Ckp*q"~*. Pe de
o parte stim din legea numerelor mari ca M — p. Pe de alta parte

) ( o = M) + (= M) + o+ (fa = M(f) _ b)
it D)

P <“ = VS Do\ # g
< f1+f2+--+fn

a < — —np < b)
V2 k1 PG

(
B p(ag Q(f1+f2+..+fn_p) <b)
( _

pq n
My — NP
= plac< <b)= > plu =k
VPq ey
1[0 e
= Z Crpkgn= — e zdz. (cf. 5.12)

Prin urmare variabila aleatoare w — p se comporta, pentru valori mari ale lui n

ca o variabild aleatoare normald, de tip N (0, 1) multiplicata cu /2%, Acest fenomen este mai
general.
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Anume, relatia:

, ( o L= M)+ (o= M) + ot (= M(f) _ b)

> k1 D(fi)
_ n LA fn - M)+ +M(fn)
_ p(a < G M) ) < b) (5.14)
nooe 1 [P 2
— —/ e 2 dx
21 Ja

are loc daca:

Varianta I: (f),.y este un sir de v.a. pe acelagi cAmp X, independente doua
cate doua, cu aceeasi functie de repartitie, cu dispersie finita si nenula.

Varianta II: (f;),.y este un sir de v.a. pe acelasi cAmp X, independente doua
cate doua si

M = MOE) o+ M (= MU

e > k=1 D(fe)

Mai exista si alte variante de conditii necesare pentru ca relatia (5.14) sa aiba loc. Aseme-
nea teoreme poarta numele de teoreme limita centrala si pun in evidenta ca in conditii foarte
generale medierea unui numar mare de v.a. independente conduce la o constanta plus o
variabild aleatoare normald. Forma exactd este relatia (5.14).

5.3 Rezumat

Prima carte de probabilitati a fost publicata in 1704 de J. Bernoulli unde a fost demonstrata
legea numerelor mari sub forma (5.5) si unde afirma c& s-a gandit 20 de ani la aceasta teorema..
Ulterior au aparut generalizari ale ei sub diverse forme, ca de exemplu (5.2). O demonstratie
elegantd a acestor teoreme se bazeaza pe inegalitatea lui Cebagev (5.1).

In esenta legea numerelor mari spune ca in conditii generale media unui numar mare de
v.a. independente difera putin de o constanta. Acest lucru este exprimat precis prin formula
(5.3).

Teoremele de tip limita centrald aduc o pecizare legii numerelor mari. Anume, diferenta
dintre media unui gir de v.a. independente gi constanta la care convege aceasta medie este
aproximativ o v.a. normald, de tip N (0, 1) inmultitd cu o constanta care la randul ei tinde la
zero. Forma matematicd a acestui enunt este (5.14).

In aplicatii apare frecvent schema Bernoulli si deci calculul probabilitatilor C*pFq™*.
Formulele de Moivre-Laplace (locald 5.10 si globald 5.12) ne pemit s calculdm aproximativ

3’»‘2 . o, . . .
aceste probabilitati cu ajutorul densitatii normale #6’7 (cazul local) sau primitivei ei,



LECTIA 5. LEGI LIMITA 69

functia ® (cazul global). In unele cazuri C*p¥q"~* se pot aproxima prin probabilititile legii
Poisson. Limitele in care aproximatiile probabilititilor C¥pF¢"~* prin legea normald sau
Poisson sunt considerate satisfacatoare sunt date in pag. 77?.

Formula lui Stirling este frecvent folosita pentru evaluarea factorialelor. Exista si o gen-
eralizare a ei pentru evaluarea functiei Gamma.

FORMULE UTILIZATE FRECVENT:

a) Inegalitatea lui Cebasgev: p(|f — M(f)| <e)>1— Dg).

fitfot...+fn _ M(f1)+---+M(fn) < € > 1 _ Q dacé_
n — — 7’162

n

b) Legea numerelor mari: limp (

n—oo

toate dispersiile sunt marginite de C; varianta Bernoulli: lim (|“7” — p‘ < e) =1
unde y,, este numarul de aparitii ale unui eveniment A in nngyzoperien§e indepen-
dente iar p este probabilitatea de aparitie a lui A intr-un singur experiment.

c) Formula locala de Moivre-Laplace: lim Mjﬁwﬂ =1.

n—oo \/%7677]6
~ . BT n—k 1 b 22
d) Formula globala de Moivre-Laplace: nhjgo Za§ b gy Chpkgnh = T fa ez dux,

0<p<1, q=1-p.

5.4 Exercitii

1. Se arunca o moneda de 10000 ori. Care e probabilitatea ca banul sa apara de mai putin
4550 ori?
Indicatie. Se procedeaza ca in exemplul din lectie.

2. Probabilitatea de a lovi o tinta este p=1/1000. Care e probabilitatea ca din 5000 de
lovituri, tinta sa fie atinsa de cel putin 2 ori?
Indicatie. Se utilizeaza de Moivre-Laplace.

3. Probabilitatea ca un anumit produs sa fie defect este p=0,005. Care e probabilitatea ca
dintr-un lot de 10000 produse luate la intamplare sa fie mai putin de 70 defecte?
Indicatie. Se utilizeaza formula de Moivre-Laplace.

4. O firma de asigurari are m salariati cu un salariu mediu de s lei pe an. O persoand
astgurata cu a lei primeste o despagubire de d lei daca pateste ceva. Probabilitatea de a pati
ceva este p. a)Care este probabilitatea ca veniturile companiei sa fie in acel an mai mari sau
egale cu cq.b) Care e numarul minim de asigurati de la care firma inregistreaza un venit brut
mai mare ca cy cu probabilitatea de cel putin 0,997

Indicatie. Se utilizeaza formula de Moivre-Laplace.
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t2 . . ey
5. Sa se demonstreze ca pentru x > 0 functia ¢(x) = f;o e~ zdt, satisface inegalitatile:

T _a?
1+x2€ P S o) s

She

o

K|

N

x

Indicatie. Pentru prima inegalitate se consideta f(z) = 5z¢” 2 — ®(z). Avem f(0) = 0.
Se deriveaza si se studiaza variatia lui f. Analog pentru a doua inegalitate.

6. Doud vase identice contin fiecare 10?* molecule. Vasele sunt puse in contact si mole-
culele se misca liber intre vase. Dupa omogenizare, care e probabilitatea ca in vasul A sa fie
cu a zece miliarda parte mai multe molecule ca in B? (admitem ca pentru fiecare molecula
probabilitatea de a fi in A este egald cu probabilitatea de a fi in B gi este 1/2).

Indicatie. Se utilizeaza formula de Moivre-Laplace si ex. precedent.

7. Pe scara unui bloc sunt 40 apartamente si in fiecare apartament este cate un frigider
de putere 0,6 kW. In medie un frigider consuma energie electrica 3 ore din 24. Care este

probabilitatea ca la un moment dat sa fie absorbita de la retea, de ctre frigidere, o putere mai
mare de 4 kW?
Indicatie. Se utilizeaza de Moivre-Laplace.

8. a) Sa se arate ca dacd € >0 §i 0 > 0 sunt date ,iar n > ﬁ atunci:
Z Chab(1—2)" " <6
%—m‘>e

unde x € [0,1].
b) Sa se arate ca daca f :[0,1] — R este continud, deci marginita |f| < M atunci €,0 gi
n fiind ca la pct. a) avem:

—2M§ < Y Chaf(1—a)" (f(%) — f(a;)> < 2M§
|%7I|>6

c¢) Sa se arate ca in conditiile de la pct. b)
i< | B bt -ar (18- 1) | <
|E7$|S6 "

unde w, . este oscilatia functiei f pe intervalul [x — €,x + €], adica diferenta intre minimul gi
maximul functieir pe acest interval.
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d) Folosind a), b) si c) sa se arate ca girul de polinoame

Buw)= S Chat (1 —ay (5

n
k=0..n

converge uniform la f pe [0, 1] oricare ar fi functia continua f. (polinoamele lui Bernstein).
Indicatie. a) Se utilizeaza inegalitatea lui Cebéagev pentru schema Bernoulli (vezi obs. 5.9).
b) Se tine seama de si de |f| < M. c¢) Se fine seama de |f(%) - f(z)| < wye si
S eon CFaF (1 — )" F = 1.
d) Se pune diferenta f(x)— B, (z) cain b) si ¢) apoi se tine seama ca f e uniform continua.

9. Sa presupunem ca [ este o variabila aleatoare nenegativa, cu media m. Sa se arate ca

este adevarata inegalitatea
m

P(fZC)SF

(inegalitatea lui Markov).

10. Fie v, momentul centrat absolut de ordin r al unei variabile aleatoare f care are
media m, definit prin v, = M (|f —m/|"). Sa se arate ca

Vy
p(f —ml>e) <%

11. Vrem sa verificam daca un zar este falsificat sau nu, cautdnd care este probabilitatea
r de aparitie a fetei sase . Pentru aceasta alegem £ = 0,01, aruncam zarul de un numar n
de ori gi observam care este numarul k de aparitii ale fetei sase.

Sa se determine o valoare cdt mai mica pentru n astfel ca probabilitatea p (!% — 7“’ < 6)
sa fie cel putin 0,99 utilizand:

a) inegalitatea lui Cebdsev

b) formula integrald de Moivre-Laplace.

12. In problema acului lui Buffon (vezi lectia 3, exercitii), probabilitatea de intersectare
a paraleleor este p = 7?_51 unde | este lungimea acului iar a este distanta dintre paralele. De

cdte aruncari este nevoie ca probabilitatea ca ‘7? — 2al—k"| < 0,01 sa fie cel putin 0,99. (n este
numarul de aruncari iar k este numarul de intersectari ale retelei de drepte paralele).



Lectia 6
Dependenta intre variabilele aleatoare

6.1 Coeficientul de corelatie

Definitia 6.1 Fic fi,f> : X — R doud v.a. cu mediile my, my si dispersiile D1 = 0% =

M ((fl - m1)2) ,Dy=0c2=M ((fz — m2)2). Se numeste coeficient de corelatie al variabilelor

aleatoare fi, fo numarul:

M ((f1 —mi) - (fo — m2))
VD1 Dy

Marimea cov (f1, fa) = M ((fi1 — mq) - (fa — m2)) se numeste covarianta lui fi5i fo.

c(fi, fo) = (6.1)

Spunem ci doud functii fi, si fo coincid aproape peste tot (a.p.t.) dacd p(f; # f2) = 0.
Importanta acestui coeficient se va vedea in continuare.

Teorema 6.2 (Inegalitatea Cauchy-Buniakovski). Fie f1, fo : X — R doud v.a . cu momente
de ordinul doi finite. Atunci:

M?(fif2) <M (f7) - M (f3) (6.2)
Egalitatea poate avea loc daca si numai daca fo = afisau fi = afy a.p.t. cu a=const.

Demonstratie. M ((f1 + Ifg)Z) > 0 pentru orice x € R, deci M (f2) + 2M (f1f2) x +
M (f2)z* > 0 pentru orice x. De aici rezultd cd discriminantul functiei de gradul doi este
negativ: A = M?(f1f2) — M (f2) M (f2) < 0 adicd tocmai inegalitatea Cauchy-Buniakovski.
Daca A = 0 atunci exista un xqg real, solutie a ecuatiei de gradul doi

M ((fl + $0f2)2) =0

de unde rezula ca (f; + zo f2)2 ia valoarea zero pe o multime cu probabilitatea 1, adica f; =
—2ofo a.p.t.

72
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In cazul in care inecuatia nu ar fi de gradul 2, deci M (f2) = 0, rezultd fo = 0 a.p.t.,
deci fifs = 0 a.p.t., deci (6.2) are din nou loc deoarece ambii membri sunt 0. In acest caz

fo=0-fi1.

Teorema 6.3 Fic fi,fo : X — R doud v.a. cu mediile my, my gi dispersiile D; = 0% =
M ((fl — m1)2) s DQ = 0'% =M ((fQ — m2)2) ﬁmte Atunci:

W) (i ) € 1,1,

b) c(fi1, f2) = £1 este echivalent cu fi = afs + b sau fo = afi + b a.p.t. pentru niste
constante a g1 b potrivit alese.

c) f1 st fo independente implica c(f1, fa) =0 (dar nu gi invers).

Demonstratie. a) Se aplicd inegalitatea Cauchy-Buniakovski pentru f; —my si fo — mo.

b) Daca ¢(f1, f2) = £1 atunci in inegalitatea Cauchy-Buniakovski semnul < devine = gi
teorema precedenta implica (fo — mgo) = a (fi —mq) deci fo = afi+mo—a-mysau (f; —mq) =
a- (fa —mg) de unde rezulta f; = afs + b pentru a gi b potrivit alese.

c) f1 si fy independente implicd (f; — mq) si (fa — m2) independente deci:

M ((fr —m) (fa—ma)) = M (fi —m1) M (fa—mg) =0-0=0

Prin urmare ¢ (f1, f2) = 0.
QED.

Exemplul 6.4 Fie doua siruri finite de numere (x;),,.. i (Yi)<ic,- Sa@ consideram o
partitie a unei multimi X astfel: X = Ay U Ay U A3 U .. U A, cu toate multimile A; # 0.
Definim pe X o probabilitate prin p(A;) = % st fie variabilele aleatoare fi,fy : X — R,
definite prin fi1(w) = z; daca w € A; i fo (W) = y; daca w € A;. Avem :

my = M(fl):¥§ mQ:M(fQ):—Zinlyi
Dy = D(fi)= iz (x;L— m) ;. Dy=D(f2) = D i1 (Z/;‘l— ms)
22;1 (z; —my) (i — mo)

mia = M((fi —mi) (fo—ma)) = -

my s > iy (xi —ma) (yi — mo)
c(fifo) = === : (6.3)
DiDs \/Z?:I (zi — m1)2\/2?:1 (yi — m2)2

Conform teoremei precedente, egalitatea cu +1 a coeficientului 6.3 este echivalenta cu
fo = af; + b sau cu alte cuvinte y; = ax; + b pentru toate valorile 1 < ¢ < n. Daca
lc (f1, f2)| este suficient de aproape de unu atunci punctele (z;,7;) sunt aproximativ pe o
dreapta. Dreapta ce aproximeaza ”cel mai bine” acest nor de puncte se numegte dreapta de
regresie a lui y in x si se determina prin metoda celor mai mici patrate. Aceasta dreapta de
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forma y = ax + b se determing din conditia ca 3 (y; — az; — b)* si fie minimi (a se vedea
lectia 8 sau lectia 14). Daca se cautd dependente de forma y; = be®i| prin logaritmare se
gaseste In (y;) = az; + In(b). O asemenea dependentd existd, conform celor de mai sus daca
c(fi,In(f2)) = £1. Daca |c(f1,In(f2))| este suficient de aproape de unu atunci punctele
(z;,In (y;)) sunt aproximativ pe o dreaptd care se determind prin metoda celor mai mici
patrate.Gasim astfel a si In (b) care ne dau dependenta In (y;) = ax; + In (b), adica y; = be®”:.

6.2 Variabile aleatoare bidimensionale

Fie (X,Q,p) un o camp de probabilitate si fie fi, fo : X — R doud variabile aleatoare.
Legatura intre variabilele aleatoare este pusa in evidenta prin functia lor comuna de repartitie.
S4 consideram f : X — R? | definitd prin f(w) = (fi1(w), fo(w)) € R2. Functia f are calitatea
ci pentru orice produs de intervale I; x I, C R? multimea f~! (I, x I) = f{' (L)Nfy ' (I2) €
Q.

Definitia 6.5 Se numeste v.a. bidimensionala pe campul de probabilitate (X, €, p) o functie
f: X — R? cu proprietatea ca pentru orice intervale I gi I din R, rezulta f~1 (I; x 1) € Q.

Vom mai spune uneori variabila aleatoare dubla in loc de variabila aleatoare bidimension-
ald. Notand fi(w) si fo(w) cele douda componente ale lui f, vedem cé o v.a. bidimensionala
este asociata unei perechi de v.a. unidimensionale.

Definitia 6.6 Se numeste functie de repartitie bidimensionald a lui f, functia F: R> — R
definita prin:

F(xy,z2) = p(f" (=00, 21) X (—00,22)))
= p((fi <z1)N(f2 < 32))

Teorema 6.7 1)Functia de repartitie bidimensionala are proprietatile:
a) F' este crescatoare in fiecare argument.

b) F(x1,—00) =0, F(—00,29) =0, F(o0,00)=1.

c) F este continua la stdnga in fiecare argument.

d) Pentru orice a1 < by §i as < by avem

p((ar < fi <bi)N(az < f2 < by))
= F(by,be) — F(ay,by) — F (b1,as) + F (a1,a2) >0 (6.4)

2) Reciproc, orice functie F' : R> — R cu proprietatile a)-d) de mai sus este functie de
repartitie pentru o v.a. bidimensionald potrivit aleasa.
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Demonstratie.a) 1 < 2 implicd {f1 < 21N fo < 23} C {fi < 27N fo < x5}. Luand
probabilititile ambilor membri gasim F' (z1,x9) < F (2}, 23). Analog se aratd monotonia in
Zo.

b) Prin definitie F’ (z1, —00) = i limooF (21, 22). Insa pentru orice sir monoton 3, — —oo

B

avem {fl <x1MN f2 < ZL‘27n+1} C {fl < x1MN f2 < $27n} §1 n:qoo{fl <x1 N f2 < ZL‘Qm} = @ s deci

F(x1,29,) — 0, deci F (z1, —00) = 0. Analog se aratd si celelalte egalititi.

c¢) Continuitatea la stanga se arata ca pentru v.a. unidimensionale (lectia 3).

d) Fie regiunile din 10z ca in figura urmatoare:

A={(z1,22) | —00 <z <ay, ay < x9 < by}, ete.(vezi figura). Fie evenimentele:

A ={we X| (fi (w), fa(w)) € A} sianalog B’, C’, D'. Observamca D’ = (a; < f1 < by)N
(a2( < f2)< ba). Avem p (A') = F (a1, b2) — F'(a1,a2), p(C") = F (a1, a2), p(B') = F (b1, a2) —
F ay,09).

NEAT AT ARy (aﬁ;a2) S (b1,a2)

Scriem acum

F(by,by) = p(AuBUC'UD)=p(A)+p(B)+p(C")+p(D")
= F (a1, by) — F (a1,a3) ++F (b1, a2) — F (a1,a2) + F (a1,as) + p (D)

de unde rezulta pentru p (D’) formula 6.4.
QED.

Definitia 6.8 Se numeste densitate de probabilitate a v.a. f: X — R? o functie p: R> — R
pozitwi, integrabild, astfel ca [*% [ p(t1,ts)dtidty = F(x1,x2) pentru (z1,22) € R* F fiind
functia de repartitie a lut f.

Vom mai numi p densitatea mixta a variabilelor f; si fo unde f = (f1, f2)-

Teorema 6.9 1) Densitatea de probabilitate p are propriatatile:
a) [7 [0 plty, ta)dtydts = 1.
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b)p((ar < fr <bi)N(az < fo < by)) = f f p(z1, x2)dx das.
2) Invers, orice functie p: R* — R pozz’tiva g1 integrabila cu proprietea a) de mai sus este
densitate de probabilitate pentru o v.a. bidimensionala potrivit aleasa.

Demonstratie. a), b) sunt evidente din definitie. Punctul 2) se poate demonstra luand
X = R?, probabilitatea unui paralelipiped [a, b) x [c, d) se definegte prin fab fcd p(x1, x9)dw1dzs,
iar cele doud variabile aleatoare sunt fy, fo : R? — R, f1 (x1,22) = 21, f (T1,72) = 5.

QED.

Cunoscand F=functia de repartitie si p =densitatea de probabilitate bidimensionala a lui
f = (f1, f2) putem calcula relativ ugor diverse marimi legate de fisi fo.

1. Functia Fde repartitie a lui f; este

Fi(x1) =p(fi <z)=F(x1,00 / dtl/ p(t1, x2)dxs (6.5)

iar densitatea este

p1 (71) = /OO p(x1, 2)dzs. (6.6)

—00

2. Media lui f; este

_M(fy) = /_OO T1p; (1) day — /: /_Z 21 (1, 22)d71 T (6.7)

o0

3. Dispersia este

D(fl):/z /Z (1 — m1)? p (21, 2) d1 s, (6.8)

4. Formule analoage sunt valabile si pentru f;. De exemplu

= M(fg) = /OO /_OO l’gp(Il,J?Q)dIld{L'Q

5. Dacd g : R* — R este o functie continud, atunci g (fi,f2) : X — R datad de
g(f1, f2) (W) = g(f1 (w), fa(w)) este o v.a. Media acestei v.a. se calculeazd cu densitatea

mixta prin
_/ / g(z1, 22)p (21, T2) dr1ds (6.9)

6. In particular luind g = (fy —m1) (fo — my) apoi g = (fi —m1)’ si g = (fo —ma)’
gasim pentru coeficientul de corelatie:

c(fi, f2) = M((fl_?l) (fo —m2)) 2

\/M fl_ml \/M((fz—mz))

f f 1) (xg —ma) p (x4, ) dridxs
\/D VD (f)

(6.10)
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7. Daca fi si fy sunt independente atunci

F(ry,z)=p(f<xziNfo<x)=p(fi <) -p(fa <x2) = Fi(21) Fy (22) (6.11)

De aici rezulta
p(z1,22) = py (1) - po (22) . (6.12)
Se vede usor ca si reciproc este adevarat: daca functia de repartitie ori densitatea de proba-
bilitate se descompune in produs de doua functii, una depinzdnd de x; si cealalta depinzand
de x5 atunci f; si fo sunt independente (exercitiu).
Dintre formulele de mai sus doar (6.9) mai necesitd demonstratie, celelalte fiind evidente.
a) Consideram cazul cand fisi fo sunt marginite, deci f = (f1, f2) : X — [a,b) X [¢,d).
Divizam intervalele [a,b] si [c,d] prin A, = (%)<, respectiv Ay = (y;)<;c,,s1 nOtAM
A= Ay x Ay, |A] = max{|Aq, [Ay [}, Dy = [im1,20) X [yj-1,95), Ay = f71(Diy) C X.

Variabila aleatoare ( ) p
| g(wi,y;) dacaw e Ay
9a (W) = { 0 in caz contrar

este simpld, si tinde la g (f1, f2) atunci cand |A,| — 0 si |A,| — 0. Deci
M(ga) = > g(ziy)p(Ay)
= Zg(x@-,yj)// p(z,y) dzdy

p(Aij)

= > 9y p(&nny) (@i —wima) (4 = y3-1)

vV
din teorema de medie

— / / g(z,y)p(x,y) drdy
|A[—0 [a,b] X [c,d]

b) Demonstratia se poate extinde acum si la cazul cand fisi fo nu sunt méarginite dar
integrala (6.9) este convergentd. Argumentele fiind lungi, insd standard, nu le reproducem
aici.

Repartitiile pentru f; si fo se mai numesc repartitii marginale ale lui f..

Exemplul 6.10 Fie D = [a,b] X [¢,d]. O variabila aleatoare f = (f1, f2) cu valori in D care

are densitatea:
0 (371, Ig) ¢ D

p<xl7x2) — { ami(D_) (xlij) E D

se numegte uniforma. Conform celor de la pct. 6) rezultd ca fi § fo sunt independente.
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Exemplul 6.11 Fie o v.a. (f1, f2)bidimensionala cu densitatea:

\% det <A> —3Q(z1,2)

plar,a) = Y

ail Q2 . iy iy
unde A = ( G este o matrice pozitiv definita iar
21 022

2

Q (x1,m0) = Y iy (w —my) (w; — my)

ij=1
O astfel de variabila aleatoare se numeste normala. Se cere:

a) o} = D (f1) sios =D (f2); b) c(f1, f2)-

Solutie. a) Avem nevoie de M (f1) = [ [ x1p (@1, x2) dzidzs. Se stie cd matricea A este
simetrica. Pentru aceste integrale este utila urmatoarea schimbare de coordonate:
i) Se determina \; si Ay valorile proprii ale matricei A, din ecuatia:

a;p — A a2
21 aze — A

0

ii) Se determin& vectorii proprii ai matricei A si se normalizeazd. Acesti vectori pusi pe

doud coloane dau o matrice ortogonala R = T , Rt =R
T21 T22
. o t /\1 0 . r1 — M1 ZL'Il .
iii) Se gtie c& R'AR = . Facem schimbarea =R ; |. Prin
0 )\2 To — Mo Ty
aceastd, schimbare @ devine Q (z1, %) = M aP + Moz iar iacobianul % = det (R) = 1.
T1:%
Avem de asemenea det (A) = AjAg. Toate aceste lucruri se studiaza la cursul de algebra
12 o0 _i o0 _i
liniara. Utilizand ﬁ ffooo e 22dr = 1, ﬁ f_oo r?e 22 dr = 02, ﬁ f_oo xe 222dx = 0,
(a se vedea lectia 4, legea normald) gasim:
iv)

:

/\1)\2 AL 2 A2 2

M(fi) = o / dx'l / (mq + 7“111:'1 + 7"1233'2) e 22" dl’lz
VA

o AL 02 *° A2 2
_ 210 N2 .0
= -—~m1~/ e 29”1dg;’1./ e 2% dxl, = my
V2T 27 oo oo

Analog gésim M (f) = meo.
Putem acum calcula dispersiile.

S
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a)
o? = //(ml—ml)zp(xl,xg) dxidzs
12

V)\l)\Q / 7\2 M / /
il (rinx] + r2wh)” e 2 dx}dxl,

1
2 2
7”11'/\_"‘7"12'
1

1
A

In mod analog gésim o3 = 73, - /\% + 73y - )\%
b) Covarianta lui fisi fy este:

/)\ )\ 7)\11/127/\21122
cov (f1, f2) = 2; 2 //(7’1137/1 + 11925 (ro1@] + T207h) € 2 dx' dat,

- >

_ VA 2 Py

= (7“117”21$1 +7"127“22$2)6 2 x1dT,
1

2

1721 -~ + T2l - —

A1 A2

De aici rezultd ¢ (fi, f2) si punctul b) e terminat. Mai remarcim ci deoarece R'AR =

A 0O <
( 0 Ay >,rezulta
L0 o2 cov (f1, f2)
AflzR A1 Rt: 1 1,2 )
( 0 %2 ) ( cov (f1, f2) o3

6.3 Functia de repartitie conditionata

In aceasta sectiune (X, €2, p) este un camp de probabilitate, f : X — R o v.a. cu functia de
repartitie Fliar «, § sunt numere reale pozitive. Daca exista urmatoarea limita

o p(BN@—a<f<aip)
af—0 plr—a<f<z+p)
_ limp(Bﬂ(x—a§f<x+ﬁ))
af—0  Flz+p)—F(x—a)

atunci o notam p (B|f = z). Putem da acum definitia:

Definitia 6.12 Daca x € R si B € Q , numim probabilitatea lur B conditionata de f = x
marimea p (B| f = x).
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E posibil ca p(f =x) = 0 si deci s& nu putem defini p(B|f =x) = % asa ca

in lectia 1. In asemenea situatie aplicam trecerea la limita de mai sus. Ca functie de B,
p(-|f = x) este o probabilitate finit aditivd pe o subalgebra a lui 2. Daci nu exista pericol
de confuzie vom scrie p (B |z) in loc de p (B| f = z).

Fieg: X — Resteov.a. iar h: X — R> h = (f,g) ov.a. dubld care are functia de
repartitie /. Vom nota cu p;, densitatile care se refera la f, cu p, densitétile care se refera la
g, cu p densitatea variabilei bidimensionale (f,g). Notam

Glf=az)=plg<tlf=x)
o ple<nn@—a<f<rid)
o< <1 A)
— lim H(zx+ p,t)— H(x — «,t)
ab—0H (x + §,00) — H (z — o, )

(6.13)

daca limita exista. Daca limita exista in orice t € R si are ca functie de t proprietatile unei
functii de repartitie, atunci definim:

Definitia 6.13 Se numeste functia de repartitie a lui g conditionata de f = x functia
G(-|f =x): R— R definita prin (6.13).

Se vede ca daca H este derivabila, cu densitatea p avem

oD [T p(wy)dy
OH(x,00) ~ [®
Oftweo) [0 p(z,y)dy

Gt|f =2)= (6.14)

Functiile G (+) si G (- |f = x) sunt diferite. Se utilizeaza frecvent deosebirea functiilor prin
"semnatura” lor, adica prin tipul de argumente, chiar daca pentru nume se utilizeaza acelasi
simbol. Dacd nu exista pericol de confuzie vom scrie si G (t|z) in loc de G (t|f = z).

Definitia 6.14 Se numeste densitate de probabilitate a lui g conditionata de f = x o functie
reald p, (- |f = x), integrabila, pozitiva, astfel ca ffoo p, WIf =2)dy =G (t|f = ).

O asemenea densitate nu exista intotdeauna. Daca exista atunci in punctele ei de conti-

nuitate avem: (2.1)
p(z,

! S r (@ y)dy
Si aici vom scrie p, (t|x) sau p (t|z)in loc de p, (t[f = x) daca nu exista pericol de confuzie.

In studiul probabilitatilor conditionate din lectia 1, cele mai importante formule studi-
ate au fost formula probabilitatii totale gi formula lui Bayes. Cum arata aceste formule in
contextul prezent?

1. Formula probabilitatii totale:

0G (t|f = x)
ot
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Daci p (Blz) este o functie continui atunci
p(B) = [ pBlf =a)dF @) = [ p(BIf =2)py (0)da
in particular
G- [ Gl =ndr@ = [ Gf =)o @)

1. Formula lui Bayes

pr(zlg=19y) = py (z) py (Y f =)
f T 0y Glf = )y (@) da

Daca nu exista pericol de confuzie putem scrie:

(@) p(ylx)
Pl = =) p @

Nu insistam asupra demonstratiilor acestor formule. Ele se pot obtine prin divizarea inter-
valului unde se gasesc valorile lui z, aplicarea formulei clasice a probabilitatii totale sau a lui
Bayes asa cum au fost studiate in lectia 1 si trecerea la limita pentru diviziuni din ce in ce
mai fine.

6.4 Distributia sumei si catului

Fie f,g: X — Rdoud v.a. si h: X — R? h = (f,g) cu repartitia H si densitatea p. Care
este repartitia sumei f4+g si a catului 5 in eventualitatea ca g # 07 In general daca r este o
functie continud 7 : R? — R atunci repartitia lui r (f, g) este:

Frrg) (t)zp(r(f,9)<t)=//( )<tp(ﬂf,y)dxdy (6.15)

Pentru suma si produs avem formule mai precise. Alte exemple sunt date la exercitii.

6.4.1 Distributia sumei

In conditiile de mai sus suma f + g are distributia

Ff+g<t>=p<f+g<t>=//p<x,y>dmy=/;du/mpw,u—v)dv

—00
r+y<t



LECTIA 6. DEPENDENTA INTRE VARIABILELE ALEATOARE 82

Am utilizat schimbarea u = x + y, v = x. Dacd f, ¢ sunt independente atunci p(x,y) =
ps(7) p, (y) si densitatea sumei devine

[e.9]

Dpg (1) = oy (1) = / oy (0) p, (t — v) dv (6.16)

—00

ceea ce se numegte produsul de convolutie al densitatilor p; i p,.

6.4.2 Distributia catului

Fie f si g ca mai inainte si in plus g# 0. In aceste conditii catul £ are distributia:

Fy (2) p(§<t)= //p(ﬂﬁ,y)dftder //p(ﬂf,y)dxdy

y>0,x<ty y<0,z>ty

00 ty 0 00
= / dy/ p(fr,y)drfer/ dy/ p(x,y)dx
0 —0o0 —0o0 ty

Prin derivare in raport cu t gasim

pe ()= [ lolp(ty.)dy (617)
In particular pentru f si g independente gasim:
pi(t) = / lyl - s (ty) - py (y) - dy (6.18)

6.5 Distributia Student

Exemplul 6.15 Fie f normala de tipul N (0,0) iar g o variabila x* de tipul H (s, o), inde-
pendenta de f. Se cer:

a) Densitatea lui /2.

b) Densitatea lui h = —-.

¢) Momentele lui h.

@ kQ

Solutie. Densitatea lui f este

iar a lui g este

Py (y) = ——— 3 e a7 pentru y>0 si 0 in caz contrar.
2T ()
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a) F\/g (y)=p (\/g <y) =p(g <y?s) = F; (ys), pentru y > 0 si 0 pentru y < 0. Prin
urmare densitatea lui \/Z este

d

p\/g( ) = F\/: (y) = 2Sng/ (y28)
2 s_1 1%
= 20up, (') = g ry (0%9) e
2

pentru y>0 s 0 pentru y< 0.
b) Conform cu (6.18) avem pentru h = —— densitatea
\a/s

() = / Tl pf<ty> 0y (4) - dy

2 2
27m 2§USF (%)
252 0 (P4s)s?
= e 22 9y°d schimbam sy? = u
ﬁﬁomr@)/o | ro

t2

— : /00 67(1;72?)%5;1*1@
2% /msos T (8) Jo

1 NCHIENG ) ( t2)”¥1

2% /T T (3) <1+t3) S sl (3)

202

c) Media lui h, M (h), este zero, h avand densitatea pard. Pentru momentele lui h folosim
definitia:
k
M) = [ oy @)de= [ o= M0 oy (a)dn = g (1)
Rezultd momente de ordin impar zero. Inlocuind pe p;, (z) cu expresia de mai inainte g
2
facand schimbarea “- = u i apoi 4w = Y ajungem la

— r (%1) S]H_% ' k+3)-1 s-k)-1
How = \/W_T(gﬂ/ gl )1 (1 ) 570 gy
() ST (4 )T ()
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daca 2k < s. Pentru celelalte valori ale lui k momentele nu exista.

Definitia 6.16 O variabila aleatoare cu densitatea

se numeste variabila Student. Tipul acesta de v.a. il notam S (s). Graficul acestei densitati
se gaseste la lectia 4.

O asemennea variabila aleatoare este raportul dintre o variabila normala cu media zero §i
dispersia o? pe de o parte si \/%_ unde g este o variabila de tipul H (s,0) adica x* cu s grade
de libertate oblinuta ca suma a s patrate de variabile normale de tip N (0,0) (vezi lectia 4),
pe de alta parte.

6.6 Distributia Snedecor-Fisher

Exemplul 6.17 Fie f; si fo doud variabile aleatoare independente de tip H (ny,0) si H (ng, o).

Se cere densitatea variabilei g = %

Solutie. f; si f, sunt variabile y2. Deoarece ele sunt independente densitatea variabilei

h = (f1, f2) este
1 n1_q R2_ 1 _=zty

p(gj,y) = pp (gj) Pf, (y) — { 2n1+n20n1+n2r(2})1"(n72

)xT yz e 2z ,x,y>0
0, n rest
dacaxz >0,y > 0si0inrest. AplicAnd aceeasi tehnica precum in exemplul precedent rezulta

_nitng

2 ) | ny
0, in rest

daca x > 0 &i 0 in caz contrar.

Definitia 6.18 O wvariabila aleatoare cu densitatea (6.19) se numeste variabila Snedecor-
Fisher. Acest tip il vom nota S (ny,nz).
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6.7 Exercitii

1. Fie girul de date
r= 13 -1 4 7 9
y= 0 4 -3 8 12 18

a)Care este coeficientul de corelatie intre aceste giruri de date?
b) Daca este mai mare de 0.95, sa se determine prin metoda celor mai mici patrate dreapta
de regresie a lui y in .

Indicatie. Coeficientul de corelatie (6.3) este 0,99 deci punctele sunt aproximativ pe o
dreapta.

2. Fie girul de date

r = 1 1,5 2 25 3
y = 3,3 4,23 544 6,98 8,96

Sa se studieze existenta unei dependente de forma y = be™ intre date.
Indicatie. Valorile lui In (y) sunt

1,19 1,44 1,69 1,94 2,19

Coeficientul de corelatie intre z g In (y) este aproximativ 1, prin urmare In (y) = ax + d deci

y = ee® = be®. Prin metoda celor mai mici patrate gasim a = 0,5 d = 0,69 deci b = 2.

3. Variabilele aleatoare independente f1 si fo sunt uniform distribuite in [0,1]. Se cer:
a) Distributiile pentru min(fy, fo) i max(f1, f2).
b) Distributia sumei fi + fo.

Indicatie. Variabila dubla (f1, f2) are densitatea p (z,y) = 11in (0,1) x (0,1) si 0 in rest.
Fie F functia de repartitie a lui min(f1, f2). Avem

F(r) = p(i<zUfe<z)=1-p(Ai<zUfa<z)
= l-plhzenfozz)=1-p(fi2z) p(f2 2 )
= 1-(1-2)(1—-2)

pentru z € [0,1]. In mod analog se calculeaza repartitia lui mmax(fi, fo). Pentru suma se
folosegte formula (6.16)

4. Fie X §1'Y doud v.a. cu coeficientul de corelatie r. Care este coeficientul de corelatie
al variabilelor aX + b si ¢Y + d, unde a,b,c,d € R ?

5. Numarul de masini pe soseaua Bucuresti-Ploiesti, dinspre Bucuresti spre Ploiesti, intr-
un interval de timp I este o variabila Poisson cu parametrul A1, itar numarul de masini in
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sens contrar, in acelasi interval de timp, este o wvartabila Poisson cu parametrul \s. Daca
cele doua v.a. sunt independente, care este distributia numarulut total de masgini pe sosea in
acelagi interval de timp?

6. Un cuplu de v.a. f = (fi1, f2) are densitatea dubla

o(z,y) = w,dacdxzo y >0
0 n caz contrar

i) Sa se determine densitatile marginale pentru f §i fa .
i1) Sa se calculeze densitatea conditionald a lui X daca Y=y.
it) Sa se calculeze coeficientul de corelatie dintre X gi Y.

7. Se trage asupra unei finte plane asezate in (0,0). Masuratorile indica o distributie
normala a absciselor X a punctelor de impact de tip N (0,2) i la fel pentru ordonatele Y .
De asemenea X 1Y sunt independente. Se cer:

a) Distributia distantei v X? +Y? de la punctul de impact pana la tinta.

b) Probabilitatea ca o lovitura specificatd sa cada in discul X* +Y? < 4.

¢) Probabilitatea ca din 4 lovituri cel putin una sa cada in discul X2 +Y? < 4.
d) Probabilitatea ca din 100 lovituri cel putin 25 sa cada in discul X? +Y? < 4

172
Indicatie. a) p, (z) = x/%2 e py (z) = ﬁe 5 deci p(z,y) = Ze” . Fie F (t)
functia de repartitie a lui vV X2 4 Y2, Avem pentru F' (t) = 0 pentru t < O iar pentru t > 0:

Ft)=p(X*+Y?<#’) = //
( 87'(' x2+y<t2

si se trece la coordonate polare. b) Probabilitatea este p = F'(2). ¢) Probabilitatea cdutata
este 1 — (1 —p)*. d) Rspunsul este 3,2 Cloop® (1 — p)" " i se folosegte formula integrali
de Moivre-Laplace.

8. Perechea de v.a. (f1, fo) admite densitatea dubla p (z,y) = 2“m Se cere:
1

a) Sa se arate ca fi gi fo sunt v.a. de tip Cauchy, adica au densitatea p (x) = %1+x2’
b) Sa se calculeze p(f1 + f2 < 4)

Indicatie. a) p, (x f p(x,y)dy = .... b) Se procedeazi ca la punctul a) de la prob-
lema precedenta.

9. Durata de viatd a unui bec ce functioneaza continuu este o variabila aleatoare cu

densitatea
(1) = Ae ™M >0
PII=9 0 t<0

Intr-un anumit loc trebuie sa functioneze continuu un bec gi se dispune de un numar de 10
becuri pentru inlocuire in caz ca cel in functiune se defecteaza. Se cer:
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a) Valoarea lui \ dacd durata medie de viatd a unui bec este de 20 zile (ziua va fi in problema
unitatea de masura pentru timp).
b) Sa se arate ca daca fy gi fo sunt independente, cu densitatea p atunci fi+ fo are densitatea

Nte ™ >0

c) Sa se arate ca dacd fi, fa,...fn sunt independente si au densitatea p de mai sus, atunci
fi+ fo+ ...+ [, are densitatea

)\nn—li
o ()= 4 Gt 120
" 0 t<0

d) Care e probabilitatea ca prin inlocuirea becurilor arse si poata fi mentinutda lumina aprinsa
peste 200 zile?

Indicatie. a) M (f;) = % deci A = %. b,c) Se a,plicé (5.13) sau se procedeaza ca in lectia
4, exercitiul nr. 4. d) In datele de la ¢) avem A = 5=, n = 10, iar probabilitatea cerutd este:

20’
o 1 ¢
P = > 200) = ——— % dt
p(fi+fot+ ..+ fio> ) /200 5010 % O] e~ 20
1010 o9
= — e %y ~ 0,457
9

10) Doua variabile aleatoare independente fi si fo au distributii normale N (0,0). Sa se

arate ca fE+ [ si f—; sunt independente.
2 2

Indicatie. (f1, f2) are densitatea e~ = % este definitd a.p.t. deoarece p (f =0) =
0. Fie ¢ : R* — {(x,0)]|z € R} — R2 definitd prin (z,y) 2, (r =>4+ 9% s = f) Avem
g((;z)) = —2(s? 4+ 1). De asemenea r? = 115; Y= 5 +7- Vedem cd pentru orice pereche
(r,s) existd doud perechi (z,y) ce ii corespund prin transformarea datd. Pentru D C R?
suficient de mic ¢! (D) = D; U Dy cu D, si D, disjuncte in corespondent bijectiva si

diferentiabild cu D. Avem

p(((f1 P fl) GD)

fi, f2) €07 ())

T 4no? / /D1 wt
- ———drd
dno? / / +1) ras

2 2
+y
e 22 dxdy

Do
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Prin urmare perechea de v.a. <f12 + /2, %) are densitatea ﬁe_zf2 . 1+132' Conform (6.12)

si remarcii de dupd ea rezultd ca fZ + f2, f—;

sunt independente.
11. Sa se arate ca daca f: X — R? este o v.a. bidimensionald cu densitatea ps (w1, 22) §i
g : R* — R? este o bijectie de clasa C' cu iacobianul nenul atunci densitatea variabilei duble

_ D(zy,x
go f este Pgof (y1,y2) = Py (9 ! (91792)) D((yi,yj))'

12. Sa se calculeze mediile, dispersiile, corelatia distributiilor marginale pentru densitatea
dubla
p(z1,22) = —21262(“”%”1"’”2”3)
7r

Indicatie. A se vedea exemplul 3.

13. O variabila aleatoare bidimensionald Z are densitatea dubla

a(r1 + 22+ 2) dacd (z1,29) € [0,2] x [1,3]
0, in rest

p (1, 22) :{

Sa se determine:

i) a.

it) Densitatile distributiilor marginale

iii) p(Z € {(z1,22)| x> 21+ 1}).

iv) Fie Zy si Zy cele doua distributic marginale. Care este media lui Z1 + Zs.

Indicatie. [ [, p (@1, 22) dzidry = 1. Se utilizeazs formula 6.9

14. O anumita lungime este tmprtita in doud si sunt masurate cele doud portiuni de
catre doua persoane in mod independent. FEroarea de masurare este o wvartabila aleatoare
$(1—a?) pentru z € [—1,1]
0 in rest
probabilitatea ca eroarea in masurarea intregii lungimi sa fie mai mare ca 17

Indicatie. Cunoastem densitatile a doua variabile aleatoare independente. Deci rezulta
imediat densitatea sumei gi de aici raspunsul la intrebare. Altfel, putem folosi formula 6.9

cu densitatea p(xr) = { pentru fiecare persoana. Care este



Lectia 7
Procese aleatoare

In modelarea probabilistica a unor fenomene, presupunem implicit existenta unei multimi X
de factori necontrolabili, multime care nu poate fi exact definita, ce afecteaza desfasurarea
fenomenelor, precum si existenta unei probabilitati pe aceasta multime. Rezultatul obser-
vatiei unui fenomen il reprezentam printr-un numar sau mai multe numere. Observand de
mai multe ori acelasi fenomen, chiar reproducand conditiile de desfagurare cat mai fidel posi-
bil, rezultatele numerice pot iesi diferite. Intervin aici acei factori necontrolabili care fac sa
fluctueze rezultatele numerice ale experientei intr-o anumita zona de valori. De exemplu,
masurand independent cu o ruleta obisnuita de 2m o distanta destul de lunga, sa zicem in
jur de 100 m, persoane diferite vor ajunge la rezultate diferite. Nu putem specifica exact ce
factori contribuie la aparitia diferentei intre rezultate si care este contributia fiecaruia, dar
putem admite existenta unei probabilitati pe aceasta multime X de factori necontrolabili.

Fie acea marime numerica pe care o urmarim, egala cu £&. Dupa ce fixam valorile factorilor
controlabili, ¢ devine o functie £ : X — R, pe multimea factorilor necontrolabili, adica o
variabila aleatoare. Daca £ reprezinta o marime ce evolueaza in timp atunci £ : 7' x X — R,
deci variabila aleatoare este & (, -) : X — R, pentru fiecare t € T' C R. Mai notam aceasta
variabila aleatoare prin &,.

Definitia 7.1 O asemenea familie de variabile aleatoare, ce depinde de un parametru t €
T C R se numeste proces aleator sau proces stochastic.

Fie F (t,z) sau functia de repartitie a acestei variabile aleatoare, adica:
F(t.2) = p({w € X|€ (t,w) < 2))

sau pe scurt
F(t,flﬁ) :p(g(tv') <l‘) :p(gt <:L‘)

Uneori vom mai nota aceastd functie F; () pentru a sublinia cd e functie de repartitie in x
si depinde de parametrul t. In timp ce £ nu poate fi specificata exact, neavand o descriere a

89
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multimii X, I este o functie de variabilele reale ¢, z. Cum functia de repartitie contine toate
informatiile probabilistice despre o v.a., un proces stochastic va fi descris prin functia sa de
repartitie F' (t,z). Vom caracteriza procesul stochastic prin F} (x) sau derivata ei p (t,z) =
p, (x) = 8Fa(i’x) . Daca &, ia o valori intr-o multime discreta {vy,..v,,..} atunci functia de
repartitie este complet determinata de py () = p (§, = vi) sau prin Fy (v) = >, _, px () deci,
procesul stochastic va fi descris prin aceste functii. Mai jos studiem céateva tipuri de procese
stochastice.

7.1 Procese Poisson

Sa consideram numarul particulelor cosmice care patrund intr-un anumit volum V, intr-un
interval de timp. Acest numar depinde de factori incontrolabili si apare ca o valoare aleatoare.
Presupunem ca &, este un proces aleator pentru valori ale timpului ¢ € [0, 00) care ia doar
valori naturale 0,1,2,..k,... , si anume pentru ¢t > 0, £, ia valoarea k daca in intervalul de
timp (0,¢] au patruns in volumul V, k particule cosmice. Pentru fiecare ¢t > 0, &, este o
variabila aleatoare. Pentru t < t + At, variabila aleatoare §,, o, — &, reprezintd numarul de
particule cosmice care au pdtruns in volumul V in intervalul de timp (¢,¢ 4+ At]. Variabilele
§; nu sunt independente deoarece valoarea lui £, 5, depinde de valoarea lui §,. Urmatoarele
ipoteze asupra variabilelor £, apar ca naturale:

a) Absenta post efectului, adicd numarul de particole care in intervalul de timp [a, b) intrd
in volumul V este independent de numarul de particule care au patruns anterior in acest
volum si de momentele la care au patruns. Exprimam acest fapt astfel: daca 0 < a; < by <
az < by < ..a, < b, atunci avem v.a. §, —¢&,,, ...§,, — §,, care au ca valoare numarul de
particule ce au patruns in V in intervalele de timp (a1, b1], ... (ay, b,]; ipoteza a) inseamna ca
aceste v.a. sunt independente, adica

p (§b1 - €a1 = klﬂgbg - Sag = k27 "'7§bn - gan = kn)
= p (fbl - 50,1 = kl) P (ébg - éag = k2) TR % (ébn - gan = kn) (71)
pentru orice ki, ...k, € N si orice numar n de intervale.
b) Stationaritatea, inseamna ca numarul de particule ce pdtrunde in volum intr-un interval

de timp depinde doar de lungimea intervalului de timp si nu de plasarea acelui interval pe
axa timpului. Exprimam acest lucru prin:

p (fb —&u = k) =D (§a+T - 5b+T = k) (7-2)

oricare ar i 0 < a <b,T > 0 i oricare ar fi k € N.
¢) Ordinaritatea, adicd probabilitatea ca in intervalul [t, ¢+ At) sd patrunda in volum mai
mult de o particulé este zero in raport cu At. Mai precis:

p (€t+At — &> 1) = O (At)
o@y _

Prin O(At) se intelege o functie reald O de argument At, astfel ca AlimOT =
t—
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Definitia 7.2 Un proces aleator &,, t € [0, 00) unde &, ia valori numere naturale §i unde sunt
satisfacute conditiile a), b), ¢) de mai sus se numeste proces Poisson.

Multe alte fenomene din naturd apar ca satisficand cerintele a), b), ¢) : dezintegrarea
spontana a nucleelor radioactive, venirea la coada a maginilor la o statie de benzina, numarul
de apeluri la o centrala telefonica etc.

Problema pe care vrem sa o rezolvam in continuare este de a determina probabilitatile
pr(t) =p (fa =& = k), adicd probabilitatea ca in intr-un interval de lungime t s& intre k
particule cosmice in volumul V. Conform cu b) aceste probabilitati nu depind de a.

Teorema 7.3 Fie un proces Poisson ca mai sus. Atunci exista A > 0 astfel ca py (t) =
A +0(t) si

k
O

- (7.3)

pr (t) =

Demonstratie.(Schitd) Fie 7 = po (1). Impértim intervalul [0, 1] prin

1 2 n
<< —<—<.< -
n n n

, pentru un n € N. Din stationaritate rezulta

n

1
i () =2 (€= =0) = (o~ 61 =0) = =5 (&~ €2 =0)
Utilizand acum faptul ca nu exista post efect, avem:

r = po(1) ZP(§1/n—§o:0= on = &1 =0, & = Ena =O> =
- p(gl/n_fozo) ’P(fz/n—fl/nZO) p<§1—§nT,1 :()) =
= (P(&m=%=0))" = (1/n)"
De aici rezultd py () = r Evenimentul ¢il in intervalul (0, ] nu intrd nici o particuld in

V, este echivalent cu intersectia evenimentelor ” in intervalul (%, -] nu intra vreo particula
in V’, pentru 1 < ¢ < k. Cum aceste evenimente sunt independente, rezulta p (%) =

(Po (%))k = ru. Acum, deoarece pg (t) este crescitoare in t, rezultd ugor ca po (t) = r*. Cum
r este o probabilitate, r € (0,1), deci r = e pentru un A > 0, deci py (t) = e *. Am
demonstrat deci formula 7.3 pentru k=0.
Mai departe avem
po(t) +p1(t)+ Zpk t) =1
k>1
——

=0(¢t) conform cu c)
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adica e + py (t) + 0 (t) = 1. De aici rezultd
m)=1—-eM+0@t)=M+0(1)

Pentru a determina py, (¢) este ugor de justificat formula

k

pr(t+ A1) = Y pi(AD)pri (1)

1=0

= e M (1) + (AAL+ O(AL) pr_y () + Z pi (A) pr_s (1)

1=2
N 7
-

=0(At) conform cu c)

= () — Mg (£) + AAtpy_y (£) + 0 (At)

pentru k> 1. Prin trecerea lui py () in membrul stang si divizarea la At, apoi trecerea la
limita At — 0, rezulta

= AP () + Ape-a (t) (7.4)
Daci tinem seama de conditiile py (t) = e, p;, (0) = 0 (din ordinaritate), atunci sistemul
k
7.4 se rezolva si se giseste py (t) = %e"\t.

QED.
Probabilitatile py (t) = p (&, = k) sunt la fel ca la o v.a. Poisson (vezi lectia 4), deci media
lui &, este M (§,) = At si dispersia D (§,) = At.

7.2 Procese Markov discrete

Definitia 7.4 Un proces stochastic se numeste proces Markov discret daca &, poate lua un
numar finit de valori V.= {vy,vq,..0,}, timpul t variaza intr-o multime discreta de valori

T = {t1,ts, ..tn,...} §i

p (é-tk = | £tk,1 = /Uikfla’gtk,Q = Vi _95 s £t1 = Uil) =D (gtk = ’ ’gtk,l = Uikfl)
pentru orice v,v;,_,,...v;; € V.

Cu alte cuvinte probabilitatea ca sistemul (variabila aleatoare £) sa ajunga in momentul ¢
in starea v;, depinde doar de starea v;, , de la momentul imediat anterior, ¢;_;, si nu depinde
de starile la momentele t;_o, tx_3,... t;. Fara a pierde din generalitate putem considera
multimea starilor V' = {1, 2, ...n}, iar multime valorilor temporale 7' = {0, 1,2, ...n,...}. Vom
nota cu p;; (k) = p (& =j|&—1 =1) , adicd p; ; (k) este probabilitatea ca in cazul cand la
momentul k-1 sistemul este in starea i, el sa ajunga in starea j la momentul urmator, k. Aceste
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marimi se numesc probabilitati de tranzitie. Deoarece din starea i se poate ajunge la momentul
urmator doar in starile 1,2,3,...n, trebuie sa avem p; 1 (k) + pi2 (k) + ... + pin (k) = 1. Cel
mai simplu proces de acest tip este acela in care probabilitatile de tranzitie p; ; (k) nu depind
de momentul k. In acest caz avem p; ; (k) = p; ;. Matricea p cu elementele p; ; se numeste
matricea de tranzitie. Intr-o astfel de matrice > 7 p;; = 1, pi; > 0.

Exemplul 7.5 Sa presupunem ca o particula se poate misca intre doud bariere a < b trecand
prin puncte intermediare
a=T1<T3<..<xz,=0>

Daca particula se gaseste in pozitia x; atunci cu probabilitatea r se deplaseaza inainte in
pozitia x;11 §i cu probabilitatea s = 1 — p se deplaseaza inapoti in pozitia x; 1. In capetele a
gt b particula este respinsa in pozitia tmediat vecina. Pentru 4 pozitii posibile, matricea de
tranzitie este

i

I
cow o
o v O+
—_ oS o
oz oo

(k) (k)

Fie acum p;; = p(§, = j|§, = i), adica p;; este probabilitatea ca sistemul sa se gaseasca

la momentul k in starea j, dacs la momentul initial 0 s-a gasit in starea i. Fie p®*) matricea de
tranzitie de la momentul 0 la momentul k, avand elementele pg?. Din formula probabilitatii

totalegésimp(fk:j|§0:z'):Z?:Op(ﬁk,1=l|fo:i) 'p(fk:ﬂfqula 5o:i>
:Z?:op(fqul"fo:i) 'p(gk:]'"fkq :l)

altfel spus
k k—1
p ="l
1=0

Din aceasta formula rezulta prin inductie
p™ = p*

adica p(®) este puterea de ordinul k a matricei de tranzitie.

Exemplul 7.6 Pentru matricea de tranzitie din exemplul 1 gasim

S 0 r 0

s | 0 s+r-s 0 r?
P=1 g 0 r+r-s 0
0 s 0 r
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Pentru r=3/4 si s=1/4 matricea de tranzitie devine:

0 1 0 0
|14 0 3/4 o0
P=1 0o 174 0 3/4

0 0 1 0

Pentru valort mari ale lui k gasim:

0,0769231 0 0,923077 0

100) _ 0 0, 307692 0 0, 692308
P=m = 0.0769231 0 0,923077 0
0 0, 307692 0 0, 692308

Cum arata probabilitatile p
lamuriri in aceasta privinta.

k . . . v v
f. j) pentru valori mari ale lui k? Urmatoarea teorema aduce

Teorema 7.7 Daca pentrum € N are loc inegalitatea pg?) > 0 pentru orice i, j, atunci exista
lim p®) gi
Jmpi) =p;

mdependent de 1.

Altfel spus, probabilitatile de tranzitie de la starea i in momentul 0, la starea j in momentul
k, se stabilizeaza pentru k — oo la valori independente de starea la momentul 0.
Pentru demonstratie se poate consulta bibliografia.

Exemplul 7.8 Fie matricea de tranzitie

1/8  2/8  2/8 38
1/4  1/4  1/4  1/4
1/10  5/10  2/10  2/10
7/20  3/20  5/20  5/20

Utilizand calculatorul gasim

0,214013 0,283041 0, 238095 0,264851
7 0,21402 0, 283038 0, 238095 0,264846
0,214014 0,28304 0, 238095 0,26485
0,214024 0,283037 0, 238095 0,264844
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0,214018 0,283039 0,238095 0,264848

100 | 0,214018 0, 283039 0, 238095 0,264848
b= 0,214018 0, 283039 0, 238095 0,264848
0,214018 0,283039 0, 238095 0,264848

Se vede cum de la p” se stabilizeazd primele trei zecimale ale probabilitatilor limita, la p'®
fiind stabilizate cel putin 6 zecimale.

7.3 Procese de nastere si moarte

Sa presupunem ca intr-un proces stochastic &, ia valori numere naturale si ca urmatoarele
conditii sunt indeplinite:

) p(Enr=k+1&=k) = M\ - At + O (At), A > 0,(aceasta este probabilitatea unui
proces de nagtere in intervalul (¢,¢ + At))

i) p(Ens =k — 16 = k) = - At+O (At), p >0, k > 1( aceasta este probabilitatea
unui proces de moarte in intervalul (¢, + At).

iii) p (|&4oar — &| > 1) = O (At) (aceasta este probabilitatea a mai mult de o nagtere sau
o moarte in intervalul (¢,¢ 4+ At))

Definitia 7.9 Un proces stochastic cu valori naturale si care indeplineste conditiile i)-iii) de
mat sus se numeste proces de nastere si moarte.

Daca p;, = 0 atunci procesul se numeste proces de nagtere iar daca Ay = 0 se numeste
proces de moarte. Deoarece pentru k > 1 avem

1 = ZP (§t+At = ”|5t = k)
n=0

= D (€t+At =k - 1|€t = k’) +p (ft+At = k|€t = kf)
+p (§t+At =k + 1|€t = k) +p ((‘fﬁrm - k| > 2) |§t - ]{7)
rezulta imediat din i). ii), iii) ca
iv) p (SHM = k|¢, = k) =1 — MAt — p, At + O (At).
Problema care se pune la aceste procese consta in determinarea probabilitatilor

p(§ = k) = px (t) cunoscand py (0) = p (&, = k)-
Solutie. Deoarece evenimentele {{, = k},_, sunt disjuncte avem conform formulei prob-
abilitatii totale pentru £ > 1

p (5t+At = k) = p(gt = 1{7) p <§t+At = k|€t = k) (
+p<£t:k+1)'p(§t+At:k|§t:k+1) (
—I—p(ft:k—l)'p(ft+At:/€|§t:k—1) (
+p(|€t_k|22)'p<€t+At:k||€t_k|22) (
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Folosind relatia iv) in (7.5), relatia ii) in (7.6), relatia i) in (7.7), relatia iii) in (7.8) gasim:

pr(t+ At) = pi(t) - (1 — MAE — p At + O (At))
P (1) - (s A+ O (At))
+pr-1 (t) - (1At + O (At))
4O (AD)

Trecand py, () in membrul stang, divizand prin At, apoi trecand la limitad At — 0 gdsim

Pi (t) = Ae—api—1 (8) = (e + ) pr (8) + pygaPresr (1) (7.9)

Pentru cazul k = 0 o analizd similara conduce la:

o (1) = —Xopo () + pupa (1) (7.10)

Rezolvarea acestui sistem infinit de ecuatii diferentiale este anevoioasa, insa in practica
dupa un proces de tranzitie haotic urmeaza o stabilizare, in care py, (t) sunt constante. Ecuati-
ile in acest caz sunt

0= —Xopo + pyp1 (7_11)
0= Ne1pk—1 — (A + ) P + 1Pk
Din prima ecuatie rezulta p; = i—?po. Folosind celelalte ecuatii gasim succesiv p; = 2‘1)2;,
s.a.m.d. In general obtinem:
AOA Lo s A
pn = S (7.12)
Hifbgeee s fp

Valoarea lui py se determina din conditia

ipz‘ =1 (7.13)
i=0

AoALAn
si acest lucru este posibil numai dacd ), S====% < oco.

In acest fel poate fi modelat fenomenul dle a§teptat la coada.

7.3.1 Model de asteptare cu o singura statie de deservire si un
numar mare de unitati ce au nevoie de serviciile statiei

Se poate imagina o astfel de situatie la o benzinarie cu o singura statie la care vin aleator
magini pentru alimentare. Maginile provin dintr-o populatie mare astfel incit coada nu este
influentata de diminuarea numarului de magini care necesita alimentare.
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Prima problema care se pune este modelarea caracterului intimplator al venirilor in statie
si al plecarilor din statie. Fie A numarul mediu de veniri in unitatea de timp. Deci intr-
un timp At vor fi in medie AAt veniri. Daca numarul de masgini din care se vine la coada
este n iar nevoia de benzina este intimplatoare si independenta de la o masgina la alta atunci
probabilitatea de a veni la coadd k magini in intervalul (¢,¢ + At) este CkpFq"* unde p este
probabilitatea ca o magind sd aibd nevoie de benzind iar ¢ = 1 — p (vezi legea binomiald).

Numarul mediu de veniri este np iar pe de alta parte este X - At. Deci np = AAt = p = ’\TN.
k
In aceste conditii stim lectia 4 c& ci CrpFgn=F — e"\At% atunci cand n — oo . Cum

n este mare, putem considera ca probabilitatea ca la coada sa vina k masni in intervalul

k
(t,t+ At) este e*Mt%. Numarul de veniri la coada in intervalul de timp At poate
fi considerat ca o variabila aleatoare de tip Poisson:

0 1 k
e M gTAAARL e‘mt—(’\ﬁf)k
Prin urmare :
a) Probabilitatea ca in intervalul (t,t + At) sd vind in statie o masind este e"\At’\TAt =

M- At 4+ O(At).

b) Probabilitatea ca sé nu vind in statie nici o masind in intervalul (t,t+At) este e A =
1—X-At+ O(A?).

¢) Probabilitatea ca in intervalul (t,t 4+ At) sa vina in statie mai mult de o magind este
S € ORI — O(A),

In mod analog, fie y numarul mediu de masgini deservite de o statie in unitatea de
timp(presupunand ca are continuu de lucru). Intr-un interval de lungime At vor fi in medie
deservite - At magini. Numarul real al celor deservite poate fi mai mare sau mai mic decit
media si depinde de factori intAmplatori, ca necesarul de benzina, intirzieri produse de sofer,
etc. Admitem ca:

a’) Probabilitatea ca in intervalul (t,t + At) sa plece din statie o masing, daca existd
vreuna, este pAt+ O (At)

b’) Probabilitatea ca in intervalul (t,t+ At) si nu plece din statie nici o magina, daca
existd vreuna, este 1 — pAt + O (At)

¢’) Probabilitatea ca in intervalul (t,t + At) sa plece din statie mai mult de o magina este
O(At).

Ipotezele facute asupra plecarilor din statie sunt aseménatoare cu conditiile a), b),c) in-
deplinite de probabilitatile de venire in statie.

Fie acum familia de variabile aleatoare ,, t € T' = [0, 00) , unde valoarea lui &, este egala
cu numarul de magini in statie la momentul ¢t. Ipotezele facute asupra venirilor si plecarilor,
independente unele de altele, se mai scriu:
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i)
p(lun=k+1E=k) = (A At+O0(At) (1 — pAt — O (At)) +

N N S

o v;’r:ire nict o?)?ecare
+ O (At) = M- At+ O (At)

~——

mai mult de o venire sau o plecare
i)

N / \\ J/

(€ =k =16, =k) = (u-At+0(A1)- (1 - AAt—O (A1) +

-~
o] plecare nictovenire

+ O (At) = u-At+ 0O (A?)
maimult de o plecare sau venire
din conditia a’) de la pleciri si conditia a) de la veniri (o plecare si nici o venire).
iii) p (|&pne — §t| > 1) = O (At) din conditiile ¢) de la veniri si ¢’) de la plecari
Prin urmare avem de a face cu un proces de nagtere si moarte. Marimile py, (t) = p (&, = k)
satisfac deci ecuatiile (7.9)-(7.10), iar la stabilizare ecuatiile (7.11). Solutia la stabilizare este

(7.12) unde A\ = A §i py, = p, adica
A £
Pr = (—) Po (7.14)
o

k
jar din 1 =po Y, (ﬁ) = pol_lA rezults
m

A
po=1——
1
k
Stabilizarea se poate face doar cu conditia 0 < % < 1 astfel incat seria (%) sa fie conver-
genta.

7.3.2 Model de asteptare cu o singura statie
iar numarul de unitati care au nevoie de serviciile statiei este
limitat la o valoare data.

Presupunem acum cé populatia de unde provin maginile (unitéatile) in agteptare este limitata
la un numar de N exemplare. Coada care se formeaza depinde de cidt de des au nevoie
maginile de serviciile statiei si cdt de prompte sunt aceste servicii. In ce privegte capacitatea
de deservire a statiei, nu apar elemente care si modifice ipotezele a’), b’), ¢’) anterioare.
In ce priveste venirile in statie, ele apar in mod normal proportionale cu numarul masinilor



LECTIA 7. PROCESE ALEATOARE 99

in activitate (deci care nu sunt agezate la coadd). Vom face ipoteza cd masinile au nevoie
independent de serviciile statiei, si daca in statie sunt £ magini, atunci probabilitatea ca sa
mai vind una in urmatoarele At unititi de timp este (N — k) AAt 40 (At) dacd k < N si zero
daca k = N. Astfel familia de variabile aleatoare £, care au ca valoare numarul de magini in
statie este un proces de nagtere si moarte cu A\, = (N — k) \ jiar y, = p pentru 0 < k < N .
Prin urmare, conform formulelor (7.12) rezulta
k
pk:N(N 1)H(kN k+1)>\po, 0<k<N (7.15)

Valoarea lui py se determind din conditia ca > ;_,pr = 1.

Un asemenea proces ar putea modela de exemplu coada la reparatii intr-o intreprindere
cu N magini daca serviciul de reparatii are doar un mecanic. Un model mai realist este:

7.3.3 Model de asteptare cu n statii de deservire si cu N unitati ce
trebuie deservite (1<n<N)

In acest caz avem de a face cu un proces de nastere si moarte in care A\, = N — k pentru
0 < k < N (probabilitdtile de a se veni la statie pentru alimentare, reparatii etc. sunt
proportionale cu numarul unitatilor in serviciu), si p, = ku dacd 1 < k <n , p, = nu daca
n < k < N (probabilitatea ca o unitate si pardseascd statia este proportionald cu numérul
celor in curs de deservire). Conform formulei (7.12) gasim

k
Ck, (ﬁ) Do pentrul <k <n-—1

Pr = (7.16)

nlnk—n m

k
MOk <3> po pentrun < k<N

Si aici po se determind din conditia ca ) pr = 1.

7.4 Procese aleatoare stationare

Un proces aleator se numeste stationar daca proprietatile sale statistice sunt invariante la o
translatie a timpului. Fie F; functia de repartitie a v.a. &, si fie p;, densitatea de probabilitate
dacd existd. In continuare in aceastd sectiune timpul ¢ apartine multimii 7' = (—o0, 00) sau
multimii 7" = [0, 00), in afard de cazul cand se specificd o altd situatie.

Definitia 7.10 Procesul aleator &, se numeste stationar de ordinul intdi daca F;, = Fiy,
pentru orice T.

Prin urmare pentru procese stationare de ordinul unu, functia de repartitie este aceeasi
pentru toate variabilele &,.

Sa consideram acum pentru doua valori tq, s vectorul aleator (§t1,§t2). Acest vector are
o functie de repartitie mixta (vezi lectia 6) definita prin F}, 4, (z,y) =p (ftl <z,§, < y)
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Definitia 7.11 Spunem ca procesul aleator &, este stationar de ordinul doi daca functia de
repartitie mizta este invarianta la o translatie a timpului. Mai precis Fy, 1, = Fy, 17 1,4+ Dentru
orice T.

In mod analog se poate defini un proces stationar de ordinul n, prin functia de repartitie
n dimensionala a vectorului aleator (f't Sty ...f‘tn). Daca un proces aleator este stationar de
ordin n, atunci el este stationar de orice ordin 0 < k£ < n.

Pentru un proces stationar media,dispersia, momentele de diverse ordine ale variabilei &,
nu depind de t.Variabilele aleatoare &, nu sunt in general independente. Daca m este media
variabilei ¢, (independent de t) atunci coeficientul de corelatie

M (&, —m) - (&, —m))
o (6 m?) (6. —)

(vezi lectia 6) este si el invariant la o translatie in timp, adica ¢ (§t1,§t2) =c (ftl &, +T)
pentru orice 7. Insa in multe aplicatii ale probabilitatilor se utilizeaza doar media, dispersia
pentru variabilele aleatoare individuale si coeficientul de corelatie pentru perechile de variabile
aleatoare. Aceste marimi pot fi invariante la o translatie a timpului fara ca functia de repartitie
sa fie. De aceea s-au studiat in mod special procesele aleatoare pentru care aceste marimi
sunt invariante la o translatie a timpului, fara sa se ceara si invarianta functiei de repartitie.

gtl ) Stg

Definitia 7.12 Un proces aleator (§,),.; se numeste stationar in sens larg daca
a) media M (§,) = m este independentd det € T'.
b) dispersia M (€,) = o? este independentd de t € T.

c)c (gtl, 5152) =c (§t1+7,§t1+7) pentru orice t1,ty,t1 + T, to + T ET.

Observatia 7.13 Conditiile de mai sus sunt echivalente cu
a’) media M (€,) = m este independenta det € T.
b’) M (&) este functie doar de T (deci independentd de t)

Demonstratia echivalentei celor doua seturi de conditii este lasata ca exercitiu.

In continuare vom nota R (t1,ts) = M (StlftQ) si 0 vom numi functia de autocorelatie a
procesului aleator. Daca procesul este stationar in sens larg, aceasta functie este invarianta
la o translatie in timp, deci depinde doar de diferenta t, — t;. Vom nota in acest caz functia
de autocorelatie prin R (1) = M (§,£,,) = M (§&,). Cateva din proprietétile functiei de
autocorelatie pentru procese stationare in sens larg, apar in continuare:

1.

R(0) = M3 (&)

pentru ca R (0) = (ft§t+0) = My (,).
2.
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pentru cad R (—7) = M (gtgt—T) =M (ft—rft) = R (7).
3.
R(0) = |R(7)]

pentru e din M ( (€ %&,,)") = 0 reaulta M (¢7) + M (€1,,) & 2M (&) = 0, san
2R (0) £ 2R (1) > 0.
4. Pentru orice n € N §i 71, 72,..7, € R forma patratica

ZR(TZ‘—T]').Z'Z‘LL‘J'

ij=1

este pozitiv definitd pentru ca este egala cu M ((Z:‘:l &, Jm_)z) > 0, oricare ar fi ¢ astfel ca
t 4+ 7; € T pentru orice i.

Definitia 7.14 Procesul aleator stationar in sens larg, (§;),.r, se numeste continuu daca
lin%M ((Et — 50)2) = 0. Acest lucru este echivalent cu thI{lM <(§t — §t0)2) = 0 pentru orice
— —to

toeT.

Se mai spune ca procesul aleator este continuu in medie patratica.
5. Daca procesul aleator stationar in sens larg ({,),., este continuu atunci functia de
autocorelatie R (7) este continud (exercitiu).
6. Functia de autocorelare a unui proces stationar in sens larg, continuu, se poate pune
sub forma .
R(1) :/ ™ dF (w)
—0oQ
unde F'(x) este marginitd, monoton crescitoare, continud la stanga. Dacd F admite o
derivata, f, ceea ce se intampld daca |R| scade destul de rapid cand |7| — oo, atunci
R(r) = [7_ €™ f(w)dw. Demonstratia acestui nu face obiectul acestui curs. F (w) se
numeste functia spectrald a procesului (¢,) iar f(w) se numeste densitatea spectrald. Din
formulele de inversiune ale transformarii Fourier gasim ca

Flw) = = /oo IR (1) dr

:% »

Mai mult, tinind seama c& R (7) este para se poate arita ca
(0. ]

R(r) = / cos (rw) dF (w)
—0o0

7. Orice proces aleator continuu stationar in sens larg se poate aproxima prin procese
aleatoare standard. Anume, pentru orice A > 0 si orice € > 0 exista un numar finit n de
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variabile aleatoare ¢y, 1y, ¢, N9,...0,,, 1,, independente doud cate doua si existd n numere
reale Aj, Ao, ...\, astfel ca pentru orice t € [—A, A] are loc relatia

k=1

n 2
M (ft — Z (¢ cos A\t + 1y sin )\kt)) <e€

7.5 Exercitii

1. Care este probabilitatea ca in cazul unui serviciu cu 5 statii de deservire a 20 de unitati si
A

cu raportul intre coeficientit de venire i deservire p = .= %, sa nu poatd fi la un moment
dat satisfacuta o cerere? Dar daca p = %? (o asemenea situatie poate fi intr-o intreprindere
unde o 5 mecanici intretin 20 de masini).
Solutie. Avem un proces de asteptare cu n=>5 statii si N=20 unitati, deci putem aplica
formulele (7.16), pentru k = n, de unde
20 Ch o

k= 5n'nk n

p=
Zk oC P +Zk 57”’:12 7 50 k

Cu un computer, pentru p = 1/5 gasim p = 0, 275, iar pentru p = 4/5 gasim p = 0, 9993.

2. Sa presupunem ca numarul de statii este n iar solicitarile vin dintr-o populatie foarte
mare, deci numarul de veniri nu este influentat de numarul de unitati in asteptare. C’are este
probabilitatea ca o solicitare sa poata fi satisfacuta imediat? Caz particular n =5, p = “ = ; 7

Solutie. In acest caz avem un proces de nastere si moarte in care A\, = A gi in care
pp = k- ppentru 0 < k < n si u, = nu pentru k > n (probabilitatea de a iegi o unitate
din sistem este proportionald cu numarul unitatilor in curs de deservire). Gasim, conform cu

(7.12)

P k, po, pentru £ <n
k pr—
S Do, pentru k > n

Conditia > py = 1 conduce la
1 B 1
n k nn [e'e) k n k n-+1
D k=0 0T Lken (%) 2 k=01 + n!p(n—p)

In cazul concret al problemei, o solicitare poate fi satisfacuta daca numarul de unitati din
sistem este mai mic de n. Probabilitatea cautata este

Do =

n—1 pk
k 0 k!

pn+1
Zk 0 k' + n!(n—p)

MH

i
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Pentru n = 5, p = 1/2 gisim p = 0,998. Daca venirile sunt mai pronuntate, de exemplu
p= ﬁ = 3 (probabilitatea de solicitare a unui serviciu intr-un interval scurt At este de trei
ori mai mare ca probabilitatea de iesire de la un server in lucru), atunci gdsim o probabilitate
de satisfacere imediata a cererii mai mica, p = % =0,7638.

3. La o centrala telefonica vin apeluri aleatoare, independente. Centrala poate deservi
simultan n = 50 de cereri, iar apelurile care vin cdnd centrala este ocupata se anuleaza.
Presupundnd ca raportul p = 2 dintre probabilitatea AAt de venire a unui apel intr-un timp
scurt At gi probabilitatea uAt de eliberare intr-un timp scurt At a unui circuit ocupat este
p = 50, sa se calculeze probabilitatea ca un apel telefonic sa fie anulat.

Solutie. Si in acest caz avem un proces de nastere si moarte. Fie p, probabilitatea ca in
centrala sa fie k circuite ocupate. Coeficientul A, pentru ”nastera unui apel” este fix, egal cu
A. Coeficientul p;, pentru "moartea unui apel” este p, = k - i1, pentru ca daca sunt £ circuite
ocupate atunci probabilitatea de eliberare a unui circuit creste de k ori fatda de cazul unui
singur circuit ocupat. Conform cu formulele (7.12) avem

AoAi. s A A -

o = 2 Pl = ; pr:p—lpO,pentruOSk‘Sn
Hyfbg.- o H klp k!

pr = 0, pentru k& >n

Din conditia >, _,pr = 1 rezulta
1

RV
k=0 k!

Probabilitatea ceruta in problema este

o

— n
n k
> ko fr
unde trebuie luat n = 50, p = 50. Cu calculatorul se obtine p = 0.104787.
Pe masura ce solicitarea centralei creste, adica p creste, devine din ce in ce mai mare

probabilitatea ca un apel sa fie anulat. Mai jos apare graficul acestei probabilitati in functie
de gradul de incarcare p al centralei.

P =Dn
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Cresterea probabilitatii p (verticald) de refuz a unui apel
cu cregterea factorului p (orizontald) de incércare al centralei

4. O particula se migca intre doi pereti doar prin pozitiile r1 < xo < x3 < x4 astfel: daca
este intr-o pozitie interioara atunci cu probabilitatea % face un salt in pozitia din fatd si cu
probabilitatea ;11 in pozitia imediat din spate; daca se gaseste in prima sau in ultima pozitie,
ramdne definitiv acolo.

Sa se descrie comportarea particuler dupa un numar mare de salturi.

Indicatie. Matricea probabilitatilor de trecere din o pozitie in alta este:

1 0 0 0
14 0 3/4 0

P=1 0 1/4 0o 34
0o 0 0 1

Cu calculatorul gasim de exemplu

1 0 0 0
100 | 0.30769 4.4679 - 10737 0 0,692308
0,07692 0 4,4679 - 10737 0,923077

0 0 0 0

Aspectul matricei p'®° pune in evidents ci dupd un numér mare de salturi particula este
captata de un perete sau altul, probabilitatile de a raméane in pozitii intermediare fiind foarte
mici. Care este valoarea exacta a matricei p>?

5. Fie (n;);c, o familie de variabile aleatoare independente, care au toate repartitia

(1)

N[ =t
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1; le (_%7 g]
0, in caz contrar
prin & = .o, f(t—1i-b)n;. Sa se calculeze functia de autocorelatie R (t1,t;). Este procesul

stationar in sens larg?

Fie f : R — R prin f(t) = Definim acum procesul aleator (&,),cp

Solutie. Pe intervalul (—g, g] , & = 1ny; pe intervalul (%, %b], & = my; ... pe intervalul

I, = (ib — g,ib + g], § = n;. Prin urmare &, &, = n;n; dacd t; € I; si ta € I;. Deoarece
variabilele 7, sunt independente rezulta ca M (é‘tlfw) =M (mnj) este diferita de zero doar
daci i = j, adicd ty, t € I;, caz in care avem R (t1,t5) = M (n?) = 1. Functia de autocorelatie
nu este invarianta la o translatie in timp deci procesul nu este stationar in sens larg.

6. Fie procesul aleator & = ,_, ai (¢, cos At + n;, sin A\gt) unde ax si Ay € R, iar ¢, si
N, sunt variabile aleatoare independente, de medie 0 gi dispersie 1, pentru k=1,2,...n. Sa se

arate ca procesul este stationar in sens larg i sa se determine autocorelatia procesului.
Raspuns. R(7) =Y a2 cos \;T.
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Lectia 8
Statistica descriptiva

In cele ce urmeaza vom incerca sa explicim ce este statistica, cum difera ea de teoria probabil-
itatilor, ce o leaga de aceasta, care sunt partile ei componente si cum incepe demersul practic
intr-o problema de statistica (adicd vom spune cateva cuvinte despre statistica descriptiva).

Atunci cand omul nu a mai putut intui a inceput sa mdasoare. Masuratorile si obser-
vatiile au devenit prima treapta spre intelegerea legilor naturii. Dar, in acest fel, omul nu
mai poate sa cunoasca direct realitatea, el poate numai sa o aproxrimeze succesiv prin modele
fizice si apoi prin modele matematice. Dar aceste modele nu descriu ezact Realitatea. Ele o
aproximeaza si apar asa numitele erori. Unele erori sunt previzibile, altele insa sunt intam-
platoare (aleatoare). Aceste ultime erori (aleatoare) au si ele legile lor de manifestare. Apar
deci fenomenele aleatoare descrise prin variabilele aleatoare. Teoria probabilitatilor pleaca de
la ipoteza cd se cunosc exact aceste variabile aleatoare (prin functiile de probabilitate, prin
functiile de repartitie, prin functiile caracteristice, etc.). Statistica pleaca de la masurato-
rile brute si cauta sa regaseasca modelul probabilistic teoretic exact care se afla in spatele
acestor masuratori. Partea ”empirica” a statisticii care se ocupa de prelucrarea datelor obt-
inute prin masuratori sau observatii se numeste statistica descriptiva. Aparatul matematic al
teoriei probabilitatilor, pus in functiune pentru a studia si interpreta aceste date, in dorinta
de a recupera modelul probabilistic real, care guverneaza fenomenul masurat sau observat,
formeaza inferenta statistica. Dupa ce cercetatorul capata informatii suficient de clare despre
fenomenul probabilistic studiat, el va trebui sa actioneze optim potrivit acestor informatii.
Apare deci teoria deciziei statistice, care este o ramura importanta a statisticii.

8.1 Statistica unei variabile

Multimea de obiecte studiata se numeste populatie. Un obiect separat dintr-o populatie
data se numeste individ sau membru al populatiei. Trasatura comuna a tuturor membrilor
populatiei care ne intereseaza in studiul nostru se numeste caracteristica. Caracteristicile
pot fi cantitative (inaltime, greutate, nota la examen, abscisa unui punct in plan, etc...) sau

107
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calitative (culoarea ochilor, sex, loc de nastere, etc...). Oricum statistica lucreaza cu numere,
caracteristicilor calitative li se atasaza coduri numerice.

Exemplul 8.1 Ne intereseaza statistica ploilor in Bucuresti pe anul 1995, zilnic. Aici popu-
latia este multimea zilelor din anul 1995, un individ al populatiei este o zi anume din acest an,
de exemplu 3 ianuarie, tar caracteristica calitativa este faptul ca a plouat sau nu in acea zi.
Daca a plouat punem 1 si daca nu, putem 0. Numerele 1 si 0 reprezinta coduri in statistica
respectiva.

Presupunem in continuare ca avem numai caracteristici cantitative ale unor populatii, mai
exact avem multimi brute de numere reale, sau tabele de numere reale. Privim aceste numere
atasate unei populatii ca fiind valori ale unei variabile aleatoare X. Vom spune pe scur: ” fie
populatia X7

Exemplul 8.2 O masina produce piese cilindrice fine, cu diametru standard fivat p= 3 cm.
Fiecare piesa are o abatere de la acest diametru, masurata in microni. Aceste abateri formeaza
o "populatie” in sensul de mai sus, mai bine zis valorile unei variabile aleatoare X. Noi nu
putem sa precizam de la inceput ce abatere va avea o piesa luata la intdmplare, dar putem
face o selectie de n piese si putem masura abaterile lor: x1,xs,...,x,. Fiecare x; reprezinta
o valoare a v.a. X care, teoretic vorbind, are o densitate de probabilitate p(x) si o functie de
repartitie F'(z).

Definitia 8.3 O multime de n observatii independente asupra unei caracteristici numerice X
a unet populatic P, care ne da n valori x1,xs, ...z, , se numeste selectie de volum n. Sirul de
valori (), <;<, il vom numi serie statistica discreta.

In exemplul de mai sus facem o selectie de volum n din multimea pieselor si construim asa
numita functie de repartitie empirica F)(x).

Definitia 8.4 Se numeste functie de repartitie empirica asociata unei variabile aleatoare X
gi unei selectii {x1,xa, ..., T, },functia F¥ : R — R
nr. de valori vy <x kg

Frt(m): " =

Teorema de mai jos pune in evidenta ca functiile de repartitie empirice aproximeaza oricat
de bine functia reala de repartitie.

Teorema 8.5 Fie P o populatie statistica si X variabila aleatoare atasata ei cu functia de
repartitie F'(x). Pentru o selectie de volum n: {xy,xs,...,x,} construim ca mai sus functia
de repartitie empirica Ff(x). Atunci

Prob{| F(z) — F;(x) |> €} — 0

cind n — oo, pentru orice € > 0, fixat. Altfel spus F'(x) — F(x) in probabilitate.
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Demonstratie Si notdm cu p =Prob{X < z} = F(), si cu F};(z) = % (vezi definitia de
mai sus). Notam cu 7, ...,n, v.a. construite astfel: 7, are valoarea 1 daca r; < x si 0 in caz
contrar. Variabilele 7,, ...n,, sunt independente (ca valori ale unor observatii independente) si

au distributia
( 1 0 )
p lp

Avem M(n;) = p, D (n;) = p(1 — p). Este clar c& v.a. Y, = D= are media p si dispersia

1 p(l—p)
D(Y,) = =D (m)+...+D0,) =———
n n
(a se vedea proprietatile mediei i dispersiei, Lectia 2). Aplicim acum inegalitatea lui Cebisev
lui Y, si gasim ca

Prob (| F(x) — F(z) |

€)
— Prob(|Y, —p| > €) < (f) _292(1n—210)2

S IV

Cum partea dreaptd tinde la 0 cand n — oo rezultd ca Ff(z) — F(x) in probabilitate,
cand n — oo.

QED.

In urma oricarei selectii de volum n dintr-o populatie de numere se obtine un sir finit de
n numere numit serie statisticd (de volum n). Cum construim o densitate de probabilitate
empirica? Pentru a raspunde la aceasta intrebare grupam termenii unei serii statistice in
intervale disjuncte: I;,Is,...,I;, dupa criterii mai mult sau mai putin subiective. Asociem
fiecarui interval I; mijlocul lui, M;. Punctului M; ii asociem frecventa relativa a v.a. empirice
pe intervalul I;, adicd catul dintre numarul n; al acelor z; care se afld in I; si n (volumul

intregii selectii): n;/n. Este clar cd in felul acesta obtinem o v.a. X, < nx/n > J=12 ..k,
j

unde z; este abscisa punctului M;. Graficul functiei de probabilitate al v.a. X,, se numeste
histograma asociata selectiei xy, ..., x, si impartirii in intervale I;,...,I. Daca unim printr-
o linie poligonald punctele de coordonate (z;,n;/n) obtinem un poligon al frecventelor ce
aproximeaza de fapt graficul functiei densitate de probabilitate al v.a. X pe un interval finit
(LUl U - - - UIg) care contine numerele x1,...,2,.

Pentru o selectie data {z1, ..., 2, } se introduc diferiti indicatori empirici care dau anumite
informatii despre intreaga populatie.

Definitia 8.6 Fie {x1,z2,..2,} 0 selectie de volum n.
i) m* = W se numeste media empirica.

k k k
y ot
i) mk = —””1”2” Tn

*\k w\k *\k
iii) py = (z1—m”) ““‘mn) tod@aom)T oo numeste momentul empiric centrat de ordin k.

se numeste momentul empiric de ordinul r.
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an*)2 o *)2 o *)2 i X o .
i) S*¥2=D" = 0*? = (@) @a—m) et @a =) oo pymeste dispersia empiricd sau vari-

anta empirica. o* se numeste dem’a;‘z’g standard.

v) S™*% = (3“7m*)2+(I277T_*12+"'+(x”7m*)2 se numeste dispersia empirica modificata.

vi) Valoarea o € R astfel ca numarul de valori x; < « este egal cu numarul de valori
r; > «, se numeste mediana. Daca exista mai multe asemenea valort pentru o, atunci ele
formeaza un interval gt mediana este prin definitie mijlocul acestui interval.

vii) Valoarea x; cu frecventa mazxima de aparitie se numegte modul selectiei. (este posibil
sa nu fie unic)

vit) Se numegte prima cvartila a selectiei, cel mai mic x astfel ca numarul de valorix; < x
sa fie > %n . A treia cvartila este cea mai mica valoare x; astfel ca numarul de valori x; < x;
sa fie > %n. Analog se defineste a p-a cuantila de ordin q ca cea mai mica valoare x; astfel

ca numarul de valori x; < x; sa fie > §n.

Observatia 8.7 eIn cazul cind datele sunt grupate pe intervale, definitiile de mai sus se
referda la mijloacele intervalelor, fiecare mijloc fiind considerat de atdtea ori cdte valori se afla
in el.

en general daca o valoare x; se repetd atunci vom nota cu n; numarul de aparitii, §i
cu f; = "+ frecventa relativa. Formulele de mai sus pot fi scrise m* = % = > fixi,
o2 =3 fi(x; — m*)2, etc. Insumarea se face acum numai dupa valorile x; distincte. Seria
statistica o vom nota in acest caz (:Ui,ni)1<i<p, pundnd in evidenta de cdte ori apare fiecare
valoare.

o Media si mediana descriu ”centrul” valorilor de selectie iar dispersia este o masurd a
imprastierit acestor valori in jurul "centrului”. Modul indica in ce zona sunt cele mai probabile
valori. Cuantilele indica in ce zone se afla un anumit procent de valori.

Propozitia 8.8 Urmatoarele formule au loc:

go_n¥al — (L)

3 (8.1)
2
n(n —1) '
2
S*/ 2 — le - n *2 8.3
n—1 n—1 m (83)
Demonstratie. Sunt calcule simple lasate ca exercitiu.

Observatia 8.9 In general in calcule nu utilizam notatiile m*, D*, etc. cim, D, ... Am intro-

dus aici notatiile m*, D*, .. pentru a le distinge de m=media teoretica, D=dispersia teoretica,
etc., care se vor introduce in lectia urmatoare.
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Exemplul 8.10 O firma este interesata de timpul mediu al convorbirilor telefonice si de
distributia acestor timpi fata de timpul mediu (dispersia) pe durata a 40 convorbiri telefonice
consecutive. Timpit s-au rotunjit in minute gi rezultatul sondajului a dat urmatorii timpi: 4,
6, 4, 4,7, 2, 8, 1,2,1, 1, 4,9, 8, 11, 12, 3, 2,1, 1, 3, 9, 4, 5, 7, 7, 9, 10, 10, 1, 2, 2, 3, 11,
12, 10, 1, 1, 3, 4. Sa se faca si o histograma a frecventelor relative si un grafic al functiei de
repartitie pentru acest sondaj.

Solutie Facem mai intai urmatorul tabel :

timpi de numarul frecv. relativa  frecv. cumulata
convorbire t; convorbirilor n; fi=ni/n Fey
1 min 8 8/40 8/40
2 min 5 5/40 T n =0
3 min 5 5/40 ot = 1o
4 min 6 6,40 24/40
5 min 1 1/40 25,40
6 min 1 1/40 26/40
7 min 3 3/40 29/40
8 min 1 1/40 30/40
9 min 3 3/40 33/40
10 min 3 3/40 36/40
11 min 2 2/40 38/40
12 min 2 2/40 40/40 =1

e media convorbirilor este

. 1
1
= g1 8+2:543544:645 14461
+7-34+8-149-34+10-34+11-2+4+12-2)

= 93
e dispersia empirica este
3 (ti—m*)? ng/n
= (%(1—m*)2.8+(2—m*)2.5+(3—m*)2.5+...+(12_m*)2_2)
= 13,179

e mediana este 4, prima cvartila este 2, a treia cvartila este 8,25, modul este 1.
e histograma frecventelor este
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1 2 3 4 5 6 7 8 9 10 11 12

e histograma frecventelor cumulate este:

1 2 3 4 5 6 7 8 9 10 11 12

Exemplul 8.11 Se da o selectie de 150 de numere {x1,2s,...,215} cu media de selectie
m=102, 42. Aceste numere se grupeaza in 8 intervale [81,5;87,5), [87,5;93,5), ..., [123,5; 129, 5),
de lungime 6 unitati. FEle se repartizeaza in aceste intervale dupa cum urmeaza: in primul
interval avem 2 numere (n1=2), in al doilea 23 de numere (ny=23), fs=22, ny=65, ns=20,
ne=10, ny =0, ng=8.a) Sa se calculeze media selectiei. b) Sa se calculeze dispersia selectiei.

Solutie a) este ldsat ca exercitiu; se gaseste m* = 102, 42.
b) Se face urmatorul tabel de calcule:
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T ny oy —mt (zy—mt)’ (g —m)n,
(mijlocul int.)
84,5 2 —=17,92 321,1264 642, 2528
90,5 23 —11,92 142,0864 3267,9872
96,5 22 —=5,92 35,0464 771,0208
102,5 65 0,08 0, 0064 0,4160
108, 5 20 6,08 36, 9664 739, 3280
114,5 10 12,08  145,9264 1459, 2640
120,5 0 18,08  326,8864 0, 0006
126, 5 8 24,08 579, 8464 4638, 7712
11519, 0400

Gisim S*2 — Z@=—m)’n; _ 1151904

) n 150
Zl’j”.i
n

= 76,79. Pentru verificare putem folosi formula S*? =

— m*? care este mai comoda, dar cere o coloani separatd cu calculul lui x?

8.2 Statistica a doua variabile

Sa presupunem ca avem doua caracteristici numerice care se urmaresc, de exemplu inaltimea
si greutatea. Prin testare se gaseste urmatoarea situatie: x; sunt greutatile, y; sunt inaltimile
observate (grupate pe intervale), iar la intretdierea coloanei i cu linia j se afld numarul de
cazuri observate, 1; ;.

”ZTT 43 48 53 58 mn
152 20 8 2 0 30
57 2 18 1 4 25
62 0 1 10 4 15
67 0 1 4 15 20
n,. 22 28 16 23 N=80

Notdm o asemenea serie de observatii prin (z;, y;, n;j)1<i<p. Avem de exemplu la x,=48
1<j<q
si y1=152 un numar de ny; =8 cazuri inregistrate.

Se definesc urmatoarele marimi:
i) n;,. = Zj Nij, Nj = 2N, N:Zm n;j. Seria (x;,n; ) se numeste seria marginald in
. . . . [UEDN 9 . n, 4
X, iar seria (y;,n. ;) se numeste seria marginala iny. f; = =+ si f.; = < se numesc frecvente
. . Nng 4 o
marginale, iar f; ; = = se numeste frecventa dubla.
2 MY >im.i Y

.e Z ~TL'7‘£L" . N; T . .o .
ii) my = == = 2 N simy = SR = == se numesce medii marginale.

ii)

o2 — Zu nij (i —my)? > M, (xi — m;)z _ >0 M, T 2

* N N N *
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si

2
*)2 * 2
v Mgy —me)? Y (y—mp)T Y I
o —_= = —m
Y N N N Y
se numesc dispersii (variante) marginale.
iv) Covarianta seriei este numarul

* *

> Mg (w0 —mi) (y; —my) _ i Mgy,

cov(z,y) = —mim?.
(.9) N N oy
v) Coeficienrtul de corelatie liniard al seriei este p, , = w

K x y

In cazul de mai sus gasim

0 22-43+28-48+16-53 +23-58

. — 49, 438;
mil? 80 b b
30152+ 25 157 4+ 15 - 162 + 20 - 167
m = + 8+0 i — 157, 313;

22 - (43 — 49,438)2 + 28 - (48 — 49,438)%*+
+16 - (53 — 49,438)% + 23 - (58 — 49, 438)>
o2 = ( ) ( " _ 28, 246;
80
30 - (152 — 157,313)2 + 25 - (157 — 157, 313)%+
., +15- (162 —157,313)% + 20 - (167 — 157, 313)?
o

= 26, 465;
Yy 80 ? ’
20 - (43 — 49,438) - (152 — 157, 313)+
18- (48 — 49,38) - (152 — 157, 313)+
o+ 15 (58 — 49,438) - (167 — 157, 313)
cov(z,y) = 20 = 18, 926;
18,926

=0,692.

Pry = " /58,246 - 26, 465

Reprezentarea graficd a datelor se face prin discuri pline: in punctul (z;,y;) se pune un
disc cu aria proportionala cu numarul de observatii care au dat greutatea z; si inaltimea y;.
Se obtine histograma:
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167. 9

165

162. §

160

157. 9

155

152. 9

42.5 45 47.5 50 52.5 55 57.5

( dreapta nu face parte din histograma; vezi in continuare)

Doua selectii de acelasi volum n din doua populatii diferite, {x1,...,x,} si {y1,...,Yn} se
zic corelate prin functia y = f(x) dacd yp = f(xy), pentru k =1,2,...,n.

Daca f(x) = ax + b, corelatia se zice liniard. Am vazut in lectia 6 cd p,, = +1 este
echivalent cu faptul ca punctele (x;,y;) sunt de-a lungul unei drepte. Daca }px’y} este apropiat
de 1 atunci datele (z;,y;) sunt aproximativ pe o dreaptd y = ax + b. Reludm aici, in varianta
folosita in aplicatii acest lucru.

Teorema 8.12 Flie (x;,yj,nij)1<i<p 0 selectie dubla. Atunci:
1<5j<q
a)—1< Pry < 1 §i semnul egal apare daca si numai daca punctele (wi,y5), pentrun; ; # 0,
sunt coliniare.
b) Ecuatia dreptei y = ax+b, unde coeficientii a, b sunt determinati de conditia ca expresia

Bla,b) = > (g —am—b)* =Y niy(y —az —b)?
i

(z4,yj)=0bservat

sa fie minima, este:
y= LD oty (8.4

Aceasta dreapta se numegte dreapta de regresie a lui y in x.

Demonstratie. )
a) Deoarece n;; > 0, atunci expresia E' =, . n; ; (t(y; —m3) + (x; —m3))~ este pozitiva

pentru orice t € R. Ridicand la patrat, gasim: t2UZQ+ZCov (x,y)t+0'? > 0 pentru orice t € R.
*2 %2

] — 2 *2 %2 S St o 2 .o
Prin urmare A = 4cov® (z,y) — 40,°03;? < 0. Prin impartire cu 0;°0;° gasim p; , < 1, adicd

—-1<p,, <1 Dacd p = =+1 atunci A = 0 deci exista tg astfel ca F = 0, deci fiecare paranteza
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este egald cu 0, deci pentru orice ¢, j, pentru care n; ; # 0 avem t (yj — mZ) +x; —m; =0,
deci punctele (z;,y;) cu n; ; # 0 sunt coliniare.

9% (ab 9% (ab o . A : ..
b) # =0, % = 0 formeazi un sistem liniar in a si b cu solutiile a = %,
_ * * x
b=my —amj.
QED.

Analog se determina dreapta de regresie a lui x in y. Cele doua drepte sunt distincte. Ele
coincid doar daca datele (x;,y;) sunt coliniare. In cazul de mai sus gasim y = 0,67x+124, 188,
dreapta care este reprezentata pe histograma datelor.

Daci f(x) = ax?+bx+c, corelatia se zice parabolica. Coeficientii se determind din conditia
ca ®(a,b,¢) =37, nij(y; — ax} — ba; — ¢)’ si fie minim.

Daci f(x) = aeb®, corelatia se zice exponentiald si se reduce prin logaritmare tot la o
corelatie liniara: In (f (z)) = In(a) + bx. Coeficientii = In (a) si b se determina din conditia
ca @ (a,b) =3, ini;(In(y;) —a— bx;)? si fie minimé.

Daci f(x) = az’, atunci avem prin logaritmare In(f(x)) = In(a) + b1n (z), si, la fel ca mai
sus se deduc coeficientii a = In (a) si b din conditia ® (o, b) = >, ;i ; (In(y;) — o — bin(z;))’
sa fie minima.

In multe situatii pentru fiecare x; avem doar o valoare y pe care o notam y;, deci valorile
(x;,y;) sunt pe graficul unei functii. Determinarea unei functii care ajusteaza datele respective
prin metoda celor mai mici patrate consta in propunerea unui model de functie, f(x,a,b,..),
si determinarea parametrilor a,b,.. din conditia ® (a,b,..) = >, (v; — f (z4,a, b, ))2 sd fie
minima.

8.3 Exercitii

1. S-a facut un sondaj preelectoral pe un esantion de 100 persoane. Am notat cu A, B, C,
D, E candidatii, cu F raspunsul “nedecis” si cu G raspunsul "nu intentionez sa votez”. Sa se
construiasca o histograma cu functia de distributie si alta histograma cu functia de repartitie
(frecventa cumulatd) pentru acest sondaj daca raspunsurile sunt date in urmatorul tabel: C,

A A B EF F C C C A B A A A E F, A, BGDBB C,F, G, G, D, D,D,

B} A7 B7 B7 B) F7 G7 B7 C) A7 E} 07 O} D} G7 A} A) ) J 7 OJ ‘D} 2 E} G7 G7 A‘7 B} B)
A’ F} F} G} G} G7 G7 A? A7 A7 B7 B} C? 07 A’ A7 D7 7 7 7 G7 A? 2 07 C? D} A7 2 2
A, B F, G A B C D, A, A, B, E.

Solutie Aici trebuie mai intéi si codificdim numeric literele (optiunile electoratului) A, B,
C, D, F, G. De exremplu, propunem urmatoarea codificare:

G+—0

F——1

A——4

B+——5

C+—6
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D+——T7
2. Doua grupe de 10 studenti A i B au obtinut urmatoarele note la examenul de statistica:
A:8 566,709, 4,3 5 6
B:9.6, 78, 6, 10, 5, 4, 6 ,7.
Sa se gaseasca cea mai bunda corelatie liniara intre cele doua selectit. Sa se gaseasca val-
oarea deviatiei patratice. Sa se faca acelasi lucru pentru o corelatie de tip parabolic si sa se
compare deviatitle patratice.

3. Fie selectia {0, 1, -1, -1, -2, 1, 1, -1, 2, 3, 1, 4, 8, -1, 0, 0, 8, -1, -2, -2} dintr-o
populatie anume. Fie X v.a. care guverneaza populatia. Sa se aprorimeze cu ajutorul selec-
tiet numarul P(0 <X< 2). Se cere graficul functiei de repartitie pentru aceastd selectie gi o
histograma a frecventelor.

4. S-a facut un sondaj asupra pretului (in centi) galonului de benzina premium asupra a
30 statii luate la intaémplare. De aict a rezultat selectia: 65, 58, 64, 68, 52, 48, 59, 59, 56, 63,
61, 66, 52, 57, 60, 62, 55, 55, 64, 71, 61, 63, 46, 53, 60, 57, 58, 57, 54, 58. Se cere graficul
poligonului de frecventa (relativa) daca: a) grupam datele in intervale de lungime 3, cu 60
centrul unui asemenea interval; b) grupam datele in intervale de lungime 5, cu 60 ca centru al
unui asemenea interval. Calculati pentru aceste grupari media si dispersia de selectie. Gasiti
graficul functiilor de repartitie empirice.

5. La un concurs 12 studenti au obtinut urmatorele punctaje: 18, 15, 19, 27, 13, 30, 24,
11, 5, 16, 17, 20. Calculati media, mediana, deviatia standard si deviatia absoluta medie.
Construiti functia empirica de frecventa cumulata (f. de repartitie) si interpretati rezultatele
obtinute.



Lectia 9
Statistici. Estimarea parametrilor

Amintim c& o populatie P este o multime de obiecte din care se fac selectii finite (de volum
n < oo). Populatia se poate identifica cu multimea tuturor observatiilor potentiale pe care
le putem face asupra obiectelor ei. Pentru fiecare obiect al selectiei se testeaza valoarea unei
caracteristici numerice, X. Admitem ca pe P exista o probabilitate si ca X este o variabila
aleatoare. Distributia (functia de repartitie) a v.a. X se numeste distributia populatiei dupa
caracteristica X.

Exemplul 9.1 Intr-o magazie graul este amestecat cu neghina. Populatia P este aict totali-
tatea boabelor din magazie ( cdteva sute de milioane). Fie X : P — R,

1 daca e grau
0 daca e neghina

X (bob) = {

Probabilitatea p ca un bob sa fie de tip A este definita prin:

nr. de boabe de tipul A AcP

A) = ,
p(4) nr. de boabe din magazie
Aici p nu se poate determina experimental exact din cauza numarului mare de boabe, dar
teoretic p exista. Valoarea medie a lut X tnmultita cu 100 este procentul de boabe de grau din
magazie, lucru important.

Exemplul 9.2 Sa presupunem ca mai multe persoane, sau aceeasi persoand in mai multe
randuri, masoara independent o lungime, de aproximativ 1 km folosind o ruleta de 2 m.
Evident ca se vor obtine rezultate diferite datorita unei game largi de cauze incontrolabile.
Putem in acest caz considera P ca multimea tuturor complexelor de cauze necontrolabile care
influenteaza rezultatul masuratorii sau putem considera P ca multimea tuturor masuratorilor
posibile. Oricum P nu este o multime pe care o putem explicita ca in cazul precedent. Admitem
insa ca pe P exista o probabilitate iar o masuratoare inseamnd o manifestare a unui complex
w de cauze necontrolabile care conduc la un rezultat X (w) , in cazul nostru X fiind o lungime.

118
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Prin urmare caracteristica lungime apare ca o functie X : P — R. Admitem ca X este o
variabila aleatoare, adici (vezi lectiile 2, 3) {w € P| X (w) < r} C P este o multime pe care
este definita probabilitatea p.

Statistica Matematica se ocupa, printre altele, cu problema determinarii repartitiei unei
variabile aleatoare X ca in exemplele de mai sus, prin experimente. In general n experimente
conduc la n valori numerice 1, ...x,. Ce operatii trebuie facute cu valorile 1, ...z, pentru a
gasi caracteristici ale lui X si ce incredere putem avea in rezultatele obtinute?

In continuare prezentam felul in care putem considera rezultatele 1, x», ..z, ale lui X in
n experiente independente ca valori a n variabile aleatoare independente X, X»,... X,,. La o
prima lectura se poate sari peste aceasta parte, remarcandu-se doar concluziile.

Fie P ca mai inainte spatiul probabilizat al cauzelor incontrolabile, fie 2 C P(P) o—algebra
submultimilor lui P pentru care e definita o probabilitatea p. Notam P girurile de elemente
din P. Deci w € P> dacd si numai dacd w = (wy),cy si pentru orice k, wy, € P. Urmatoarele
submultimi ale lui P> :

A = A xAyx ... xA, xPxPx.. (9.1)
= {(wr)pen |wr € Ap pentru 1 <k <n}

unde A, € 2 pentru orice k, se numesc paralelipipede. Aici n nu este fixat ci poate fi orice
numar natural. Fie Q°° submultimile lui P> care sunt reuniuni finite de paralelipipede.
Se arata ca aceaste multimi formeaza o algebra. Pe aceasta algebra putem defini o unica
probabilitate p’ astfel ca pentru paralelipipede sa avem:

P (A) =p(A1) p(Ag)-..p(An) (9.2)

unde p este probabilitatea pe P. Definitia seamana cu definitia volumului unui paralelipiped
in functie de lungimile laturilor sale. Asemenea probabilitati nu sunt suficiente pentru nevoile
de calcul. E nevoie de o proprietate de continuitate de genul: B; C By C ...By C ... cu
B = Uj—1,00 By implica p (B) = le p (Byg). Constructia unei astfel de probabilitiati peP> se
realizeaza astfel: T

a) Se extinde Q2 la cea mai mica o algebra (deci algebra de multimi inchisa si la reuniuni
numarabile) notats ()

b) Probabilitatea p’ definitd pe Q> ese extinde unic la o o probabilitate pe Q) notats
p(o)

Probabilitatea p(>) se numeste probabilitate produs. Detaliile de constructie nu fac obiec-
tul acestui curs. Putem remarca asemanarea constructiei probabilitatii produs cu a volumului
corpurilor plecand de la lungime. Aga cum in afara de reuniuni finite de paralelipipede exista
si alte corpuri cu volum, tot asa apar in Q> gi alte multimi care au probabilitate, in afar
de reuniunile finite de tipul (9.1).

Definitia 9.3 Multimea P>® impreund cu Q) C P (P>) si cu probabilitatea p> : Q(>) —
R se numegte produsul infinit al campului de probabilitate (P,€), p).
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Observatia 9.4 In lectia 2 am introdus produsul finit al unor campuri de probabilitate. Fata
de cazul considerat acolo, aici avem doud lucruri in plus:

a) pentru a avea o o probabilitate pe produs trebuie extinsa algebra de multimi formata din
reuniuni finite de multimi paralelipipedice la o o algebra

b) Am luat in consideratie o infinitate de factori in produs .

Observatia 9.5 In principiu nu e nevoie de o cunoastere detaliata a produsului de campuri
de probabilitate. Este suficient sa stim ca el exista gi ca probabilitatea unei multimi paralelip-
ipedice este produsul probabilitatilor factorilor (formula 9.2).

Fie acum X ov.a. pe P, X : P — R. In aceste conditii pe P> avem un sir de v.a. definite
prin:

X;: P® =R, X (w)=2X; ((Wk)ke]v) = X (wy)

pentru orice ¢ € N. Prin urmare X; aplicata unui sir este valoarea lui X pe componenta a ¢ a
sirului w = (Wg)ey € P°. Aceste v.a. sunt independente si la fel distribuite (adica au aceeasi
functie de repartitie, deci aceleasi caracteristici numerice). Pe produsul finit P* = Px P...x P
avem in mod analog variabilele aleatoare X; definite prin formula de mai sus dar cu w € P".
Ele sunt independente si la fel distribuite.

In concluzie, mai multe masuratori ale unei marimi apar in statistica astfel:

a) Urmarim o componenta numerica a unui fenomen, sa zicem notatd cu X .

b) Acea caracteristica depinde de o seama de factori dintr-o multime P, in general neex-
plicita.

¢) Admitem ca pe P exista o probabilitate p, iar X:P— R este o variabila aleatoare.

d) Prin n experiente independente gasim pentru X wvalorile 1, xa, ...2y,.

e) T1,xs,...x, apar ca valorile a n variabile aleatoare X, Xs, ...X,, definite pe spatiul
produs P™ sau pe P*°. Aceste v.a. sunt independente si la fel distribuite ca X. Vom numi
X1, Xo, ... X, variabile aleatoare de selectie asociate lui X. X; reprezinta rezultatul experienter
i. In cele ce urmeaza vom considera toate variabilele X; definite pe aceeasi multime P°.

Ne ocupam in continuare de operatiile pe care le facem cu rezultatele x4, x5, ...z, pentru a
obtine caracteristici ale variabilei aleatoare X. Vom folosi doar acele operatii in care multimea
P, care nu este explicita, nu intervine efectiv. Probabilitatea pe P> o vom nota uneori cu
Prob alteori cu p.

Definitia 9.6 Se numeste statistica un sir (G,),cy de variabile aleatoare G, : P* — R.

Toate statisticile utilizate de noi vor fi de forma urmatoare:

i) se da un gir de functii g, : R* — R

it) avem o v.a. X : P — R

Fie X1, Xs,...X,,,... variabilele aleatoare asociate. Definim statistica:

gn (X1, Xs,..X,) : P° = R
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, astfel
gn (X1, X5, . X,) (W) = gn (X1 (W), Xo (w),...X, (w)) pentru w € P>

Uneori vom folosi termenul de statistica pentru sirul de variabile aleatoare construite mai sus
pe P.

Exemple de statistici frecvent folosite

Fie X o v.a. cu functia de repartitie F' : R — R, si X, X», ...X,, variabilele de selectie
asociate. Vom folosi urmatoarele notatii:

al) m=["_xdF (z) = media lui X (Lectia 3)

bl) M(Xy, Xs,..X,) = )_((n) = w : P* — R, o v.a. numita media de selectie.
Uneori o vom nota cu X(,) pentru a pune in evidentd dependenta de n, alteori o vom nota
simplu X. Astfel,

cl) m* = m*(xy, 2, ..x,) = BF22EtIn ogte valoarea mediei de selectie pentru rezultatele
x1, Ta,...T, obtinute in cele n experiente, numita si media empirica (Lectia 8).

ak) my = [*°_a*dF (x) =momentul de ordin k al lui X (Lectia 3)

bk) My, (X1, Xs, .. X,) = w, o v.a. numitd momentul de selectie de ordin k.

k k k
tak+.+ L - :
ARt —momentul empiric de ordin k (Lectia 8)

F (x) = momentul centrat de ordin k al lui X (Lectia 3)

(6 ) (e X) 4t (%0 )"

ck) m; = mj(xy, o, ...7,)
aK0) ji, = [ (2 —m)" d

bkO) Moy (X1, Xa, .. X)) =
mentul centrat de ordin k. i X .

k0) pt = p(ay, w9..1y) = =) +(127m7;‘) tetlon=m ) omentul centrat de ordin k,
empiric (Lectia 8).

a20) D=0% = [*_ (z —m)*dF (z) = dispersia lui X (Lectia 3).

b20) D(X1,...X,) = S% (X1, .. X)) = (X1- %)+ (Xo— %) 4t (X, —X)?
mita dispersia de selectie.

: P*® — R, o v.a. numita mo-

P* — R, 0 v.a. nu-

-\ 2 >\ 2 -\ 2
S (X1, X, .. X)) = (X1 = X)"+ (X _n)j)leer(Xn—X) . P® R

se numeste dispersia de selectie modificata.

_m*)2 _m*)2 —m*)? . . Y
c20) s*2=D* = D* (z,x9,...7,) = (21—m") +(z2 'm;) tet@n=m ) gispersia empiricd de
2 (:)317m*)2+(a:27m*)2+...+(znfm*)2

- n—1

selectie (Lectia 8), iar s’
ificata.

E de asteptat ca v.a. de selectie de mai sus sa aproximeze intr-un fel sau altul marimile
corespunzatoare ale variabilei X.

se numeste dispersia empirica mod-

Propozitia 9.7 Avem relatia

2

S%(X1, Xy, X)) = My (X1, Xo, . X)) — X
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Demonstratie

(X0 X, X) = 3 (K- X) =2 3T (372X + X)

n

1 2 — 1 -
= EZXE——-)CZXﬂrﬁmX

n
1 o
= Y X?-2.X - X+X
n

= My (X1, X0, X)) — X0

QED.
Fie X o v.a. si X1, X, ..., X,,... variabilele de selectie asociate. Fie de asemenea A€ R.

Definitia 9.8 Se numeste estimator sau functie de estimatie pentru A, o statistica (gy)
astfel ca pentru orice € > 0 sa avem:

neN

lim Prob(|g, (X1, Xa,...X,) — A| >€) =0

Cu alte cuvinte, € > 0 fiind dat, pentru valori mari ale lui n este foarte putin probabil ca
variabila aleatoare g, (X1, Xs,...X,,) sd ia valori in afara intervalului [A — ¢, A + €], adici este
foarte putin probabil ca numarul
gn (21,79, ...17,) si fie in afara intervalului [A — e, A+ ¢€]. In aceste conditii, dupd un numar de
n experiente, considerdm pe g, (1, x2, ...x,) ca o aproximatie buna pentru A. Este posibil sa
ne ingelam, dar probabilitatea de a ne ingela este mica, pentru n mare. Statistica nu ne ofera
raspunsuri sigure ci doar aproximatii in care putem avea un grad mai mic sau mai mare de
incredere. Se accepta acele aproximatii in care avem un grad mai mare de incredere.

Definitia 9.9 O statistica (g, (X1,...X,)),cn S numeste corecta sau deplasata relativ la val-
oarea A daca avem:

2) lim D (g, (X1, Xs, ..., X)) = 0.

si se numeste absolut corecti sau nedeplasata daca in plus M(g, (X1, Xo, ..., X,))) = A.

Conditiile 1) i 2) din definitia de mai sus pun in evidentad situatii in care o statistica
oarecare (gy ),y este un estimator pentru o valoare A. Teorema de mai jos pune in evidentd
importanta conditiilor din definitia anterioara.

Teorema 9.10 Daca statistica (g, (X1, X2, ..., X)),y €ste corecta relativ la A atunci ea este
un estimator al lui A, adica pentru orice ¢ > 0 avem

lim Prob(|g, (X1, Xa,..X,) — A| >¢€) =0.

n—oo
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Demonstratie. Conform cu inegalitatea lui Cebéasev (Lectia 5) pentru un € > 0 avem:

Prob(|g, (X1, Xa, .. X)) — M (gn (X1, X, ..X,))|[>€)<
< D(gn(XlaA;(Q,---Xn))

- €

Acum tindnd seama de 1) si 2) din definitia corectitudinii rezultad
Prob(|g, (X1, Xs,..X,,) — Al >€) — 0

cand n — oo, deci statistica (g, (X1, Xz, ..., X3,)),cn este un estimator al lui A.
QED.

Aratam acum ca functiile de selectie introduse cu ocazia notatiilor precedente sunt esti-
matori pentru valorile corespunzatoare ale variabilei X.

Teorema 9.11 a) Statistica media de selectie:
dn (X17X27 aXn) = X(n) = (Xl +Xo+ -+ Xn) /n

estimeazt media m =M(X) a v.a. X absolut corect.
b) Statistica

ho (X1, X, . X, ZX’”

estimeaza absolut corect momentul de ordin r, m,, al v.a. X.
c) Statistica

1 - \2
S* (X1, X, .o, X)) = = Xi— X
( 1, 422, ) ) n Z ( ( ))
estimeaza corect dar nu absolut corect dispersia v.a. X, 0*> =D(X).

d)S?(Xy, Xe, ..., X,) = ﬁz (Xi — y(n))z, adica dispersia de selectie modificata, aprox-
i=1

1meaza absolut corect dispersia v.a. X.

Demonstratie Trebuie veriﬁcate condii;iile 1 si 2 din definitia statisticii corecte.
a) Verificim 1): M(g ) LY M(X))= L -n-m=m=MX).

Verificdm 2): D(g,)= ZD( )= D(X) , deoarece X1, X3, ..., X,, sunt independente. Prin
urmare D(g,)— 0, cand n— 00

b) Verificam 1): M(h ) ZM(X’”)
Verificdim 2): D(h,,)= -5 ZD(X")

n-m, =m,

1,
~D(X")— 0, cand n — oo. Retinem formula:

D(X(n = D(X)/n (9.4)
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¢) incercim s verificim 1):
M (S2(Xy, Xs, .., X,)) 2% 01 (M2 (X1, Xo, s X)) — an))
— M (M (X1, Xa, 000y X)) — —M ((ZX) )
= M)~ M ((ZX) (Xx))
= M(X?) - —M (Z)@) - —M <ZXX)

i#]
n 1
= M(X?) - —M (X?) - EZM (X: X;)
i#j
X;,Xjindependente. TV — 1 2 1 2
=2 - M(X?) — - n(n —1)M(X)
1 1
= T (M(X?) - M(X)?) = Z==D(X) — D (X)
n n

Prin urmare S? nu estimeaza absolut corect dispersia v.a. X. Retinem formula deja gasita:

M ($? (X1, X3, .. Xa)) = 21 D(X) (9.5)

n

E clar cad M (S? (X1, Xo, ..., X)) = D (X).
Verificdm 2): ldsam ca exercitiu pentru cititor verificarea formulei

1 n—3
D(S'?%) =~ —~ D(X))? 9.6
5% = & (= 2= ) (9.6)
unde my4 este momentul de ordin 4 al v.a. X.2
Se vede clar de aici c& D(S'?)— 0, cand n — oo. De asemenea D (S%) = (%1)" D (572) —
0 cand n — oo.
QED.

Observatia 9.12 In practica se foloseste S' 2 in locul lui S? deoarece da rezultate mai bune
dupa cum ne arata teorema 2. Totusi formula (9.6) ne spune ca pentru n suficient de mare

si statistica S* poate fi folosita ca estimator al dispersiei v.a. X. Din definitia lui S'? si din
formula (9.6) gasim formula utila:

o5 = " (- =2 o) (9.7)
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Exercitiul 9.13 Fie selectia {0, 1, 1, 0, 1, 1, 2, 0, 0, 2}. Sa se estimeze absolut corect
dispersia populatier din care provine aceasta selectie.

Solutie. Media este estimatd absolut corect de media empiricd m* = 8/10 = 0, 8.
Dispersia este estimata absolut corect de dispersia modificata empirica

/*2 ]_

s = §[(0—0,8)2+(1—0,8)2+(1—(),8)2+(0—(),8)2+(1—0,8)2
+(1—0,8)2++2-0,8)2+(0—0,8)%+ (0 —0,8)* + (2 —0,8)?
= 0,56

Observatia 9.14 Deoarece dispersia se mai numeste si varianta vom folosi si not uneori
varianta de selectie pentru dispersia de selectie.

9.1 Principiul verosimilitatii maxime

Presupunem ca P este o populatie unde se urmareste caracteristica numerica X, care este o
variabild aleatoare cu densitatea de probabilitate f(x;6), 6 fiind un parametru necunoscut.
Cunoastem doar forma matematicd a functiei f(x;0). De exemplu daca stim cd X este
o v.a. normald cu media 0, necunoscutd dar cu dispersia 0? cunoscutd, atunci f(x;m) =

1
2wo
Pentru determinarea lui 6 facem o selectie care da rezultatele {z1, ..., z,}si incercim pe

baza lor sa estimam pe 6. Deoarece v.a. de selectie X1, ..., X,, sunt independente, proba-
bilitatea ca X7 sa ia valoari in intervalul [z1, 27 + dz1), X5 sd ia valori in [xg, xo + dx3), ...,
X,, s& ia valori in [x,,z, + dz,) este datd de f(x1;0)- f(x2;0) - f(zn;0)dxidxs...dx, =
L (z1,...,xy;0) dridxs....dx,. Aceastd functie L se numeste functia de verosimilitate si va fi
folosita pentru estimarea lui 6.

Dacd X ia valori discrete, atunci f(z,6) este probabilitatea ca X si ia valoarea x. De
exemplu, in cazul distributiei Poisson, f(x;0) = 6_9'%, cux € N, reprezinta probabilitatea ca
X = z, iar 0 este parametrul necunoscut ( pe care urmeaza si-1 estimam!). Probabilitatea ca in
n selectii independente s se obtina rezultatele 1, z, .2, este f (z1,0)- f (x2,0) ...- f (x,,0) =
L (1,2, ...x,; 0) care se numeste si in acest caz functia de verosimilitate.

Functia L este determinata de volumul selectiei n si depinde de . Metoda verosimiltatii
maxime constd in urmatorul principiu (axioma): valoarea "cea mai verosimila” (cea mai
potrivitd in acest sens!) a parametrului 0 este aceea pentru care functia L (xq,...,2,;0) este
maximd. Dupa cum stim de la Analiza matematica, aceasta cerinta are loc daca avem:

_ (z=m)?
e 202

OL (21, ..., T,;0)

;7 =0 (9.8)

adicd € este un punct crirtic pentru L (z1, ..., T,; 0).
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Ecuatia (9.8) in practicd se dovedeste dificild. De aceea cel mai des se foloseste observa-
tia: L (xq,...,2,;0) este maxima dacd si numai dacd In L (z1, ..., z,;0) este maxima (functia
logaritmica este strict crescatoare). Deci (9.8) este echivalentd cu :

Oln L(xy,...,z,;0)
00

=0 (9.9)

care poartd numele de ecuatie a verosimilitatii maxime. Rezolvam ecuatia (9.9), sau ecuatia
(9.8) si gasim 0 = O,(x1,...x,). Ca estimator (functie de estimare) pentru 6 ludm variabila
aleatoare ©,,(X1, Xo,...X,,), care, pentru selectia {x;, 2, ...x, } d& rezultatul ©,(z, za,...x,).

Se poate demonstra ca in conditii foarte generale, pentru selectic mari, statistica ©(X1, X, ... X,,)
obtinuta prin metoda verosimilitatic maxime, are o distributie aproximativ normala, cu media
egala cu @ =valoarea adevarata a parametrului gi dispersia

1 1
_nf <021n((9%9)> f(z;0)dx nf (mn fxe)) [ (z;0)dx

D(©) =

Daca distributia este discreta atunci integralele din formula precedenta devin sume.

Exemplul 9.15 Presupunem ca populatia are dz’stm’butia Poisson (cazul evenimentelor rare).

Functia de probabilitate este f(k;\) = e - 2 s k =0, 1, 2, .... Ne intereseaza sa es-

timam parametrul A prin metoda verosimilitatic mazxime. Pentru aceasta facem o selectie
{z1,29,...;2,} C{0,1,2,...}.

A Tk
. P— . . A e e e e e . p— _nA - —_—
L(.fl,...,l’n,)\) _f(xh)\> f($2a>\) f(xna)\) =e¢ [El‘l'g‘l'n'
L (@1, 03 A) = =nA+ (D) A = 3 In )

651» = 0 ne furnizeaza A = Zx’“, deci un estimator pentru A este

A (XY, X)) = W adicd media de selectie. Deoarece \ este media lui X (variabila

Poisson), A\, este un estimator absolut corect pentru \.

Este el oare si cel mai eficient, in sensul ca are dispersia cea mai mica? Este greu de
raspuns la aceasta intrebare. Totusi avem un rezultat puternic care face oarecare lumina:

Teorema 9.16 (Rao-Cramer) Daca statistica g, (Xi,...,X,) da un estimator eficient (cu
dispersia minima , in multimea tuturor estimatorilor absolut corecti pentru 6), atunci

1

D (g, (X1,..., X)) = 2
’ w] () faiyie
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D (gn (X1, 00y X)) = ! (9.10)

nSs (2fEn) fa;0)

daca distributia este cu valor: discrete.

Fara demonstratie.
Ne intoarcem la exemplul anterior. Stim cd D(A,) = D <&) = D&Y A0 flz, ) =
A\E . Oln f(z,\))
=, deci —5¢

= —1+ %. De aici rezulta

i(alngiz’A))Zf@vA)

=0
= r o x?\ N\
= (1R
=0
o0 A oo )\x—l 0 )\1—2
-
= 2y — 1+1
B DT AR T A
N—— — h NS
—e —eX =er+te
1
A
Prin urmare L = 2 = D (A,). Rezultd din teorema Rao-Cramer c4 statistica

nz(aln f(z)\)) f( )\)
medie de selectle este si un estimator eficient pentru A\. Putem spune acum cd A\ = (> z) /n
este o estimatie ”foarte buna” in toate sensurile.

Exemplul 9.17 Sa se estimeze parametrul p al unei distributic Bernoulli

( 1 0 )
p 1—p
prin metoda verosimilitatii maxime.

Solutie.

B p daca x=1
flz,p) = { 1 — p daca x=0

Functia de verosimilitate este L (z1, 23, ...z,) = p™ (1 — p)" ™ unde ny este numarul de real-

1 In(1—
izari ale lui 1. 2L — () devine 2 np+(” ”1) 2-p) — ) adics ™ o — &= = 0 care are solutia

p = “t. Valoarea n,; este valoarea varlabllel X+ Xo+ ...+ X, unde X, este variabila de
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selectie a carei valoare este 1 daca la experienta i se obtine rezultatul 1 gi are valoarea 0 in
caz contrar. Prin urmare statistica ce estimeaza parametrul p este

X1+ Xo+...+ X,
n

P:

care este chiar media de selectie. La fel ca in cazul repartitiei Poisson se arata ca

P pq
1 1

n i () S ((2282) 0o+ (282) D)

deci estimarea lui p este absolut corectd (exercitiu).

Daca avem de estimat mai multi parametri 04, 02, ..0,, stiind ca densitatea de probabilitate
a variabilei aleatoare X este f (z;6,,...6,), atunci in mod analog cu cazul unui singur para-
metru, principiul verosimilitatii maxime spune ca in urma a n experiente independente care
dau rezultatele x1, x5, ...x,, se aleg pentru parametri acele valori care maximizeaza functia
de verosimilitate L (21, ..x; 61, ..0,) = f (21;601,02,...0,) - f (22,01, ..0,) - .. f (z; 01,02, ..0,) sau
ceea ce este acelagi lucru acele valori care maximizeaza In L (xq, za, ..xn; 61, ...0,). Aceasta
implica:

Oln L(z1,z2,..%n;01,...0p) 0

001
Oln L(z1,x2,..n;01,..0p) 0

92 (9.11)

Oln L(z1,22,..%n;01,...0p) 0
90y -

Exemplul 9.18 Sa presupunem ca v.a. X are o distributie normald cu

(z=m)? o ‘
f(zym;o) = ﬁe* 202 . In acest caz avemIn L = —31In(27) —nlno — 2(2172)2 Sistemul

(9.11) devine:

{ o (wi—m) =0

_g_i_Z(xi—_m)Q:O

o3

2
.. . . (x:—m
care are ca solufii m = =% = m*(xq, ..x,) §i 0 = Zalwimm?)”
n ’ n

Stim din aceastd lectie c& M(X1, Xo,..X,) = X, = ekt ¢ D(X,..X,) =
(X1—X)2+(X2—X)2+...+(Xn—)_()2

— sunt estimatii corecte pentru media si dispersia unei variabile
aleatoare, in cazul nostru pentru m si o2.
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9.2 Metoda momentelor (K. Pearson)

ok
Datd selectia {z1,...,x,} noi putem calcula momentul de ordin %k al selectiei: m} = %,
pentru orice k =0, 1, 2, .... Obtinem astfel estimatori pentru medie, dispersie ,momente de
diferite ordine. Functia caracteristicd X.(¢) are toate derivatele in ¢ = 0 date de x® (0) =
i*M* (X). Prin urmare in conditii foarte generale, care asigurd ci X. () este analitica (se
poate dezvolta in serie convergenta de puteri in jurul oricarui punct), rezultd cd momentele
MP* (X) determind pe X.(t) care la randul ei determing repartitia lui X (vezi Lectia 3).
Aceasta observatie a fost folosita de K. Pearson pentru a gasi estimatori pentru parametrii
unei legi de probabilitate.
Fie p(x;04,0,,...0,) densitatea de probabilitate a v.a. X, unde parametrii 6y, ..., sunt
necunoscuti. Exista relatiile:m; = ffooo p(z;01,0,,...0,) 2*dz pentru orice k. Am vizut c& my,
este estimat de mj,. Egaland valoarea teoretic exacta cu estimarea practica, m; = mj, adica:

o0 =n k
{/ ¥ p(2;01,0,,..0,) dr = 2t ¥ (9.12)

oo n

pentru k=1,2,...p, obtinem un sistem care da prin rezolvare 0, = ©,, (z1,x2,...x,), pentru
k=1,2,..p.

Ca estimatori pentru 6, se iau v.a. O (X1, Xo,...X,,).

Daca v.a. X este dicretd atunci integrala dim (9.12) devine suma4, la fel ca in cazul metodei
verosimilitatii maxime.

Exemplul 9.19 Fie v.a. cu densitatea p (x;\) = ﬁx’\_leﬂ, pentru A > 0 x > 0. Aici

parametrul este A\. Se cere o metoda de a estima pe \ prin selectii. Daca folosim metoda

momentelor gasim
o0 1 T,
/ T - e e = B I
0 INPY) n

r1tx2+...Tp
n .

adica A =
Exemplul 9.20 Densitatea de probabilitate a unei v.a. X are forma:

o Ja+2bz, z€]0,
flxia:b0) = { 0, in rest

Rezultatele unei selectii de volum n=3 dau pentru X valorile {z1, z9, z3}={-1,0,1} . S& se
estimeze papametrii a, b, ¢ prin metoda momentelor.

Mai intal punem conditia ca [ f (z;a;b;¢)dr = 1, de unde giisim relatia:

—00

ac+bc® =1 (9.13)



LECTIA 9. STATISTICI. ESTIMAREA PARAMETRILOR 130

Calculam acum media v.a. X:

c

2 2 3
M(X) = /x(a + 2ba)da = % + % (9.14)
0
momentul de ordin 2:
y 3 2b 4
My(X) = /;ﬁ(a + 2ba)da = % + TC (9.15)

0

Momentele de selectie m; =(-14041)/3=0 si m} = ((—1)2—1—02—1—12)/3:2/3 vor estima pe
M(X) si pe My(X). Deci vom obtine sistemul nelinear de ecuatii:

ac+bc? =1
2 2
o+ 2 =0 (9.16)
ac? + 2bct _ 2
3 4~ 3
In general rezolvarea acestor sisteme (care se obtin folosind metoda momentelor) este
foarte complicata. Din ecuatia a doua gasim ¢ = —i—‘;. inlocuim expresia lui ¢ in prima si in

ultima ecuatie si gasim:
3a? 92> __
T

_ Y9a 4 8la* __ 2 (917)
6463 T 51263 T 3
Din prima ecuatie a sistemului (9.17) gasim b = —%. Inlocuim expresia lui b in ecuatia
a doua si gdsim cd 2a? = —8, lucru imposibil. Concluzia este ci selectia {-1,0,1} nu poate

fi pentru variabila X. Sodajul respectiv este eronat sau X nu are densitatea de probabilitate
propusa. De altfel, examinand cu atentie rezultatele sondajului vedem ca valoarea -1 in
principiu nu ar fi trebuit s& se obtinad deoarece X are densitatea pozitiva pe [0,c].

9.3 Exercitii

1. Pentru o selectie de volum n dintr-o distributie exponentiala( p(t) = Ae™™, daci t > 0 si 0
in rest) cu parametrul A, sa se gaseascd un estimator pentru \ folosind metoda verosimilitatii
mazxime. Presupunem ca p(t) este densitatea de probabilitate a duratei dintre doua sosiri
succesive la o staie de benzina. Se cronometreaza 11 sosiri §i se gasesc urmatorii timpi intre
ele 4, 3, 6, 1, 1, 4, 2, 6, 1, 3. Calculati prin metoda verosimilitatic maxime pe X .

2. Consideram o selectie de volum n dintr-o populatie cu distributia gama (f(t) =
AA) e A (7_11)!, daca t > 0 si 0 in rest). Gasiti un estimator pentru \ prin metoda
verosimilitatic maxime st un altul prin metoda momentelor.
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3. Viata unui bec electric, masurata in numarul de ore de functionare continud pana cand
se arde, se presupune uniform distribuita cu parametrii a si b:

f(x)z{ 1/b—a), a<x <D

0, in rest.

Se face o selectie de n becuri si se noteazd cu x1, ..., x, timpii de functionare ai acestora
pana cand se ard. Determinati estimatori pentru a si b prin metoda momentelor.

4. Functia de probabilitate a v.a. X este data de
2b(c—bx) v c
f(x) = ==, df}caOSxS 7
0, in rest
. o . . . 2
. Stim ci media M(X)=55 si 0% = 1502
i) daca c=3, este oare media de selectie M a unui esantion de volum n un estimator
nedeplasat pentru parametrul b?
i) daca b=1/3, este M un estimator pentru c¢? (P(|M-c| <€) — 1, cand n — o0). Indi-
catie: folositi inegalitatea lui Cebisev sau teoria din aceasta lectie.

5. Fie statistica g (X1, Xa, ..., Xp) = a1 Xy + ae Xo + -+ + 0, X, cu aq,...,a, € R. Cum
trebuie sa fie numerele aq, ..., a,, astfel incdt g sa fie un estimator nedeplasat pentru media m
a populatiei? Indicatie: cereti M(g)=m.

6. Daca g (X1, X, ..., X,,) este un estimator nedeplasat pentru parametrul 0, este adevarat
ci si g° este un estimator nedeplasat pentru *?

7. Greutatea unor utilaje produse de o firma este distribuita normal cu dispersia cunoscuta
0%, dar cu media m necunoscuta. Fie statisticile

G= (x1+xg+xszx4+...+xn) gi H=(X;4+2X5+3X3+4X, + ... + nX,,) - ﬁ7

a) Sa se arate ca G gi H sunt estimatori nedeplasati pentru m.
b) Care estimator are dispersia mai mica?

neN.




Lectia 10

Intervale de incredere

Definitia 10.1 Fie P o populatie, 6 un parametru al ei sig = g (X1, ..., X,), h = h (X1, ..., X,)
doud statistici astfel incat g (X, ..., X)) < h (X1, ..., X,,), adicd oricare ar fi selectia {x1, ..., x,}
sa avem ci g (T1,...,x,) < h (x1,...,x,). Spunem ca intervalul [g, h] este un interval de in-
credere pentru parametrul 0 , de nivel de incredere o daca avem relatia:

Prob{g <0 <h} >« (10.1)

Numarul e=1-« se mai numeste prag de incredere. De obicei « se
exprima in procente, de exemplu pentru a=0,95 putem scrie «=95%.

Cerinta (10.1) trebuie inteleasa astfel: dacd dupa un numar mare de selectii {1, ..., z, }, sd
zicem N, K dintre ele dau intervale [g(z1, x2..2,,), h(x1, 22, ...7,)] cu proprietatea ci 6 € [g, h]
(pentru fiecare selectie fixatd, intervalul devine interval obisnuit, numeric), atunci K/N> a.
Altfel spus, intervalele [g, h] acoperd pe 6 in proportie de cel putin o %(de exemplu ,daca
a=1/5=20/100, o = 20%).

Definitia 10.2 Pentru un «, un interval de incredere [g,, ho| de lungime minima, astfel
incdt Prob{g, < 0 < h,} = «, se zice interval de incredere eficient, relativ la increderea .

Pentru calculele urmatoare vom avea nevoie de teorema:

Teorema 10.3 Fie X o v.a. normala, de tip N (m,o). Fie X1, X, ...X,, variabilele de
selectie asociate cu X . Atunci avem:

a) Variabila X = 21322taF20 egte de tipul N (m, \%)
b) Variabila (ch:m)Q + (XT’")2 + ...+ (X"f:m)z este de tip H (n) adica este o variabild

o

x? standard cu n grade de libertate.

N\ 2 N2 N2
c¢) Variabila (%) + (M> + ...+ (@) este de tip H (n — 1) adica este de tip

[

X% cu n-1 grade de libertate si este independentd fatd de variabila X .

132
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d) Variabila \/(n — 1)n \/ ;() ) este de tip Student cu n-1 grade de
libertate.

Demonstratie. a) Aceastd afirmatie este demonstrata in lectia 4, sectiunea ”Repartitia
normala”.

b) Deoarece (%) sunt normale de tip N (0,1) si independente, afirmatia de la acest
punct rezultd din lectia 4, sectiunea ” Distributia y2”

_ N N\ 2 _
c) Faptul cd X si (%) + (%) 4o+ (M
streazd in acest curs. Acum scriem cd X;—m = (X; — X)+ (X —m), deunde ) (X; — m)® =

Z(X X) + > (X - m)2+2()_(—m)Z(Xi—X Dar > (X; — X) = 0, deoarece
L3 X;. Prin urmare

SRy Ly (M) e
> (5) ()

Membrul stang este de tip H (n), iar in membrul doi avem o suma de v.a. independente, dintre

care a doua este de tip H (1 ) ﬁind patratul unei v.a. normale, de tip N (0,1) (vezi lectia 4).
Prin urmare am gasit X% ) = 74+ X Comparand aceasta relatie cu X(p te) = X%p) + X?q), unde

2
) sunt independente nu se demon-

N2
indicii de jos indicd numarul de grade de libertate (vezi lectia 4), gasim c& ) (XZ_X > este

de tip X?nfl)'
d) Conform cu lectia 6, sectiunea ”Distributia Student”, variabila aleatoare

X—-m
V& = %)+ (X - X) 4t (X, - X)

X—m

% =+ ((n—-1)n
JEC)

fiind de tipul \/%, cu f de tipul N (0,1) si g de tipul H(n—1) = H (n —1,1) , rezulta ca

are o distributie Student cu n — 1 grade de libertate.

QED.

10.1 Intervale de incredere pentru medie

Sa consideram o caracteristica numerica X care are o disributie normala de medie m si
dispersie 02. Daca in urma unei selectii de volum n s-au obtinut rezultatele zi, s, ...7,
pentru X, atunci, conform celor aratate in lectia trecuta valoarea w este o estimare

= —\2
buna pentru m iar &= 7"+ (w2 m) a8 oote o estimare buni pentru o2. Ce incredere putem

avea in aceste estimari? In contmuare vom da un raspuns la aceasta 1ntrebare7
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10.1.1 Dispersia este cunoscuta

S& consideram cazul cand dispersia o2 este cunoscutd. Valorile 1, 29, ...7,, sunt valorile vari-
abilelor aleatoare de selectie, independente, X1, X, ...X,, , care au aceeasi distributie normala

. . < o . . 1. . 2 v v
ca X. Deoarece variabila X = W este normala cu media m si dispersia Z- rezulta ca

variabila Z = f/;\/”% este normalad cu media 0 si dispersia 1. Ca urmare:

P(—a<Z<a)=®(a)— P(—a) =29 (a)

X1+ Xo+..Xn _
S 7 3 n S Q1 .
Daca inlocuim pe Z cu NG gasim:

1+ Xo+ .o+ Xy 0)22@((1)

Xi+Xo+...+ X
P( 1+ Aot A aigmg +a—=

Prin urmare intervalul intervalul [% —a%, Ditdotedn 4 a\/Lﬁ] este un interval de in-

credere pentru m cu nivelul de incredere 2® (a). Introducénd pragul de incredere ¢, avem
1 —e =2 (a) sau ® (a) = 5°. Am demonstrat deci:

Propozitia 10.4 Fie X o variabild normald de dispersie cunoscutd o? si de medie m ne-
cunoscutd. Daca e € (0,1) si a € R, atunci, la selectii de volum n, o conditie suficienta

ca intervalul | X — a\/iﬁ,y + a\/iﬁ sa fie interval de incredere de nivel 1 — e pentru media m,

este ca a s verifice ecuatia ® (a) > 1 (1 —¢).
QED.

Observatia 10.5 La acelasi prag de incredere €, cresterea volumulut n de selectie conduce la
un interval de incredere mai scurt.

Exemplul 10.6 Fie P o populatie normald de varianta (dispersie) cunoscuta o? si de medie
m necunoscuta (de estimat). Consideram selectii de volum fizat n. Vom gasi un interval de
incredere,de nivel de incredere 95% pentru medie, daca alegem astfel pe a incit ® (a) > %1%50.
Din tabelul pentru ® gasim a > 1,96. Deci un interval de incredere de nivel 95% wva fi de
forma:

o o

Vi Vn

Exemplul 10.7 O firma produce piese cilindrice de diametru ¢ =10 mm. Abaterile de la
acest diametru impus respecta o lege normala de variatie (dispersie) egala cu 0,04 mm (prac-
tica a aratat acest lucru). Se face un sondaj pe 100 de piese i se gaseste ca media de selectie
(empirica) este de 10,01 mm. Sa se gaseasca un interval de estimatie pentru media reald cu
nivelul de incredere de 90%.

X —1,96 X +1,96
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Solutie Aici n=100, 0=0,2, 7(100):0,01, (1-£)=0,90, deci £ =0,10. Din tabelul functiei

¢ gisim P (a) > % = 0,45 pentru a > 1,65. Deci, un interval de estimatie pentru media

reald este: [10,01 —1,65- 32, 10,01+ 1,65 22] =[9,977, 10, 043].

Ce informatie obtine de aici producétorul? El este sigur in proportie de 90% ca abaterea
medie de la diametru real ¢ =10 mm este de cel mult 0,043 mm.

10.1.2 Dispersia este necunoscuta

Am vazut pana acum ca daca dispersia unei populatii normale este cunoscuta putem estima

prin intervale de incredere media populatiei cu ajutorul v.a. normale standard Z = f/?/”%,

unde X este media de selectie, iar m este media reala a populatiei.
Daci media m nu este cunoscutd atunci putem folosi punctul d) al teoremei precedente
care spune ca variabila

T = (n—1)n

X —-m

= vn—1 5

are o distributie Student cu n-1 grade de libertate. Aici utilizat notatia (vezi lectia 9) S? =
(X1—)_()2+(X2—)_()2+...+(Xn—)_()2

— . Asa cum se vede in lectia 4, densitatea de probabilitate este
simetricd fatd de x=0, deci pentru functia de repartitie F'(t) avem relatia F'(—t) =1 — F(t).
Aceasta observatie ne ajuta sa folosim tabelul II pentru gasirea cuantilelor corespunzatoare
acestei distributii. Pe coloana din stdnga a tabelului avem gradele de libertate v =n — 1 (n
volumul selectiei), pe prima linie orizontald avem valorile functiei F(¢) de la 0,60 pana la 0,999.
Fie de aflat la v = n — 1 = 4 valoarea lui a astfel ca F(a)=0,40. Avem 1-F(a)=F(—a)=0,60
si pentru 0,60 avem cuantila in tabel: —a=0,271. Deci a = —0, 271.
Sa punem aceste rezultate in urmatoarea propozitie:

Propozitia 10.8 Fie P o populatie normald cu media m si dispersia o necunoscute. Pentru

orice n, pentru un prag € € (0,1) gia € R ., o conditie suficienta ca intervalul

_ s - s
n—1 vn—1

s fie interval de incredere de nivel 1 — ¢ (sau de prag ) pentru media m, este ca a sa fie
cuantila de ordin 1 — /2 a distributiei Student cu n — 1 grade de libertate (adica F (a) =

1—¢/2).
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P(—ag n—1 ;mga = 1—¢,
sau P(—a<T<a) = 1—¢
Dar
P(ca<T<a) = Fla)- F(-a) =
Fla)—1+F(a) = 2F(a)—1=2(1—¢/2)—1=1—¢
QED.

Exemplul 10.9 Presupunem ca in exemplul precedent nu cunoastem dispersia 0,04 mm si
(X1-X)"+ (X2 ')2+ A(Xn—X)?

cd o estimam cu formula S? = gasind-o ca fiind egala cu 0,09
mm. Avem 1 — (¢/2) = 0,95, n = 100, S =0, '3 (in cazul nostru) Cuantila corespunzatoare
lui 0,95 o gasim din tabelul cu distributia Student. La v = n — 1 = 99 nu gasim date dar
putem folosi linia lui v = 120, deoarece cuantilele vecine difera putin unele de altele (pentru
acelasi prag bineinteles). Aici gasim a=1,1658. Cu acest a gasit, intervalul de incredere va fi:

[10,01-1,658% 10,01+1, 658r} , adica [9,9798,10,0599]. Sa observam ca a=1,65 pentru
situatia cand am folosit v.a. Z i a=1,658 pentru situatia cand am folosit v.a. T. Acest lucru
se explica, deoarece pentru n mare (mai mare ca 40), in cazul nostru 100, cele doua cuantile

difera foarte putin.

10.2 Intervale de incredere pentru dispersie

Dacid media m a variabilei aleatoare X este cunoscutd, atunci putem folosi punctul b) al

teoremei precedente care spune ca variabila (Xla_m)Q + (X2U_ m)2 + ...+ (X"U—’m)2 este de tip

H (n) iar dacd media m nu este cunoscutd putem folosi punctul c¢) al teoremei, anume ca
N2 N2 N2

variabila aleatoare (@) + (%) +...+ (@) este de tip H (n — 1), in scopul de a

determina intervale de incredere pentru dispersie.

nS?

2 X%’n—l) (10.2)
adicd 25 este v.a x? cu n — 1 grade de libertate. Daca in loc de S? se foloseste estimatorul
nedeplasat 5’2 se obtine formula

(n—1)9"2

0_2 = X%n—l) (103)
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Teorema 10.10 Fie ¢ € (0,1). Un interval de incredere de nivel 100(1 — ¢) procente pentru
dispersia 02 a unei populatii normale cu media cunoscutid m, in cazul selectiilor de volum n
, este

{(n ~1)S'2 (n— 1)5’2] (10.4)

b ’ a
unde a este cuantila de ordin €/2 si b este cuantila de ordin 1— (£/2) a distributiei x? cun—1

grade de libertate.

Demonstratie Notam cu F(t) functia de repartitie a v.a. X%n—l)' Avem F(a) = €/2 si
F(b) =1 (£/2). Atunci P (a < oD o b> — F(b)— F(a)=1—(/2) — (¢/2) = 1 — <.
Dar, din a < (”_;35/2 < b gdsim ca % <% < %
(10.4) acoperd pe o2 cu probabilitatea 1 — .

QED.

. Prin urmare, intervalul din

Exemplul 10.11 Media erorilor de masurare a lungimilor unor baghete metalice este de 3
mm. Presupunem ca aceste erori respecta legea normala cu media 3 mm si dispersia necunos-
cutd. Se face o selectie de volum 4: {-1, 4, 4, 1}. Se cere un interval de estimatie pentru o>
cu pragul de incredere de 90%.

Solutie In cazul nostru aplicim Teorema 10.9 cu 1-¢ =0,90, deci ¢ =0,10. CEutim cuan-
tilele pentru /2 =0,05 si 1-(¢/2)=0,95, cand n-1=3 (grade de libertate). Gasim a=0,351846 si
b=T7,81473 in Tabelul IIL. Calculim acum §'? = 3 (-1 —3)*+ (4 = 3)* + (4 —3)* + (1 - 3)?) =

22 . 22
7,817 0,35

deci precizia pentru o2 este micé, chiar dacd apare cu probabilitate mare!

%. Intervalul va fi deci [ } = [2,81;62,85]. Se observa ca intervalul este destul de mare,

10.3 Intervale de incredere pentru citul a doua dispersii

Fie acum doua populatii distincte, normal distribuite. Facem o selectie de volum n; din prima
populatie si o selectie de volum ny din a doua populatie. Stim din formula (10.3) ca

(n1 — 1)5/ 2
= X (10.5)

01

(no —1)S3%

O'% X(ng—l)

unde 01, 5,2 si 0, 552 sunt dispersiile si dispersiile de selectie modificate pentru cele doua
populatii. Notdm cu v1 = n; — 1 gi cu vo = ny — 1. Notdm cu F (de la Fischer) v.a.
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si2/et  [Xho/v]
Sy%/o3 a [X%VQ)/VZ]

Aceasta v.a. are o densitate de probabilitate ce depinde de doi parametri v; si vo iar formula
ei este complicata din punct de vedere matematic (vezi lectia 4). Ea apare ca un cat de v.a.
X%, inmultit cu un numér care depinde de v si v, adicd v»/v;. Vom mai nota o asemenea
variabila F),, ,, pentru a pune in evidenta cei doi parametri de care depinde. Tabelul IV ne
furnizeaza fractilele acestei distributii numai pentru ordinele 0,95; 0,975 gi 0,99. Pe coloane
apar valorile parametrului v, si pe linii apar valorile parametrului v5. De exemplu, pentru
ny =10, ng = 6, v; = 9, vy, = 5, presupunem ca dupa selectie am obtinut F'=7. Ne uitam la
cuantila de ordin 0,95 si gasim valoarea 3,48. Valoarea selectiei, 7, este mai mare decat 3,48,
deci cade in partea opusa, adica in partea cu probabilitatea 5% Prin urmare ”inferenta”

(10.6)

/2
noastra asupra catului 2}2 nu este adevirati cu 95% probabilitate. In practici este utild
relatia:

1
P (F(V1§l/2) > C) =P (F(Z/Q,I/l) < C) (107)

Aici F{,,,,,) se numeste inversa v.a. F(, ).
Din aceste observatii rezulta imediat:

Teorema 10.12 Avem relatia
aS} 2 o2 bS, 2 g 2/02
P <2< = Pla< =Lt <p) =
(Sr=fissr) - le=gme
FV17V2 (b> - Flll,l/z (CL) = 1—¢

daca a §i b sunt alese astfel ca F,,, ., (b) =1—5 §i F'(a) = 5. In aceste conditii un interval
aSh? 6552}

2
de incredere pentru Z—é, cu nivelul de incredere (1 — ¢) este [W’ 5k

QED.

10.4 Intervale de incredere in cazul unor selectii mari

Daci f(z, 0) este densitatea de probabilitate a variabilei aleatoare X atunci din [~ >* flz,0)dx =
1 rezultd prin derivare in raport cu 0 c& [* 9 (2,0)d0 = 0 sau [ 22U (5 g)da = 0.

Deci variabila aleatoare w are media 0 si dispersia fﬁoo (W) f(z,0)dx. Pre-

supunand c& dispersia este finita , rezultd din legea limit& centrald (vezi lectia 5) ca pentru n
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mare, variabila aleatoare

dln(f X1,0) Bln(f(Xl,) dln(f (Xl,e))

+ Ly

\/ f alnf(xe ) F(z,0)dz

unde X7, Xs,... X,, sunt variabilele de selectie asociate cu X, are o distributie aproximativ
normala cu media 0 gi dispersia 1. Avem deci:

Prob| a<

dln(f X1,9))_{_31H(f(X1, ))+ _|_<91n(fa(g<1,9)) boq .2
<b z/

\/ il 8lnf(:r9 ) (@, 0)da mei?dw (108)

Un interval de incredere pentru #,cu nivelul de incredere «, se poate obtine pentru n mare
astfel:

- Se determina prin n experiente indeper;dente valorile x1,.. z, pentru Xi,.. X,,.

- Se determina a si b astfel ca fab \/%e’%d:v = a.

- Din formula 10.8 rezulta ca multimea valorilor § care verifica inegalitatea

B

\/f aln(f(xa ) f(x,0)dx

este o multime de incredere pentru 6 cu increderea «. In unele cazuri aceastd multime este
un interval.

<b

10.5 Rezumat

1. Fiee > 0, ¢ € (0,1). Vom numi interval de incredere de prag ¢ (sau de nivel de incredere
1 — ¢) pentru parametrul A doua statistici A; = f1(Xq,..., X,) si As = fo(Xy, ..., X,,) astfel
incat P(A1 S/\SAQ) 2 1—e¢.

Pentru selectii efective x4, ..., x,, vom nota valoarea statisticii A; cu X@i a statisticii As
cu Xg. Intervalul numeric [Xl, /)\\2 este considerat incé ca interval de incredere de nivel 1 — ¢
(se mai spune de prag €) pentru parametrul estimat A.

2. Daca existd doud statistici Y = f(Xq,...,X,) 1 Z = ¢g(Xq,...,X,,) astfel incat v.a.
T = % sa fie normala redusa sau Student cu d grade de libertate si {. un numar pozitiv
astfel incat P(|T| > t.) < e, atunci [Y — . |Z|,Y + t.|Z|] este un interval de incredere de prag
€ pentru media p, adica:

P(Y —t.|Z| <p<Y +t]Z))>1—¢
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e Fie acum de estimat 02 a v.a. X. Presupunem ci am gisit o statisticd Y a.i. Tz% are
distributia x? cu d grade de libertate si fie dousl numere t. si ¢ astfel incat P(T > t.) <

s si P(I<t!) < 5. Atunci [tX,, t%} este un interval de incredere pentru o? de prag e:

P(%gﬁg%) >1-—c.
Se alege Y a.i. sa aiba cdt mai multe grade de libertate.

FORMULE UTILIZATE FRECVENT

In formulele de mai jos nivelul de incredere este 1 — ¢, iar rezultatele a n
masuratori independente ale unei caracteristici numerice cu distributie normala
sunt z1,Zs,...Ty.

1. Un interval de incredere pentru media m a unei variabile aleatoare normale,
daci se cunoaste dispersia o? este:

—a— +a——=
n vn' n NZD
unde a se alege astfel ca ® (a) = 0,5 — 5.
2. Un interval de incredere pentru media m a unei v.a. normale, daca nu se
cunoaste dispersia, este:

{x1+x2—|—...xn o X1+ Tyt .., o ]

m —a ,m +a

Vn—1

2

k)2 k)2 o .
unde m* = DEEzteln g% — (aom? ) (e o) (e —m)” Car ¢ se alege astfel ca F (a) =

1 — 5, F fiind functia de repartitie a unei variabile Student cu n — 1 grade de
libertate.
3. Un interval de incredere pentru dispersia o

2 a unei v.a. normale este:

[(xl —m*) 4+ (2 —m*)? (= m*) + A+ (w, — m*)2]
b ’ a

unde F'(a) = §, iar F'(b) = 1 — 5, F fiind functia de repartitie a unei variabile x? cu

n — 1 grade de libertate.
2
4. Un interval de incredere pentru catul dispersiilor %a doua v.a. indepen-
1

dente este:

Z:L:zl(yi_ml*)Z 2221(%_7”,*)2
no—1 no—1
a - b-
Z?:ll(xi_m*F ’ 2?211(371'_771*)2
ny—1 ny—1
T1+T2+..T +y2+... . v .
unde m* = BT gy — ATRTIn o sion, sunt volumele celor doud selectii,

n ’ n
vi=mn1— 1, vy = Na — 1,iar a si b sunt alese astfel ca 1 — S=F ), 5=F,.,(a)
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10.6 Exercitii rezolvate

1. Atunci cand se nasc 2 copii simultan (gemeni) probabiliatea ca ei sa fie gemeni adevarati
este \. Se presupune ca:
a) 2 gemeni adevarati au intotdeauna acelasi sex gi probabilitatea ca ei sa fie baieti este %,
b) 2 gemeni falsi au sexe diferite si probabilitatea ca unul dintre ei sa baiat este %;

i)In cursul nasterii a 2 gemeni se considerd evenimentele: A= (2 biieti); B= (2 fete);
C= (1 baiat si 1 fata). Calculati in functie de \ probabilitatile p(A), p(B), p(C).

i) In cursul a 1000 de nasteri se realizeazd evenimentul C' de 328 de ori. Dati pentru A
un interval de incredere de prag =0,05.

i11) Observam acum n nasteri de gemeni §i notam cu Y ¢ numarul de realizari ale eveni-
mentului C. Ce lege guverneaza v.a. Y ¢ ? Definiti cu ajutorul lui Yo un esantion nedeplasat
Z pentru \. Calculati varianta lui Z. Dati pentru n mare o conditie independentd de X\ si
suficienta pentru a putea defini cu ajutorul lui Z un interval de incredere de prag €=0,05 a
carui lungime sa fie mai mica decdit un a € R, dat. Caz particular a = Tio'

Solutie i) Notdm cu V evenimentul: << gemeni adevarati >> gi cu F: << gemeni falsi
>>. Atunci A= (AﬂV) (AﬂF) si p(A)=p(V)-pv(A)+p(F)pr(A)=XA-1 4+ (1-A): =2 La
fel p(B)=23 si p(C)=152

ii) Fie X v.a. care are valoarea 1, daca se realizeaza evenimentul C, si 0 altfel. Este

clar cd M(X)=p=13*. X = 1y, = 28 = 0,328. Cum X=X;, avem c& X} =X;, deci

2=1%X2 - (X)? =X(1-X). Cum T=XM&) egte practic normald redusd, egalitatea

N

T > 1, 96 = 0,05 di pentru p intervalul de incredere cerut: X—1, 96 S << XH41,96-% —,
P(| p p<

sau 0,299 < 122 < 0,357, De aici rezults intervalul de incredere cautat pentru A: 0,286 <
A <0,402.
2
iii) Y¢ este binomiald cu p=252. Avem deci M(Y¢)= (12_ A g D(YC):@. Egalitatea

A=1—2M(Yc) di pentru A estimatorul nedeplasat Z=1-2Y de dispersie %D(YC):l—nV,
Cand n — oo, Yo este practic gaussiand (normald), deci si Z este la fel. Consideram
deci T=—-2=2_ care este gaussiand redusi. FEgalitatea P(|T| > 1,96) = 0,05 ne per-

(1—)\2)/n
mite sa scriem P(|Z — A >1,964/(1—\?) /n) = 0,05, si cum /(1 — A?) /n < \/1/n avem

P(|Z — A| > 1,96/y/n) < 0,05, de unde z_lv—jg <A <z+1\/976 Lungimea lui va fi mai mici
> 2x1,96

decat a atunci cand a > Jn s saun > (332) . Pentru a = 100 gasim n > 153664.

2. Se masoara forta de compresiune X (in Kg/cm?) a cimentului din care sunt confec-
tionati cilindri mici, limita de la care ei se sparg. Pentru n=10 cilindri se observa urmatoarele
Presiun:

196 19,9 204 19,8 20,5
21,0 18,5 19,7 184 194
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Presupunem ca X are o lege gaussiana (normala).

i) Dati un interval de incredere de prag € = 0,1 pentru M(X).

it) Dati o estimare nedeplasata 62 pentru varianta o2 a v.a. X, gasiti apoi un interval de
incredere de prag 0,1 pentru o?.

iii) Presupunem ca 0*>=0,69. Gasiti pentru M(X) un nou interval de incredere de prag

0,1. Comparati cu rezultatul de la 1). B
Solutie i) Calculim X = 19,72 si nS? = 6, 0960. T:%I(X) este o v.a. Student cu

V/5%/(n-1)

n —1 = 9 grade de libertate, avem P(|T| >¢.) = 0,1 pentru t. = 1,833. Intervalul de
incredere cerut este deci X — tE% <MX)< X+ tgx/%, sau 19,243 <M(X)< 20, 197.

ii) O estimatie nedeplasatd a lui o2 este 5% = 3—521 = 0,6773. Pe de alta parte stim ca U:’Z—S;
are distributia x*(Pearson) cu n — 1 = 9 grade de libertate. Avem deci P(U > ¢.) = 0,05
pentru t/ = 3,33. De aici gisim pentru o2 intervalul de incredere: "t—§2 <02 < ’;—?,2, adica
0,36 < o2 < 1,83. : )

iii) Daca stim dispersia o = 0, 69 putem folosi faptul c& X este gaussiand N <u, %) si deci
T/ — X=MX)
Prin urmare, gisim un interval de incredere de prag 5 pentru M(X): X — t£1/02/n <M(X)<
X +t1y/0?/n, sau 19,287 <M(X)< 20, 153. Acest interval este mai mic decat acela gisit la
1) deoarece acum avem dispersia data.

este gaussiand redusd. Egalitatea P(|T'| > t.) = 0,1 ne conduce la t. = 1,6449.

10.7 Exercitii

1. Notam cu X vdrsta in ani la care un om devine bunic. Presupunem ca X are distributia
normala cu varianta 225. 9 persoane luate la indmplare au declarat ca au devenit bunici la:
42, 56, 68, 56, 48, 36, 45, T1 i 64 ani.

a) Calculati media i dispersia de selectie.

b) Gasiti un interval de incredere de 80% pentru medie.

¢) Gasiti un interval de incredere de 95% pentru medie.

2. In cadrul unui proces de estimare a mediei unei populatii oarecare, un statistician vrea
ca probabilitatea ca media de selectie sa difere de media adevarata cu mai putin de 0,20 sa
fie mai mare de 0,95.

a) Ce volum de selectie trebuie sa foloseasca?

b) Dar daca volumul de selectie este 100, care este marja de aproximare (in o unitati) a
mediet reale cu media de selectie, pentru ca sa se obtina un prag de incredere de 0,957

¢) Dar daca se stie ca populatia este normala care trebuie sa fie volumul de selectie ca

Prob (| X —m| <0,2-0) >0,9
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3. Fie distributia student T cu 12 grade de libertate.
a) gasiti fractile pentru 0,10; 0,60 si 0,95.
b) gasiti media gi dispersia.
c) P(T<-0,695).
d)P(-2,179<T<1,356).

4. Fie distributia T cu 6 grade de libertate.
a) gasiti P(T>1).
b) gasiti fractila pentru 0,20.

5. Fie P o populatie distribuita normal. Se face selectia: -2, -1, 0, 0, 1, 2, 2, 3, 0. Sa
se gaseasca un interval de incredere pentru media populatiei cu pragul de incredere de 80%,
folosind distributia T.

6. Dintr-un lot de 100 piese, 4 sunt gasite defecte. Presupunem ca procesul de productie
se comporta ca un proce de tip Bernoulli. Determinati intervale de incredere de 95% si de
99% pentru probabilitatea ca ludnd o piesa la intdmplare ea sa fie defecta.

7. Se urmareste indicatorul Dow-Jones (indicator la bursa americand) la stocurile indus-
triale de la o zi la alta. Se presupune ca acesta variaza dupa o distributie normala. Se face
un sondaj pe parcursul a 81 de zile i se obtine o medie de selectie de 0,20 si o dispersie de
selectie de 1,50. Gasiti un interval de incredere pentru medie de 90%.

8. Dintr-o populatie noramla (m=24, c*=9) se ia un esantion de volum 8. Notam cu W
suma patratelor celor 8 valori standardizate (ZZ2 = (&T’m)ﬁ Gasiti: a) P(W>20,09); b)
P(2,713<W<5,07); ¢c) P(W>2,18).

11. Pentru distributia F' cu 5 grade de libertate la numarator gi cu § grade de libertate la
numitor, gasiti : a) fractilele de ordin 0,025 si 0,99; b) P(F <8,69); ¢) P(F >1,22).

12. Durata de viata a unui bec electric este o variabila aleatoare normala. Testul pe 16
becuri a aratat o valoare medie de viata de 3000 ore si o abatere standard o* = 20. Sa se
determine intervale de incredere pentru medie i abatere standard cu pragul de risc € =0, 1.

13. Un producator de rulmenti pretinde ca diametrul mediu al rulmentilor, in mm este de
10 mm cu o dispersie de 10~*. Admitem ca diametrul este o v.a. normald. Pe un lot de 20
rulmenti masurati s-a gasit ca diametrul mediv 9,98 mm si o dispersie empirica 0,0002. Sa
se determine intervale de incredere pentru diametrul mediu si dispersie cu increderea 0,99.
Valorile pretinse de fabricant se afla in aceste intervale?



Lectia 11

Ipoteze statistice. Teste statistice

11.1 Ipoteze si testarea lor

In continuare vom face ipoteze asupra parametrilor unor populatii, stiind in prealabil clasa
de distributii din care fac parte (de exemplu: normald, Bernoulli, Poisson, etc.). Vom folosi
rezultatele obtinute in Lectia 10 asupra estimarii prin intervale de incredere a unor parametri
remarcabili pentru distributii cunoscute (media i dispersia pentru populatii normale, de
exemplu).

O ipoteza statistica este o ipoteza facuta asupra unor insusiri statistice ale unei populatii
P.Ea este simpla, daca se refera la intreaga informatie care determina distributia populatiei,
de exemplu ipoteza:

H: populatia este normald de medie m=10 si dispersie 02=225, sau

H: populatia este Bernoulli cu p=0,3.

Ipoteza poate fi compusa daca se refera numai la o parte din informatiiile ce ar putea
determina distributia populatiei. Iata un exemplu de distributie compusa:

H: populatia este normala de medie 40, sau

H: populatia este Poisson (nu facem nici o ipoteza asupra mediei \).

In cazul ipotezelor compuse, ceilalti parametrii care impreuna cu cei testati ar duce la
determinarea completa a distributiei, se estimeaza dintr-o selectie (sau mai multe) facuta
asupra populatiei.

O ipoteza poate fi exacta,de exemplu ipoteza H: media populatiei Poisson este A=3, sau
poate fi inexacta: H: media populatiei normale este m > 5.

In aparenti noi lucram cu o singurs ipotezd H. De fapt lucriim cu doud ipoteze: H=Hj si
H;, ipoteza contrard ipotezei Hy. In cele ce urmeazd vom considera doud ipoteze alternative
Hy si Hy. Nu intotdeauna ipoteza H; reprezinta negatia logica obisnuita a ipotezei Hy. De
exemplu, Hy: media populatiei este m=30, H;: media populatiei s-a micsorat, adica este
m<30.

Operatia de comparare a doua ipoteze statistice in lumina informatiilor furnizate de selectie

144
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se numeste test statistic. Daca testul statistic se refera la unul sau mai multi parametri ce apar
in legea ce defineste populatia spunem ca testul este parametric. Dintre cele doua ipoteze Hy
si Hy, una dintre ele, notata cu Hy, ocupa locul central: testam pe Hy ”impotriva” alternativei
H,. La finalul testarii statisticianul, fie accepta pe Hy, fie ca respinge pe Hy in favoarea ipotezei
H;. Oricum el trebuie sa ia ” o decizie”. Fiecare test statistic implica o statistica de selectie,
adica o functie continud de tipul g (Xj, ..., X;,), unde n este volumul selectiei, iar Xj, ..., X,
sunt variabilele de selectie. Anumite valori ale statisticii conduc la acceptarea ipotezei Hg,
alte valori ale ei conduc la respingerea acestei ipoteze. Vom vorbi deci de un domeniu de
respingere (de neacceptare). Regula de decizie este datd de fapt de specificarea domeniului
de respingere al ipotezei Hy, deoarece se considera ca domeniul complementar domeniului de
respingere este exact domeniul de acceptare pentru ipoteza Hy.

Mai exact, daca ipoteza Hy, numita si ipoteza nula, este adevarata atunci, in urma unei
selectii concrete, este foarte probabil ca valoarea calculata pentru v.a. ¢ (Xj,...,X,) sa se
gaseasca intr-un interval ”de probabilitate mare”. Acest lucru se intampla deoarece statistica
g (Xy, ..., X,) are o repartitie bine determinata de ipoteza Hy si eventual de unele estimari
facute in urma selectiei concrete ce apare in problema. Deci noi trebuie sa stabilim o zona de
acceptare, adica o submultime A din R a.i. probabilitatea ca o valoare a v.a. g (Xq,..., X,,) sa
apartina multimii A sa fie destul de mare (de obicei se ia ca fiind > 0,9). Multimea R\\ A
se zice zona de respingere si probabilitatea ca v.a. ¢ (Xj,...,X,) sa ia o valoare in R\N\ A
este foarte mica (< 0,1). Numarul ¢ = prob(g (X, ..., X,,) € R\\\A) se numeste prag de
semnificatie pentru testul pe care il vom constitui, iar statistica g (X1, ..., X,,) este o v.a. care
depinde de v.a. de selectie Xi, ..., X,, si este legata de ipoteza Hy. De exemplu, daca Hy se
refera la media populatiei, g (X1, ..., X,,) va fi media de selectie standardizata, adica Z = f ?/’%,
unde m este media ce rezulta din ipoteza Hy, o este deviatia standard (presupusa cunoscuta),
n este volumul selectiei, iar X = (X; + Xy + - -+ + X,,) /n, este v.a. media de selectie. Ipoteza
alternativa, Hy este ipoteza ce rezulta natural in urma negarii ipotezei Hy. De exemplu, daca
Hy este "m = 30” si noi stim sigur ca media nu poate sa creasca in urma experimentului
ce apare in problema, atunci H; va fi ”7m < 30”. Daca nu stim nimic despre modul in care
se schimba media, este natural sa consideram ipoteza alternativa ca fiind "m # 307, adica
"m < 30”7 sau "m > 30”. Iata deci cum functioneaza in general un test parametric referitor
la parametrul 6 al unei populatii P:

1) construim ipotezele Hy (ipoteza nula) si Hy (ipoteza alternativa) asupra parametrului

0.

2) construim v.a. ¢ (Xj,..., X,) care are o distributie (repartitie) cunoscuta daca consid-
eram pe Hy adevarata.

3) precizam pragul de semnificatie € pentru v.a. ¢ (Xy,..., X,,) (€ este mic, <0,1).

4) reprezentam grafic (schematic si nu exact) zonele de respingere si respectiv de acceptare,
p(g) =densitatea de probabilitate a v.a. g.
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respingere

Zona tipica de respingere a unui test

Aria hasurata este €/2 + ¢/2 = € = prob(g sa ia valori in zona de respingere).

5) calculam ¢eqre. = g (21, ..., T,) pentru valorile efective ale unei selectii furnizate de prob-
lema. Daca g.q. € {zonei de acceptare} vom spune ca acceptam ipoteza Hy cu pragul de
semnificatie . Daca g.q. € {zonei de respingere} acceptam ipoteza alternativa H; cu pragul
de semnificatie ¢.

11.1.1 Testul Z privind media unei populatii normale cu dispersia
cunoscuta o?

Vrem sa testam ipoteza:

e Hy: m = myg, mg specificat (m este media populatiei)

Hy: m # my B

e Consideram statistica Z = )i/_\%‘) Stim ca Z este o v.a. normala redusa (are media 0 si
dispersia 1), pentru n mare. Aici o este precizat de problema.

e Fie € € (0;0, 1] pragul de semnificatie ales (¢ = 0,05;0, 01, etc.)
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0.

Zona de respi e respingere

Zc."ﬂ Zl—c."ﬂ

Zona de respingere pentru un test bilateral

Calculam pe Z./ ca fiind cuantila de ordin /2, adica F'(Z,/;) = 1 —¢/2 (vezi TABELUL
e calculam 7., = % pentru selectia din problema.

Daca |Zcqc| < Zaj2, acceptam ipoteza Hy cu pragul de semnificatie €.
Daca |Zeqie| > Zaj2, respingem ipoteza Hy (acceptam H;) cu pragul de semnificatie €.

Exemplul 11.1 Testati cu un prag (nivel) de semnificatie de 5% daca o selectie de volum 1,
x1 = 172 provine dintr-o populatie normala cu media m = 150 si dispersia fizata (cunoscuta)
o? = 100. B

Solutie Hy: m = 150; H;: m # 150; Z = -2 — ){%m, deoarece n =1 si X = X; = X.
F(Zpp25) =1—0,025 = 0,975.

o/

S

El—ﬂ.ﬂﬂj
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Deci, din TABELUL I gasim ca Zy o5 (cuantila de ordin 0,025) este 1,96.

Leale = %_0150 = 2,2. Deoarece |Z.q.| > 1,96 respingem Hy (acceptam Hy) cu pragul de
semnificatie de 5%. Adica este putin probabil ca selectia sa provina dintr-o populatie normala
cu media m = 150 si dispersia o® = 100.

Aici am folosit un test bilateral (zona de respingere este simetrica fata de origine, adica

are 72 cozi”) deoarece pentru Hy, m poate fi tot asa de bine < 150 sau > 150.

Exemplul 11.2 Testati cu un prag de semnificatie ¢ = 1% daca selectia de volum 1, x1 = 54,
a fost facuta dintr-o populatie normala cu media m = 65 si dispersia o = 30, sau daca media
este mai mica decat 65.

Solutie Hy: m = 65; Hy: m < 65. Vom avea deci un test unilateral (la stanga, cu o

singura "coada”).Z = ff/i/”% = A=m

—4 Z,o =233 z 1

El

Zona de respingere pentru un test unilateral

Deoarece in tabelele statistice se dau numai valorile functiei de repartitie normala, F(z),
pentru z > 0, va trebui sa folosim proprietatile de simetrie ale densitatii de probabilitate p(z).
Avem ca P(Z < ZO,Ol) :F<Z0’01) = 0,01. Dec: F(_ZO,OI) :P<Z < —Z0701) = ].-P(Z < Zg701) =
1—-0,01=0,99, deci, din TABELUL I gasim ca —Zy o1 = 2,33, adica Zyp = —2,33.

Calculam Z .y = 5%%5 = —2,01. Cum —2,01 > —2,33 vom accepta ipoteza Hy cu pragul
de semnificatie de 1%. Cum pragul este mic si Z.q. este foarte "aproape” de valoarea critica
—2,33 statisticianul are dubii serioase asupra rezultatului si va trebui sa considere si alta
selectie si sa foloseasca un test cu semmificatie mai mare, de exemplu de 5% pentru a fi "mai
sigur” de concluzia pe care o da.

Exemplul 11.3 Din 100 de seminte plantate 83 au germinat. Folositi aproximarea distrib-
utiei binomiala cu o distribatie normala pentru a testa pretentia comerciantului ca 90% din
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seminte germineaza. Folositi doua teste: unul cu pragul de semnificatie de 5%, altul cu pragul
de 1%.

Solutie Fie X v.a. care numara cate seminte au germinat din cele n. X ~ Bin(n,p),
unde n = 100.

Hy: p=0,9 (rata de germinare este de 90%).

Hy: p<0,9 (rata de germinare este mai mica de 90%).

Vom avea deci un test unilateral, deoarece este putin probabil ca vanzatorul sa sustina o
rata de germinare mai mica decat aceea reala.

Pentru pragul € = 0,05 avem:

P(Z < Z0,05) = 0,05, deci P(Z < _ZO,05) =0,95 :F(—Zo’05).
Din TABELUL I gasim ca —Zy o5 = 1,65, deci Zy o5 = —1,65.
Cum Hy: X ~ Bin(100;0,9) avem ca X ~N(np,npq) =N(90,9), deci Z.ye = =22 =

83-90 Ve
= = —2,33.
Dar Z.y. = —2,33 < —1,65 si deci va trebui sa resping Hy cu pragul de 5%. Adica

fabricantul de seminte... minte!

Pentru pragul ¢ = 0,01, ¢ (—Zoo1) — 0,99, deci —Zpo1 = 2,32, sau Zppy = —2,32.
Cum Z.qy. = —2,33 < —2,32, dar aproape insensibil mai mic, testul in acst caz nu poate fi
concludent deoarece valoarea calculata Z.q. este prea aproape de valoarea critica —2,32. Prin
urmare, fabricantul... minte, dar nu minte prea mult! FEste nevoie de alte solutii pentru a
capata o certitudine mai mare.

Exemplul 11.4 O masina produce benzi elastice cu tensiuni de rupere normal distribuite cu
media m = 45N si 0 = 4,36 N. Intr-o zi s-a facut o selectie de volum 50 si s-a gasit media
selectiei T = 43,46N. Testati cu un prag de semnificatie de 5% daca acest lucru indica sau
nu o schimbare a mediei tensiunilor de rupere.
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Solutie Hy: m =45 (media nu s-a schimbat)
Hy: m # 45 (media s-a schimbat)-test bilateral!

Zy oo = 196 4

X NN(m, %2) m = 45N; o = 4,36; n = 50.

Zecale = f/_\}% = 4433’5466/:/45% = —2,4975 < —1,96. Prin urmare respingem ipoteza Hy cu

pragul de semnificatie de 5%.

Un interval de incredere de nivel 95% pentru medie este T + 1,96\/iﬁ = (42,25;44,67).
Vedem ca 45 ¢ (42,25;44,67). Cea mai mica valoare a lui o astfel incat 45 sa fie in intervalul
de incredere T £ 1, 96\/%; este 0 = 5,56 (vezi ecuatia 43,46 + 1, 96\%?0 =45).

Exemplul 11.5 Tensiunea de rupere a unor cabluri produse de o fabrica este normal dis-
tribuita cu media 6000N si deviatia standard o = 150N. Gasiti probabilitatea ca un cablu luat
la intamplare se aiba tensiunea de rupere > 6200N.

S-a modificat procesul de productie si media tensiunilor de rupere se modifica. Se aleg
6 cabluri la intamplare dupa aceasta modificare, se testeaza si se gaseste o medie de rupere
T = 5920N. Testati cu un prag de 5% daca dupa modificare media tensiunilor s-a micsorat.
Gasiti o constanta C a.i. noi sa putem spune cu un nivel de incredere de 90% ca media de
rupere este mai mare decat C.

Solutie X ~N(6000,150?);

X—m 6200 —m
>
g g
= 1-F(1,333)=1-10,90 =0, 1.

P (X > 6200) = P< >:P(Z>1,333):1—P(Z§1,333)

T = 5920N; Hy: m = 6000N; Hy: m < 6000V;

X NN(m, %) :N<6000, %)
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Leale = f/_\;”ﬁ = 59125%_/%0 = —1,306 > —1,65, deci acceptam ipoteza Hy cu pragul de

semnificatie 5%.
o Trebuie sa gasim C a.i. P(C<m <o0) = 0,9, sau P(—C> —m) = 0,9, sau inca
P(ff/;\/% > f/_\;g = Z) = 0,9. Deci F(j_(/;\/% > Z) = 0,9 si de aici gasim ca f‘c = Zpg =

: (= 150
1,29. Prin urmare C=7 — 1, 29%.

S

/V6

Exemplul 11.6 O distributie normala se crede a avea media 50. Se face o selectie de volum
100 si se gaseste o medie de 52,6 si o deviatie standard de selectie de 14,5. Testati cu nivelul
de 5% daca media populatiei a crescut.

Solutie Fie m media reala si o2 dispersia reala a populatiei. T = 52,6, iar s = V/s2 =
14,5,

unde s> = 13" (z — 7)%.

Hy: m =50 (nu exista o schimbare a mediei)

Hy: m > 50 (media populatiei a crescut)

= 2 . ~9 2 .
X NN(m, %) Estimam pe 02 cu o’ = el s2, deoarece n = 100 este considerat mare

(100 > 30). Folosim deci statistica Z = i(/_m st caleulam Z.q. = 121’?\7% =1,793.

B

q
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Zy s = 1L,ED 4

Cum Zeye = 1,793 > 1,645, vom respinge Hy, adica acceptam Hy cu pragul de semnificatie
de 5%. Deci acceptam ca mesia a crescut cu pragul de semnificatie de 5%.

11.1.2 Testul T privind media unei populatii normale cu dispersia
estimata prin estimatorul nedeplasat S’

Ipoteza nula Hy: m = myg se refera la o populatie normala careia nu ii cunoastem dispersia.
Aceasta se va estima fie prin estimatorul deplasat S? = %Z (x — f)z, fie prin estimatorul

nedeplasat S/? = L3 (x — )%, Daca volumul selectiei n este mare (n > 30) atunci

S/2 ~ 8% si putem folosi ca statistica pentru un test de semnificatie, statistica Z (vezi

Exemplul 11.1.6). Daca insa volumul selectiei este mic nu mai putem folosi aceasta statistica
X—mo

W N unde

ci este indicat sa folosim statistica Student cu n — 1 grade de libertate, T" =

S/ =+/S/2.

In rest, testul lucreaza exact ca testele de la 11.1.1.

Exemplul 11.7 Se testeaza rezistenta in ohmi pentru 5 bucati de cablu si se gasesc valorile:
1,51; 1,49; 1,54; 1,52; 1,54. Daca cablul ar fi din argint pur,rezistenta lui ar fi de 1,5 ohmi.
Daca argintul nu este pur, rezistenta creste. Testati cu un nivel de semnificatie de 5% faptul
ca argintul din cablu nu este pur.

Solutie Hy: m = 1,5 ohmi.

Hy: m > 1,5 ohmi (test unilateral)

Deoarece esantionul selectiei este mic (n = 5) vom folosi statistica student T = & Nl

S cun—1=4 grade de libertate.
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Tiops = 2,132°

F(To05) =P(T<Ty05) = 0,95. Din TABELUL II, pentru v = 4 grade de libertate gasim

ca Thos = 2,132.
19,0? = _Zom . L52=150 9 105 deoarece T = 28 = 1,52, iar S? = LS (2 —E)Q =
cale = 5/ /n—1 0,019/2 » 1U9; 5 ) 94, n

0.0018 — (), 00036, sau S = 0,019.

5
Deoarece T,.q. < 2,132, valoarea critica a testului, atunci trebuie sa acceptam ipoteza Hy

cu niwelul de semnificatie 5%.

Exemplul 11.8 Se fac 8 observatii dintr-o populatie normala si gasimT = 4,65 si Y. (¢ — )
0,74. Testati cu nivelul de semnificatie de 2% daca media distributiei este 4,3.

Solutie Hy: m = 4,3

Hy:m # 4,3 (test bilateral)

T= X;m; Tcalc = 476(?;1473 = 3a 05.
S/v/n—1 o7
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Cum T,y > 2,998, resping Hy cu nivelul de semnificatie de 2%.

11.1.3 Test pentru proportia de succese
Sa notam cu P; =(numarul de realizari ale evenimentului A din n incercari)/n, adica proportia
de realizari a evenimentului A, cu X v.a. ( » 2 , unde ¢ = 1 — p, iar p este probabilitatea

teoretica pentru a se realiza evenimentul A la o incercare. Daca punem X; = Xo = --- = X, =
X, este clar ca P; este chiar X = X1tX2ttXn - Pentru n mare, stim ca X ~N(M (P;), D (Py)),

dar M(P,) =M(X) = p, D(P,) =D(X) = 2% — 2=2% _ 21 D

n n
P, ="proportia de succese”wN(p,%). Fie 7 = % ~N(0,1). Testul proportiei de

succese se realizeaza cu ajutorul statisticii Z dupa cum se va vedea in exemplul urmator.

Exemplul 11.9 La o universitate americana senatul sustine ca nu se face discriminare sexu-
ala la admitere. Se aleg 500 studenti si se gasesc 267 baieti. Testati cu nivelul de semnificatie
5% daca senatul universitatii spune adevarul sau nu.

Solutie Hy: p = 0,5=probabilitatea ca un student sa fie baiat;

Hy: p+#0,5 (test bilateral)

Z =52 pge = M2 =152,

/Pa’ 0,5-0,5
n 500

- 196 4

EI—D,DHS

Cum zeqe = 1,52 < 1,96, acceptam ipoteza Hy cu pragul de semnificatie de 5%. Prin
urmare este foarte probabil ca senatul sa spuna adevarul.
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Exemplul 11.10 ([Hays/, pag. 447) Un producator de frigidere pretinde ca temperatura
medie in compartimentul de congelare este de 10 grade Fahrenheit (aproximativ -12,8 grade
Celsius). Vrem sa vedem adevarul acestei afirmatii gi facem ipotezele: Hy : m < 10 (ipoteza
nula), versus Hy : m = 10 (ipoteza alternativa). Facem un sondaj pe un lot de 16 frigidere
alese la intamplare si masuram temperaturile in congelatoarele acestora. Gasim ca media
selectiei este 10,24 grade, iar dispersia de selectie modificatd (nedeplasata) este de S'?=0,36.
Presupunem ca distributia temperaturilor este normala (deoarece apare un fenomen de repar-
titie de “erori”). Cum dispersia este calculata tot din selectie folosim v.a. de selectie T .
Calculam t = %/;w = 1,6.Vrem sa folosim statistica T cu pragul de semnificatie de 5%
pentru a vedea daca producatorul are dreptate sau nu. Testul va fi unilateral deoarece zona de
respingere este data de m > 10. Ty 5 = 1,753 pentru 15 grade de libertate,dupa cum se poate
constata in TABELUL II. T.,. = 1,6 < 1,753. Prin urmare acceptam ipoteza Hy cu pragul
de 5%.

Observatia 11.11 a) In exemplul de mai sus regiunea de respingere este: m > 10, concen-
trata intr-o singura directie, adica la dreapta lui 10. Un astfel de test se zice directional (sau
unilateral).

b) Daca vrem s testam o ipotezd despre dispersia unei populatii: Hy : 0 = o2, unde oy
este data, va trebui sa utilizam testul x* (vezi Lectia 12). Aici Hy : 0* # o2, si a este dat.
Cele doua (o i Hy) descriu regiunea de respingere. Statistica folosita este X%n—l) = (njzs/ 2,
unde (n — 1) reprezinta numarul gradelor de libertate. Se urmeaza apoi aceeasi cale ca §i in
cazul mediei (vezi Rezumatul si exemplele date acolo).

11.1.4 Testul T pentru compararea a doua esantioane

Fie {x1,...,x,} si {2}, ..., 2], } doud esantioane. Hy :<<cele doud esantioane provin din aceeasi
populatie>>.

Fie o €(0,1) un prag de semnificatie. Notam cu 7, = yg,yl -, unde X = x) /n,

_ _ N
X/:(ng)/m, 312:%(Z($i_X)2+Z(ZE£—X> >,iaryzn—|—m—2. R. A. Fisher

a aratat ca T, tinde catre o repartitie Student cu v grade de liberate. Calculam 7,. Gasim
cuantila de ordin 1-«/2 in Tabelul corespunzitor lui T' pentru v grade de libertate si o notdm
cu Ty 3. Testul functioneaza astfel:

e Daca |1,| > T4/, atunci vom respinge ipoteza Hy cu pragul de semnificatie o.

e Daca |T,| < T, /2 atunci vom accepta ipoteza Hy cu pragul de semnificatie a.

Exemplul 11.12 (R. A. Fisher) 8 ghivece cu fire de orez au fost supuse la descarcari
electrice. Altele 9 au fost ferite de descarcari. Rezultatul recoltei a fost (numar de spice):
Izolate: 17, 27, 18, 25, 27, 29, 27, 23, 17;
Electrizate: 16, 16, 20, 16, 20, 17 ,15, 21.
Sa se testeze ipoteza Hy:<<electricitatea influenteaza cresterea orezului>>.
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11.2  Tipuri de erori. Reguli de decizie
Vom incepe cu un exemplu.

Exemplul 11.13 (/Hays/, pag. 404) Un economist are doud ipoteze asupra implicatiilor
ce deriva din cresterea impozitelor la un anumit moment dat. Prima ipoteza este ca dupa
aceasta crestere 80% din populatie va trebui sa-si reduca economiile. A doua ipoteza este ca
numai 40% din populatie va trebui sa facd acest lucru. Cum s-ar putea afla care ipoteza este
adevarata?

Solutie. S-ar putea ca nici una dintre cele doua ipoteze sa nu fie adevarata. Totusi, aici,
noi vom considera ca sigur una ditre ele este adevarata. Vom nota:

Hy: p=0,8

H;: p=0.4, unde p este proportia de consumatori care urmeaza sa-si reduca economiile
datorita cresterii impozitelor. Iata ca impozitele au crescut si economistul nostru vrea sa vada
care dintre cele doud ipoteze ale sale (fiecare are in spatele ei rationamente si teorii economice
sofisticate) este adevaratd. Pentru aceasta face un sondaj pe un esantion de n consumatori.
Deoarece fiecare din consumatori spune DA sau NU (si-a redus sau nu si-a redus economiile)
avem un proces de tip Bernoulli cu n dat si p dat. Pentru Hy trebuie sa consideram p=0,8, iar
pentru H; trebuie sa consideram p=0,4. Presupunem, pentru usurinta, ca n=10. Notam cu
r numdarul acelor consumatori care au raspuns cu DA (dintre cei n chestionati). Statistica de
seletie care poate fi comparata cu p este R/n, unde R este v.a. ce pate lua valorile r: 0,1,...,n.
Valorile teoretice pe care le poate lua R/n si probabilitétile lor le gdsim in urmétorul tabel
(am folosit distributia binomiald, vezi Tabelul V):

P(r/n|p=0,8) P(r/n|p=0,4)

ror/n aprox. 4 zecimale  aprox. 4 zecimale
0 0 0 0,006

1 0,1 0 0,040

2 0,2 0 0,121

3 0,3 0,001 0,215

4 0,4 0,006 0,251 (11.1)
5 0,5 0,026 0,2

6 0,6 0,088 0,111

7 0,7 0,201 0,042

8 0,8 0,302 0,011

9 0,9 0,268 0,002

10 1 0,107 0,0001

Sa presupunem ca statisticianul are datele de selectie ale sondajului, are deci raportul
R/n calculat din sondaj. El are nevoie de o REGULA DE DECIZIE pentru a putea alege
Hy sau H;. Exista foarte multe posibilitati de a construi astfel de reguli de decizie. Unele
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sunt mai ”bune”, altele nu sunt asa de "bune”. Vom alege acum urmatoarea regula: <<Daca
R/n <0,8, alegem H;; dacad R/n >0,8, alegem Hy >>(REGULA 1).

Ce se poate intampla dupa ce statisticianul a folosit aceasta regula?

El poate gresi sau nu. Sa calculam probabilitatile in toate cele patru cazuri care pot sa
apara:

Situatia  reala

Hy H;
Decizia Hy corect eroare I1
luata H; eroarel corect

(11.2)

De exemplu, si presupunem ci din selectie am obtinut R/n >0,8 si totusi in realitate
p=0,4. Deci am ales Hy si totusi H; este adevaratd. Apare al doilea tip de eroare (eroare II).
S& calculdm probabiltatea acestei erori (folosind tabelul de mai sus):

P(R/n>0,8]p=0,4)
= P(R/n=0,8]|p=04)+ P (R/n=0,9 | p=0,4) + P (R/n=1 | p=0,4)
= 0,011+ 0,002 + 0,0001 ~ 0,013.

Primul tip de eroare (eroare I) apare daca alegem H; si totusi Hy este adevarata. Proba-
bilitatea acesteia este:

P(R/n < 0,8 p=0,8)
= +0+ 040,001+ 0,006 + 0,026 + 0,088 + 0,201 = 0, 322.

Cele doua situatii corecte au urmatoarele probabilitati:
P(R/n > 0,8 | p=0,8) =0,677,

P(R/n < 0,8 | p=0,4) =0,987.

Punem aceste rezultate in urmatorul tabel:

Situatia reald
HO H1
Decizia Hg 0,677 0,013
luata H; 0,323 0,987

(11.3)

Ce spune acest tabel? Dacd dupa selectie R/n <0,8, este foarte probabil ca p=0,4. Oricum
este mai probabil acest lucru decat faptul cd R/n >0,8 si p=0,8. Este foarte putin probabil
7sa gresim” cu aceasta regula de decizie, deoarece 0,323+0,013<0,677+0,987.
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Iata o altd reguld de decizie: <<Dacd R/n <0,6, alegem H;; dacid R/n >0,6, alegem
Hy >>(REGULA 2). Tabelul corespunzitor acestei reguli este urmitorul:

Situatia reald
HO H1
Decizia Hg 0,966 0,116
luata  H; 0,034 0,834

(11.4)

Este clar ca dintre cele doua reguli de decizie este "mai buna” a doua regula deoarece
probabilitatile de eroare sunt mici.

In prima reguli de decizie valoarea lui R/n=0,8 (care face trecerea de la zona ipotezei H,
la zona ipotezei Hy) se numeste valoarea critica a lui R/n (adica a statisticii R/n).

Pentru a doua regula de decizie valoarea criticd a statisticii R/n este 0,6.

e In general, frontiera dintre domeniul de acceptare D si domeniul de respingere D,
formeaza multimea de puncte in care statistica de testare g (X1, ..., X,,) ia valoarea critica
Cg.

In figura urmstoare avem reprezentarea grafici a domeniului de acceptare D pentru ipoteza
Hy, a domeniului de respingere D pentru ipoteza Hy si a multimii punctelor de valoare
criticd pentru urméatoarea reguld de decizie: <<Daca g (X1, ..., X,) >Cy, accepta Hp; daca
g (Xy, ..., X;) <Cy, acceptd H; >>. Aici Cy este valoarea critica a testului.

Regiunea de acceptare si regiunea de respingere a unui test

Desigur cd statistica g (X1, ..., X,,) este aleasd astfel incat sa fie o legdtura naturald intre ea
si ipotezele Hy si Hy. Se considera, de asemenea, ca Hy si Hy se exclud reciproc (D ND= (Z)).

Vom presupune in continuare ca Hy este ipoteza care se testeaza. Statisticianul poate face
doua tipuri de erori:
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e Eroare de tipul I daca respinge Hy, ea fiind adevarata;
e Eroare de tipul II daca accepta Hy, ea nefiind neadevarata.
Notdm cu a = P(eroare de tipul I)= P(respinge Hy |Hy este adevirata);
B = P(eroare de tipul II)= P(acceptd Hy |Hy este falsa).
Tabelele (11.3) si (11.4) din Exemplul 11.1 se generalizeaza la urmatorul tabel:

Situatia  reald

Hy H;

Decizia  Accept H, 1-a 15}
luata  Resping H, Q 1-3

(11.5)

Orice reguld de decizie are un cuplu de numere («, 3).

Idealul ar fi ca o si 8 sa fie 0, sau foarte mici.

Dintre doud reguli de decizie cu(ay, 5;) si (ag, By) astfel incat oy < ag, 5; < 5, vom
elimina pe cea de-a doua. Spunem ca regula de decizie cu («q, ;) domina (este mai tare)
regula de decizie cu (ag, 3,). In cazul Exemplului 11.1 cele dous reguli nu se pot compara,
ele nu se domina una pe alta.

O regula de decizie dominata de o alta regula de decize se zice inadmisibila.

Vom da acum un exemplu de reguld de decizie inadmisibild: <<Dacd R/n € (—o00;0,2)U
(0,8; ), alegem Hy; dacd R/n € [0,2;0, 8], alegem Hy >>(REGULA TIII).

Tabelul corespunzator ei este:

Situatia reala
H, H;
Decizia  Accept H, 0,625 0,952
luata  Resping H, 0,375 0,048

(11.6)

Aici ap=0,375, 5,=0,952. Cum a;=0,323 si ,=0,013 erau probabilitatile de eroare pentru
prima reguld, rezultd ca regula <<Dacd R/n € (—o00;0,2) U (0,8;00), alegem H;; daca
R/n € ]0,2;0,8], alegem Hy >>(REGULA III) este inadmisibild deoarece este dominata de
prima regula de decizie. Nu vom lucra niciodata cu reguli de decizie despre care stim ca sunt
inadmisibile. Dacd se analizeaz& indeaproape regula <<Dacd R/n € (—o0;0,2) U (0, 8; 00),
alegem Hy; dacd R/n € [0,2;0, 8], alegem Hy >>(REGULA III) se constata ca ea contrazice
chiar ”bunul simt” probabilistic (De ce?).

In general statisticianul este interesat de modul in care variaza probabilitatile de eroare
a gi B atunci cand el schimba legea de decizie. Evident ca pentru orice statistica de testare
g (X, ..., X,,) si pentru orice lege de decizie fixatd avem un « gi un /3 bine determinati. Pastram
statistica de testare fixata si variem legile de decizie. Se obtine un domeniu al probabilitatilor
de eroare (un domeniu de risc) dacd « se considerad abscisa gi § ordonata punctului («,3) —
vezi figura urmatoare:
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> T

B(0,1) (1,1)

B1)
(ﬂ! 132

‘o

A(1,0)

Domeniul probabilitatilor de eroare

Curba groasa AB din figura anterioara este curba corespunzitoare tuturor cuplurilor ()
care deriva din decizii "bune” sau admisibile. Oricare alt punct (ay,5;) din domeniul de
risc care nu se afla pe curba AB provine dintr-o decizie inadmisibild, deoarece aceasta este
dominata de decizia corespunzitoare punctului (as,5,) de pe curba AB si aflat la intersectia
dintre aceasta curba si segmentul OM. -

Experienta arata ca daca volumul de selectie n creste, atunci curba AB ”se apropie” de
origine, adica riscul devine mai mic cel putin pentru deciziile admisibile (deoarece precizia de
predictie asupra populatiei creste odata cu n).

Singura problema care ramane pentru statistician este aceea legata de alegerea regulii de
decizie admisibile. Aici intervine ”"negocierea” intre cazurile ”a mare, 3 mic”, sau invers, "«
mic, 8 mare”, («a,3)€ AB.

Situatia neutrs este aceea cand a=f. In practici aceasti negociere depinde de factori
subiectivi sau obiectivi dar.

e Din punct de vedere istoric ipoteza Hy se numeste ipoteza nuli (nevinovatia prezumtiva
in cazul unui acuzat!), iar ipoteza H; se zice ipoteza alternativa(vinovitia acuzatului). In
practicd, numarul « (notat uneori si cu €) se da ca fiind 0,05 sau 0,01 (rareori se utilizeaza
altd valoare). « reprezintd probabilitatea de a respinge Hy cu toate ci Hy este adevarata.

Presupunem ca Hy este adevarata si alegem asa numita regiune (domeniu) de respingere
in concordanta cu ipoteza H;. S& notadm domeniul de respingere cu Res = {acele valori ale
statisticii de testare g (X, ..., X,) pentru care Hy este adevarata}. Gasim multimea Res din
ipoteza:

P(g(Xy,...,X,) € Res | H)=adevaratd) = a(dat)
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Daca la o selectie de volum n: X, ..., X,, valoarea v.a. ¢(Xji,...,X,) € Res, spunem c&a
ipoteza Hy este adevaratd cu pragul de semnificatie o(cu conditia ca « si fie mic, ca mai sus).

Vom da acum cateva exemple de testare a unor ipoteze statistice in lumina celor spuse
mai sus.

Exemplul 11.14 ([Hays], pag. 415) Un muncitor poate sa realizeze X piese pe ora.
Dupa indelungate cercetart statistice s-a stabilit ca X este o v.a. normala cu media m=138 s
deviatia standard o =20. Un inginer pretinde ca poate aduce o inovatie in procesul de productie
astfel incdt sa ridice media la m=142 piese pe ora, fara a perturba normalitatea v.a. X i pe
o. FEste chemat un statistician sa testeze pretentia inginerulus.

Solutie Introducem doua ipoteze:
Hy: m=138
Hll m=142

Facem o selectie de 100 muncitori care lucreaza céte o ora fiecare. Alegem pragul de
semnificatie a=0,05=P(respingem H, |Hy este adeviratd). Vrem acum si gisim regiunea de
respingere in acest caz concret. Stim ca un estimator bun pentru media m este media de
selectie X = (X; + Xo + -+ X,,) /n, care este normal distribuitd cu media m si deviatia
standard (pentru selectia noastrd n=100) o = 20/4/100 = 2. Chiar dacs ipoteza de nor-
malitate a v.a. X nu este intrutotul adevaratd (sau chiar falsa!), deoarece n=100 este mare,
din teorema limit# centrald, rezultd ci X este distribuitd normal. Daca Hy este adevirats,
atunci X este normal distribuiti cu media 138 si deviatia standard 2, pe cand, daci H; este
adevarata, m=142 si deviatia standard tot egala cu 2. Vedem de aici ca valorile mari ale v.a.
X favorizeazg ipoteza Hy, iar valorile mici ale v.a. X favorizeazi ipoteza Ho.

Regiunea de respingere va fi deci de forma: <<Respinge Hy daci X > C >>. Aici C
reprezintd valoarea criticd a regulii de decizie: <<Daci X < C, alegem Hy; daci X > C,
alegem H; >>.

Vrem acum s determinim valoarea criticd C' a statisticii X daci stim pe a=0,05. Scriem
ci o =P(respinge Hy |[Hy=adevirati)=P(X > C' | m=138)=0,05. Dar P(X > C | m=138)=

—138

P(Z > CT), unde Z = £=138 este v.a. standard normald cu media 0 si cu deviatia standard

1. Vrem ca P(Z > 528) = 0,056 = 1 — F (5}3), unde F(z) este functia de repartitie
(functia de distributie cumulata) a v.a. normale stanard Z. Din Tabelul I gsim ca %
este 1,65, adica cuantila de ordin 1-0,05=0,95 a v.a. Z. De aici rezulta ca punctul critic

(C=141,30. Acum putem calcula si probabilitatea

B

P(accept Hy | Hy = adevaratd) = P(X < 141,30 | m = 142)

141,30 — 142
P (Z < —)—

5 ) = P(Z < —0,35) = F(—0,35) = 1 — F(0,35) = 0, 36.
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Tabelul corespunzator regulii de decizie de mai sus este:

Situatia reald

Hy H;

Decizia  Accept H, 0,95 0,36
luata  Resping H, «=0,05 0,64

(11.7)

Daci din calcule X < 141,30, atunci alegem Hy, adica rémanem la vechiul procedeu de
lucru.

S& comentam putin rezultatele din tabelul (11.7). a=0,05 , chiar dacd X > 141, 30, adica
aleg H; si resping Hy, probabilitatea de eroare in cazul cand H, este adevarata, este foarte
micd. Prin urmare, dacd alegem noul procedeu si-l1 inlocuiesc cu primul (primul fiind mai
bun) riscul este mai mic, aproape zero. Totusi, dacs alegem Hy (X < 141,30)— réménem la,
vechiul procedeu in timp ce noul procedeu este mai bun, riscul este mai mare: 5=0,36.

Statisticianul vrea sa micsoreze si acest risc § fara insd a mari pe «=0,05 (putem micsora,
pe (8 daca reducem valoarea criticd la 140, de exemplu; dar, in acest caz creste si ). Teoretic
stim ca « si f se micsoreaza daca marim volumul selectiei.

Vom mari pe n la 400. In acest caz deviatia standard a v.a. X devine ox = 20/@ =1.
Determinam valoarea critica ca mai sus si gasim C' = 139, 65. In acest caz

B = P(accepta Hy | H, = adevarata) = P(X < 139,65 | m = 142)

_ P(Z< 139,65 — 142

. )—P(Z<—2,35)—0,01.

Iata deci c& am redus pe  de la 0,36 (cand n=100) la 0,01 (cand n=400).

Acum statiticianul poate sa rdspunda cu riscuri foarte mici («, 8 mici) daca este bine s
schimbam procedeul de producere al pieselor (accept H; si resping Hy) sau, dimpotriva, sa
lucram dupd acelasi procedeu (accept Hy si resping Hy).

In primul caz pot gresi cu 5%, iar in al doilea caz cu 1%. Facem deci un sondaj de 400
muncitori/ord. Calculim X si vedem daci X < 139,65 sau X > 139, 65.

Observatia 11.15 Pentru valoarea critica C' =141,30, regiunea de respingere este [141,30;00),
pe cand pentru valoarea critica C'=139,65, regiunea de respingere este [139,65;00).

11.3 Puterea unui test statistic

Fie  un parametru al unei populatii si ipoteza: Hqy : 0 = 6,

Pentru o regiune de respingere data si pentru o valoare particulara a lui 6, de exemplu 61,
putem calcula P(resping Hy | § = 6;). Dar, daca 6; = 0y, aceasta ultima probabilitate este
chiar ov. Dacd 01 # 0y notdm cu H; : § = 6; si probabilitatea de mai sus devine P(resping
H, |H;=adevaratd)=1-P(acceptd Hy |H;=adevarata)=1-4.
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Definitia 11.16 Numarul P(resping Hy | 6 = 0), calculat mai sus, se numeste puterea
testulut ipotezei Hy contra alternativer H.

In Exemplul 11.2 puterea testului Hy : m = 138 contra alternativei H; : m = 142 este
egald cu 1-5=1-0,36=0,64, daca regiunea de respingere este [141,30;00). Un test este cu atat
mai puternic cu cat ipoteza Hy : 6 = 6y este "mai departe” decat valoarea reala a lui 6,
H; : 6 = #;. Mai mult, 1-3 mare inseamna [ mic, adicd un test este cu atdt mai puternic
cu cat este mai putin probabil sa accept Hy cand ea de fapt nu este adevarata. Sa amintim
cd noi alegem « foarte mic. Acest o determind zona de respingere (regiunea de respingere).
Pentru aceasta zona de respingere determinam pe 3 daca stim pe 6;. Prin urmare puterea
unui test 1-5 depinde de ¢;. Ea va fi maxima pentru acel 6; pentru care riscul de a accepta
pe Hy cénd ea este falsd, comparativ cu Hy, este minim (aici H; este consideratd adevaratal).

Exemplul 11.17 Sa reluam exemplul anterior intr-un cadru mai general. Presupunem ca
vrem sa studiem media unei populatii si facem ipoteza nula (initiala, sau de baza): Hy : m =
myg, §t ipoteza alternativa: Hy : m = my. Presupunem ca mqy > mg §t ca v.a. media de selectie
X =(X;+Xo+ -+ X,,) /n este normali (pentru n mare X poate fi considerati normald)
cu deviatia standard o< cunoscuti. Deoarece valorile mari ale v.a. X favorizeazd H, si
valorile mici ale v.a. X favorizeazd Hy, este natural sd cdutam zona de respingere de forma
X > C, unde C este valoarea criticd a requlii de decizie:<<respinge Hy, dacd X > C; accepti
Hy, daci X < C >>. Ca i in exemplul 11.2 gasim cé pentru pentru a=0,05 valoarea critica
C =mg+1,6505. Acum putem calcula puterea acestui test pentru orice valoare data lui m;.
De exemplu, daci m; = mg+ o puterea testului este P(respinge Hy | m = mg+ov)=P(X >

mgy + 1, 65O-Y | m=mg+ O-Y):P<Z > (m0+1,65ofl*(m0+07)> :P(Z > 0’ 65):0,26
X
Daci my = mg + 3o, puterea testului creste: P(respinge Hy | m = mgy + 3ox)=P(Z >
—1,35)= 0,91. Aceasta ultima valoare este mare, deci, daca cumva media m = mgy + 30+,

atunct testul de mai sus poate detecta acest lucru cu o probabiltate de 0,91.

e Numim curbd de putere a testului de mai sus graficul functiei de putere P(X > mq +
1,650+ | m = my), ca functie de variabila m;. S& o notdm cu p(m;).

Doua teste se pot compara si putem spune care dintre ele este mai tare. Mai mult, in
anumite conditii putem alege testul ”cel mai puternic”. Noi insa nu ne ocupam aici de aceste
lucruri. In cadrul rezumatului vom lucra cu functia p(m;) si vom construi ”cel mai puternic
test” in sensul precizat acolo. Ne limitam la analiza functiei de putere din figura urmatoare:
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p(m,)

Curba de putere
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m, m,+o; m+2c.m+3c;

Curba de putere pentru o=0,05sia=0,1

Curba de putere depinde de alegerea pragului de semnificatie o. Este natural ca pentru «
mai mare puterea testului sa creasca, dupa cum se vede in figura. De asemenea, daca marim
volumul de selectie n, puterea testului creste pentru valori m; > mg si scade pentru valori
my < myg (de ce?).

e In exemplele 2 si 3 s-a testat media in cazul cand dispersia populatiei era cunoscuts.
Putem observa ca daca micsoram dispersia, puterea testului creste. Pe baza teoriei intervalelor
de incredere (Lectia 10) se pot construi teste parametrice in care si dispersia este necunoscuta.

11.4 Rezumat

e Partea teoretica

Fie X un model statistic pentru o populatie P, model care depinde de un parametru 6 € ©.
Fie H o submultime specificata in ©. Ea va fi numita ipotezd. Fie K=©\H. Spunem ca:

— H se realizeaza daci § €H (prin natura lucrurilor)

— H nu se realizeaza daca 0 €K.

In Lectia 11 am notat H cu Hy si K cu H;.

S& notam cu 2 spatiul tuturor observatiilor pe care le vom face asupra populatiei P (spatiul
de selectie). Pentru fiecare §# € © avem o distributie py pentru X. Daca pentru un sondaj
w € ), gasim ca # €H, spunem ca acceptam ipoteza H, daca 6§ €K spunem ca respingem
ipoteza H. Spatiul de selectie se imparte in doua parti distincte: Q=AUR, unde A este zona
de acceptare a ipotezei H, adicd A={w € Q | § €H}, iar R={w € Q | 0 €K} este zona de
respingere a ipotezei H.

S& notam cu py (R) = 3, =probabilitatea de a respinge ipoteza H cand de fapt 6 este bine
ales de natura. Se zice eroare de primul tip respingerea ipotezei H cand ea este adevarata:
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0 €H si w €R. Ea are probabilitatea [3,.

Se zice eroare de al doilea tip acceptarea ipotezei H cand ea de fapt nu este adevarata:
0 €H gi w €A. Testul are pragul ¢ daca B, < ¢, (V) § €H. Functia § ~ (,, 0 €K se zice
puterea testului.

Pentru a face un test se alege o statistica Y care este "mica” cind H se realizeaza si este
”mai mare” cand H nu se realizeaza. Se alege un numar y. Regiunea de respingere este de
forma: Resping H<=Y> y. Testul este de prag ¢ dacd 6 €H implicd py (Y > y) < e. Daca
nu se da dinainte pragul e, se observa valorile y ale statisticii Y si maximul probabilitatii
pe (Y > y) cand 6 €H. Dacé acest maxim este mic se respinge ipoteza H. Dacé acest maxim
este mare se accepta ipoteza H.

Partea practica

1) Test asupra mediei m a unei populatii normale cu dispersia cunoscuta o>

Z = f/;\/"% ~ N (0,1); Ho : m = myg; Hy : m # my (test bilateral), sau Hy : m > my (sau
m < my) (test unilateral)
2) Test asupra mediei m cu dispersia 0 necunoscuta (n >30)

Se estimeaza 0? cu S? = 1 3 (v — 7)” si se foloseste statistica Z = X/_m ~ N (0,1). Hy si
n

ﬂ

H; apar exact ca la 1).

2

3) Test asupra mediei m cu dispersia o* necunoscuta (n < 30)
nS?

Se estimeaza 02 cu §/2 = L. 3" (v —7)° = si se foloseste statistica

T n—1

T X —m ( X —m

T SiVn—1\ S/jVn

adica distributia Student cu n — 1 grade de libertate. Hy si H; apar exact ca la 1).

)Nt(n—l)

4) Test pentru proportia de succese
PSNN(p,%),q: 1—p. Z="2%22~ N(0,1). Hy si H; apar exact ca la 1).

/P4
n

5) Erori de tipul I si erori de tipul 11

Situatia reala Concluzia noastra
(1) | Hy este adevarata | Acceptam Hj Decizie corecta
(2) | Hp este adevarata | Respingem Hj Decizie falsa Eroare I
(3) | Hp este falsa Acceptam H Decizie falsa Eroare 11
(4) | Hyp este falsa Respingem Hj Decizie corecta

a = P(Eroare de tipul I)= P(resping Hy | Hy = adevarata)
(B = P(Eroare de tipul IT)= P(accept Hy | H; = adevarata)
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11.5 Exercitii rezolvate (mai dificile)

1.Fie X o v.a. Poisson de medie A. Consideram ipoteza H: X < 0,5. Fie X1,...,X90 un
esantion din X gi punem Y=X1+Xo + -+ -+Xo9. Definiti cu ajutorul lui Y (care are tot o
distributie Poisson) cel mai puternic test posibil de prag 0,05. Pentru aces test determinati:

1) Probabilitatea erorii de primul tip pentru A = 0, 3.

2) Probabilitatea erorii de al doilea tip pentru A = 0, 8.

Presupunem ca gasim Y=20. Cu ce prag se poate accepta H?

Solutie. Cum Y=20X este natural s& considersm un test de forma: Respinge H&=Y> y.
Cand H se verifica, cea mai mare probabilitate de a respinge H se obtine pentru A = 0, 5.
In acest caz Y este Poisson de parametru 20 x 0,5 = 10. Tabelul arati ca P(Y> y)< 0,05
pentru y > 16. Testul cerut se obtine pentru cel mai mic y posibil (pentru a avea puterea
maxima). Deci testul este: Respinge H&=Y> 16. Pentru A = 0,3, Y este Poisson de
parametru 20 x 0,3 = 6 si probabiliatea erorii de primul tip este P(Y> 16)=0,0005. Pentru
A= 0,8, Y este Poisson de parametru 20 x 0,8 = 16 si probabilitatea erorii de al doilea tip
este P(Y< 15)=0,4667.

Presupunem c& Y=20. Maximul lui P(Y> 20), cand H este verificata, se obtine pentru A =
0,5. In acest caz Y este Poisson de parametru 10. Se giiseste in acest caz P(Y> 20)=0,0035
si trebuie sa acceptam ipoteza pentru un prag < 0,0035.

2.Fie X o v.a. gaussiana de dispersie 1 i de medie 0 sau 1. Vrem sa testam ipoteza H:
M(X)=0 contra alternativei M(X)=1 cu un prag € = 0,05. Se ia pentru acesta un esantion
de volum n.

1) Definiti un test (cel mai puternic posibil).

2) Plecand de la ce valoare a lui n testul obtinut va avea puterea > 0,97

Solutie. Considersm un test de forma: Respinge H<= X > y. Fie A =M(X). Vari-
abila aleatoare T=4/n (X — )\) este gaussiani redusd. In tabele gisim P(T> ¢)=0,05 pentru
t=1,6449. P(T> u)=0,05 pentru u=-1,2816.

1) n este considerat fix. S& gasim y astfel incat testul sa fie de prag €. Daca H se verifica,
A = 0si T=y/n-X. Testul va avea pragul ¢ dacd P(X > y)< ¢, sau P(T> /ny)< ¢, adicd
V/ny > t. Testul va fi cel mai puternic dacd y = \/Lﬁ, deci avem testul:

Respinge He= X > 1’\6/4;9.

2) Presupunem ci H nu se verific, adici A = 1 si T=y/nX — y/n. Se comite o eroare de
al doilea tip pentru X < y sau T< \/ny — \/n = t — \/n. Puterea testului va fi deci > 0,9
dacd P(T<t—+/n),saut —/n < u, deci /n >t —u = 2,9265. Cel mai mic n pentru care
puterea testului este > 0,9 este n = 9.

3. Fie X pretul aceluiasi articol luat la intdmplare din 15 magazine. Gasim tabelul acestor
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preturt in $:
427 42,6 430 435 428
431 43,6 42,9 41,6 42,8 .
429 432 42,6 43,1 431

a) Se poate admite ipoteza M(X)=43,07
b) Se poate admite ipoteza D(X)=0,12 In ambele cazuri se ia pragul ¢ = 0,05 si se

constdera legea gaussiana pentru X. B
Solutie. 1) Avem cin = 15, X = 42,9, S? = 0, 2. De aici deducem c& |Ty| = % =
0,8366. O variabila aleatoare cu n — 1=14 grade de libertate are o probabilitate de cel putin
0,40 pentru a lua o astfel de valoare. Ipoteza M(X)=43 este perfect acceptabila.
2) O estimare nedeplasatd pentru 0> =D(X) este -2-S* = 0,21. Aceastd valoare este
dublul valorii testate 0,1. Vrem sa vedem daca nu cumva ea este prea mare. Pentru aceasta

folosim faptul ca ’%2 are o distributie x? (Pearson) cu n — 1 grade de libertate. Gésim ci

nS2

= 30. Dar x? cu 14 grade de libertate are o probabilitate < 0,01 pentru a lua o astfel de
valoare ridicatd. Cu pragul 0,05 va trebui deci si respingem ipoteza 0% = 0, 1.

4. Intr-un oras A, 300 de locuitori din 1500 interogati declard ci nu s-au uitat niciodatd
la TV. Intr-un alt oras B, 320 din 1800 declard acelasi lucru. Ce credeti despre ipoteza H:
proportia de locuitori care nu se witd la TV este aceeasi in ambele orase. (pragul 0,05).

Solutie Vom accepta pentru cele doua v.a. X si Y ce reprezinta numarul acelora care nu
se uita deloc la TV ca au o distributie uniforma. Presupunem ca Xi,...,X1500 81 Y1,.--, Y1800
sunt independente. Avem c& m = 1500, n = 1800, X = 3% — 0,2, Y = 320 — 0,172

1500 1800
2 —LlyX X =X(1-X),82=Y(1-Y); |To| = — 1,61.

[Y-X]
O variabila gaussiana redusa are o probabilitate mai mare decat 0,1 pentru a lua o valoare
atdt de mare. Prin urmare, la pragul de 0,05 ipoteza H se accepta.

5. Pentru a masura o masa p putem folosi doud procedee A gi B. Rezultatul masuratorii lui
w prin procedeul A este o v.a. gaussiand X cu media p §i cu dispersia o%. Prin procedeul B,
avem o variabila gaussiand Y cu media p si dispersia o%. S-au facut 8 masuri independente
pentru (i prin procedeul A care au condus, la o dispersie de selectie empirica egald cu 0,24.
S-au facut apoi 12 masurator: independente pentru aceeasi masa . prin procedeul B si s-a
obtinut dispersia de selectie 0,08. Ce credeti despre ipoteza H: cele doud procedee A i B au
aceeasi precizie? (prag € =0,05)

Solutie. Testul se referd la ipoteza H: 0% = 0%, cum =8, n =12, S%2 =0, 24 S% =0,08.
De aici s-ar putea crede ci 0% > 0%. Vrem si vedem daci nu cumva raportul Sg nu este prea

mare (relativ la pragul €) pentru ca ipoteza H sa fie verificata.
2

o o S2 . nS . .
Stim ca variabilele aleatoare ";QX si T;—QY sunt x2 cu m — 1 = 7 si respectivn — 1 = 11
X Y
mS2 /(m—1)
nSZ /(n—1)

grade de libertate. Daca cumva ipoteza H ar fi verificata v.a. U= ar avea o
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m—1

distributie F (Fisher-Snedecor) cu { "1

} = { 171 } grade de libertate. In cazul nostru

_ 8x024/7 _
U= oosm = 3 14

Se vede din cercetarea directa a tabelului pentru distributia F ca probabilitatea ca v.a.
acesta sa ia o astfel de valoare este ceva mai mica decat 0,05. Vom fi deci obligati sa respingem
ipoteza c& 0% este cu mult mai mare decat 0%. Totusi nu putem avea mare certitudine ci 0%

—o?.

11.6 Exercitii propuse

1. Se arunca o moneda de 64 de ori. Testati la un nivel de semnificatie de 5% daca moneda
este corecta, sau daca moneda este contrafacuta in favoarea ”capului”, sau daca

a) apare "capul” de 38 ori;

b) apare “capul” de 42 ori.

R: a) 2=1,5, corecta; b) 2=2,5, contrafacuta.

2. Un producator de hrana pentru caini pretinde ca 8 din 10 caini prefera hrana produsa
de el hranei produse de alti producatori. Se aleg 120 de caini si se gasesc 88 care sa prefere
aceasta hrana. Testati cu un nivel de 5% daca pretentia producatorului este corecta.

R: z=-1,826, afirmatia producatorului se respinge.

3. O masina produce componente a caror greutati variaza dupa o lege normala cu greutatea
medie de 15,4 g si cu deviatia standard o = 2,3 g. Masina s-a uzat cu timpul si se banuieste
ca greutatea medie a pieselor produse de ea s-a micsorat. Se face o selectie aleatoare de 81
de piese si se gaseste ca masa medie a lor T = 15 g. QOare acest lucru ne indreptateste pe
noi sa credem cu un nivel de semnificatie de 5% ca greutatea medie a pieselor s-a micsorat?
Presupunem ca deviatia standard o nu s-a schimbat.

R: 2=-1,565, Nu.

4. Un producator de castet audio pretinde ca o caseta care dureaza 90 min. de obicer,
dureaza de fapt 92 min. in medie cu deviatia standard o = 1,8 min. Se selecteaza 36 de benzi
si se incearca. Cel care verifica casetele respinge pretentia producatorului la un nivel de 5%
si spune ca media de timp al unei casete este mai mica decat 92 min. Ce puteti spune despre
valoarea mediei de selectie pe care a cercetat-o statisticianul, valoare care l-a condus la decizia
luata?

R: 7 < 91,51 man.

5. Dupa un sondaj facut asupra a 300 de studenti s-a gasit ca 35% fumeaza. Se poate resp-
inge ipoteza Ho : p = 0,4 in favoarea ipotezei Hy : p # 0,4 la un prag de semnificatie de 0,057
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6. Un esantion de volum 25 a fost extras dintr-o populatie normala, X ~ N(m,4). Media
de selectie T este 10,72. Fie ipoteza nula Ho : m = 10 si ipoteza alternativa: a) Hy : m > 10;
b) Hy : m # 10. Gasiti in ambele cazuri nivelul de semnificatie la acre trebuie sa respingem
ipoteza nula in favoarea ipotezei alternative.

R:a)e>3,59%;b) e >7,18%.

7. Un producator de becurt sustine ca media de viata a unui bec electric produs de el este
de 2000 de ore. Se iau 64 de becuri la intamplare si se testeaza viata lor in ore, x.

Se obtine Y x = 127808, 3. (z — Z)* = 9694,6. Oare la un nivel de semnificatie de 2%
putem spune ca producatorul si-a supraestimat produsul? Presupunem ca durata de viata a
unui bec are distributia normala.

R: n = 64 > 30 este mai mare; deci estimam o cu 6 =S8 = /3. (x —%)* /n.
Folosim statistica Z = f/:/’% 1 gasim Zege = —1,95 (test unilateral). Producatorul nu si-a

supraestimat produsul la nivelul de 2%.

8. Dintr-o populatie normala X se extrage un esantion de volum 40 cu Y x = 24 si
S a? = 596. Testati (test bilateral) la nivelul de semnificatie de 5% daca media populatiei
este 0 (estimati o cu S).

R: 2=10,995. Se accepta afirmatia.

9. La un examen se analizeaza punctajul x obtinut de fiecare candidat in parte. Se aleg 250
de candidati si gasim ca > x = 11872 si Y 2% = 646193. Gasiti un interval de incredere de
nivel 90% pentru media m. Testati ipoteza Hy : m = 49,5 impotriva ipotezei Hy : m < 49,5
cu nwelul de semnificatie % si gasiti « a.i. Hy sa fie respinsa.

R: (45,6;49,4) ;o > 4.

10. Un esantion de volum 8 dintr-o populatie normala are T = 4,65, > (v — T)° =0, 74.
Testati la un nivel de semnificatie de 2% daca media distributiei este 4,3.

R: Folositi statistica T= Sji/;:”j € t(n — 1), deoarece esantionul este mic (8 < 30);
teate = 3,05 (test bilateral). Respingem afirmatia.

11. O masina produce ace de otel de lungume 2 cm. Se face o selectie de 10 ace si se
gaseste: 1,98; 1,96; 1,99; 2,00; 2,01; 1,95; 1,97; 1,96; 1,97; 1,99. Presupunand ca lungimile
acelor sunt normal distribuite, testati cu 1% daca masina functioneaza bine sau nu.

R: n =10 < 30; folosim deci statistica T; t.u. = —3,601. Nu functioneaza bine.

12. Se aleg 8 femei la intamplare si li se masoara nivelul de colesterol: 3,1; 2,8; 1,5; 1,7;
2,4; 1,9; 3,3; 1,6.

Vrem sa testam daca nivelul mediu de colesterol este 3,1.
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a) Presupunand ca selectia face parte dintr-o populatie normala aratati de ce testul T este
cel mai potrivit.

b) Aplicati testul asupra mediei 3,1 si gasiti cu nivelul de semnificatie de 2% daca media
3,1 este corecta sau nu.

¢) Fasiti un interval de incredere de 90% pentru nivelul mediu al colesterolului.

R: b) Resping Hy (m=3,1); ¢) (1,81;2,72).

13. Teoria prezice realizarea unui eveniment A cu probabilitatea p=0,4. Se experimenteaza
realizarea evenimentului A de 400 de ori. Din cele 400 de incercari A se realizeaza de 140 de
ori. Testati cu nivelul de semnificatie de 1% daca p este mai mica sau nu decat 0,4.

R: Se modeleaza cu proportia de succese: Py ~ N (p, %); Z:PS—\/%’; Zeale = —2,04. Nu.

14. Se cerceteaza proportia de studenti care au un calculator personal. Din 200 de studenti,
148 au un calculator personal. Testati cu un nivel de 5% ipoteza Ho:p=75% (probabilitatea
ca un student sa aiba un calculator) contra ipotezei H, : probabilitatea p este mai mica decat
75%.

R: zeqe = —1,143. Se accepta.

15. Gasiti probabilitatile erorilor de tipul I si celor de tipul II in testarea urmatoarelor
ipoteze. Se stie ca o cutie poate sa contina fie (Hy) 10 jetoane albe si 90 negre, fie (H1) 50
jetoane albe si 50 negre. Pentru a testa ipoteza H, impotriva ipotezei Hy se aleg 4 jetoane
din cutie fara a le pune inapoi. Daca toate 4 jetoane sunt megre, accept Hqy. Altfel, o resping
(regula de decizie a testului).

Indicatie H : cutia contine 10 jetoane albe si 90 negre.

H 1 : cutia contine 50 jetoane albe si 50 negre.

P(Eroare 1)=P(resping Ho | Hy este adevarata)=P(cel putinun jetoneste alb|in cutie sunt
10 albe si 90 negre)=1-P(toate 4 sunt negre|in cutie sunt 10 albe si 90 negre)=1—155"55" 05 57 =
1—-0,652 =0, 348.

P(Eroare 11)=0,059.

16. Pentru datarea specimenelor arheologice se foloseste faptul ca aceste specimene emit
particule radioactive. Numarul de particule emise in n minute are o distributie Poiison cu
parametrul nA, unde \ este un parametru ce depinde de varsta spectmenuluz.

Se fac doua ipoteze asupra varstei unui specimen

Hy : specimenul este de 7000 de ani (A =0,1)
H1 : specimenul este de 15000 de ani (A =4,0)
S-a decis sa se contorizeze numarul X al particulelor radioactive emise in n minute de
specimen Si
Acceptam Hyg, daca X <1 (respingem H)
Acceptam Hy, daca X > 2 (respingem Hy)
Dacan =1, se cere: a) P(resping Hy | Hy =adevarata) si b) P(resping H, | H, =adevarata).
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Presupunem acum ca P(resping Hy | Hy =adevarata)< 0,001; aratati ca numarul minim
de minute complete necesare inregistrarii este de 3 minute.

Pentru acest numar de 3 minute sa se calculeze P(resping Hy | Hy =adevarata).

Indicatie X ~ Po(n)\). Dacan =1, X ~ Po(\) sia) P(resping Hy | Hy =adevarata)=P( X >
2| X ~Po(1,0). P(X>2)=1-PX=0)-PX=1)=1-ec¢l—-el=1-2""=
1—0,736 = 0,264. Deci P(resping Hy | Hy = adevarata)= 0, 246.

b) P(resping Hy | H; =adevarata)=P(X < 1| X ~ Po(4)) = 5¢~* = 0,092. Daca P(resping
H, | Hy =adevarata)< 0,001, atunci P(X <1| X ~ Po(4n)) < 0,01. Daca X ~ Po(4n),
atunci P (X < 1) =e™" (1 +4n) < 0,001 si gasim n = 3 si P(resping Hy | Hy =adevarata)=
P(X>2|X~Po(3-1)=1—4e3=0,801.

17. Se fac doua ipoteze asupra functiei densitate de probabilitate pentru o v.a. X.
1
s(r+1),0<z<?2
Ho: f(x) = { 1 0, )altfel

183 0<r <2
Hl:f(@:{ Y0, altfel

Se construieste urmatorul test. Se face o singura observatie asupra v.a. X si daca X <
k, cu k dat, 0 < k < 2, atunci Ho se accepta. Altfel Hy se accepta: a) Gasiti k a.i.
P(Eroare I) =0,1. b) Cu valoarea lui k de la a) gasiti P(Eroare II)

Indicatie Faceti graficele pentru f(x) in fiecare din cazurile Ho si Hq. P(accept Hy |
Ho =adevarata)= 0,1 implica P(X > k| f(z) =1 (z+1)) =0,1 sau flf T(x+1)dz=0,1,
de unde k =1, 86.

P(Eroare II) = P (X < 1,86 | f (z) = 12®) = 01’86 128dr =0, 748.

18. Dintr-o populatie normala N(m,36) se ia un esantion de volum 100. Un cercetator
vrea sa testeze ipotezele Hy : m = 65, Hy : m > 65. El decise sa foloseasca urmatoarea requla
de decizie:

accept Hy daca media de selectie T < 66,5
resping Ho daca T > 66, 5.

a) Gasiti P(Eroare I);

b) Daca el foloseste alternativa Hy : m = 67,9, gasiti P(Eroare II).

¢) Ce valoare critica trebuie sa considere el pentru media de selectie daca vrea ca

P(Eroare I) = P(FEroare II)

Indicatie a) Sub Hy avem: X ~ N (65, %). El respinge Hy daca © > 66,5, adica
P (X >66,5) = P(Z > 2,5) = 0,00621. Deci P(Eroare I) = 0,00621.
b) Daca el considera Hy : m = 67,9, atunci sub H, avem ca X ~ N (67, 9, %) st

P(Eroare II) = P (accept H, | Hyeste adevarata) = P (X < 66,5 | m = 67,9)
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P (X <66,5|m=67,9) =P (Z < —2,333) = 0,00982.

¢) P(X > | Hoeste adevarata) = P (X <7 | Hyeste adevarata) , deci T se afla la mi-
jlocul segmentului [65;67,9], adica T = 66, 45.

19. Ingredientele care se amesteca pentru a forma betonul au asemenea proportii incat
rezistenta medie la rupere sa fie de 2000N. Daca rezistenta medie la rupere cade sub 1800N

atunci compozitia trebuie schimbata. Distributia rezistentei de rupere este normal distribuita
cu deviatia standard de 200N.

Se iau esantioane pentru a se cerceta ipotezele:
Hy:m = 2000N
Hq{:m = 1800N

Cate esantioane trebuie testate pentru ca sa avem:
P(Eroare I) = a = 0,05 si
P(FEroare II) = 5 =0, 1.

Indicatie Sub Hy avem ca X ~ N (2000, 200%), deci X~N <2000> %)

l.002¢
.0015¢
l.o01¢

.ooos ¢

300t

Daca Z, este cuantila ce corespunde lui o = 0,05, avem ca Z, = —1,645 si valoarea
corespunzatoare a lui X este a = 2000 — 1,645 (&\/g) . Sub Hy, X ~ N <1800, %) , dect,

pentru Zg = 1,282 ( =0,1) avem ca b = 1800 + 1,282 <%> . Din a = b gasim n = 8,57,
dect vom lua 9 probe.
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20. Se aleg aleator esantioane de 400 seminte dintr-un anumit sortiment. Probabilitatea
ca o seminta sa germineze este egala cu «. Sa notam cu X v.a. ce reprezinta numarul de
seminte care au germinat din totalul semintelor dintr-un esantion.

Folositi o aproximare convenabila a modelului probabilistic cu un model normal pentru a
determina:

a) P(X <340 | « =0,9)

b) P(X >340 |« =0,38)

c¢) Controlorul de calitate al semintelor stie ca « este fie 0,8, fie 0,9. Sa presupunem
ca, de fapt, din totalul de 400 de semninte dintr-un esantion au germinat numai xr. Con-
trolorul decide ca valoarea lui o este 0,8 daca

Z=PX>z|a=0,8)—P(X<z|a=09)

este pozitiv. Altfel el decide ca a = 0,9. Gasiti care este decizia controlorului pentru fiecare
dintre cazurile v = 330, x = 340, x = 350.
R: a) 0,000577; b)0,00738; ¢)0,8; 0,8; 0,9.



Lectia 12

Testul neparametric y?

12.1 Principiul testului y?
Vom introduce acest test prin analiza atenta a unui exemplu.

Exemplul 12.1 (fictiv) S-a facut un sondaj intr-un oras din Romdnia pe un esantion de
200 de tineri barbati de 27 de ani, in 1985, asupra situatiei pregatiric lor scolare. Fi au fost
impartiti in 6 categorii dupa cum urmeaza:
1. cu studiv superioare terminate;
cu studii superioare neterminate dar incepute;
cu liceul de 12 ani terminat;
cu liceul de 12 ani neterminat dar inceput;
cu scoala generala de 8 ani terminata;
cu scoala generala de 8 ant inceputa si neterminata.

Acelasi sondaj se repetda (in aceleasi conditii) in 1995. Vom nota cu f,;,5 = 1,2,...,6
frecventa (absoluta) observata in 1995 pentru categoria ”j” din cele 6 expuse mai sus. Vom
nota cu fs; frecventa (sperata, la care ne asteptam si in 1995!) gasita in 1985. lata tabelul
cu cele doua sondaje:

S G Co e

categoria ”j” Frecventa observata Frecventa
in 1995, fo; observata in 1985, fs

1 35 36
2 40 24
3 83 64
4 16 2
D 26 34
6 0 6

200 200

174
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Facem urmatoarea ipoteza statistica (inferenta statistica) Hy:<<distributia populatiei in
1995 este aceeasi cu distributia populatier din 1985>>.

Este "natural” (de ce?) ca ”discrepanta” sau deviatia dintre cele doud situatii sa o méa-
suram prin suma

6

Z(foJ £7jfs,j)2 (12.1)

j=1

Se aratd (Teorema lui K. Pearson) c& pentru n mare (cel putin 20-25), in cazul nostru
n=200, aceastd sum4 tinde citre valoarea distributiei x? cu 6-1 grade de libertate in ipoteza c&
H, este adevirati: avem aceiasi distributie, adicg distributiile celor dous sondaje concordi. In
general, daca am repartizat elementele din selectie in .J clase, pentru un volum mare (n > 25)
suma (12.1) cu J in loc de 6, este aproximativ egald cu valoarea distributiei x? cu J — 1 grade
de libertate.

Ipoteza Hy are sanse si fie adevaratd daca valoarea sumei (12.1) este mica. Géasim

,  (35—136)% (40 — 34)? (0 —6)2
— cee b ——2 =18,46
X 36 34 TG ’
Cautdm in Tabelul IIT pe linia corespunziatoare v = 5 (grade de libertate) si gisim c&
16,7496<18.46<20,515.

Dar

P(16,7496 < x* <20,515)
F(20,515) — F(16,7496) = 0,999 — 0,995 = 0, 004

deci extrem de mica. Prin urmare, este foarte putin probabil ca cele doua distributii sa
concorde. Deci se respinge ipoteza Hy cu probabilitatea 1-0,004=0,986.

Retinem din Exemplul 1 c& ori de cate ori vrem sa facem o ipoteza asupra probabilitatii ca
dous distributii s& concorde putem folosi "testul x2”, adici metodologia din 12.1, cu conditia
ca numarul observatiilor sa fie mare (n > 25), grupele de divizare ale sondajului sa fie disjuncte
si numarul lor k sa respecte urmatoarele reguli:

25 < n <100,k € (10,15)
100 < n <200,k € (15,18)
200 < n <400,k € (18,20)
400 < n <1000,k € (25,30)

1000 < n < 2000,k € (35,40)

Aceste reguli au fost deduse din practica si nu teoretic.
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Prezentim acum situatia generald in care putem utiliza testul de concordanta 2. Facem
urmétoarea ipotezd: Hy:<<Presupunem ca populatia P are o functie de probabilitate g(z),
specificata (de exemplu normald cu m =0 gi 0 = 2)>>.

Vrem si folosim testul y? pentru a “mésura” catid dreptate avem si presupunem acest
lucru pornind de la un sondaj de volum n: z1,x», ..., x, din populatia P. Dupa regulile de
mai sus impartim datele z1, o, ..., z, in J grupe disjuncte. Notam cu v; frecventa absoluta in
grupa ”j” (numarul acelor x; care se afla in grupa ”;”). Notam cu p; probabilitatea teoretica
(obtinutd cu ajutorul functiei de probabilitate g(z), sau cu ajutorul functiei de repartitie
corespunzatoare G(x)) ca un element = din populatia P si se afle in grupa j. Atunci frecventa

teoretica este np;, si suma care masoara deviatia din formula (12.1) devine:

J
d = Z npﬂ (12.2)

Jj=1

Calculdm acest numar d. Privim Tabelul III si incercim si ”estimam” probabilitatea ca x?
sa aiba valoarea d. De obicei se fixeaza un prag de semnificatie o € (0,1). Se cautd cuantila
X2 corespunzitoare acestui prag, adicd acea valoare a lui x? astfel incat functia de repartitie
a lui x? sd aibd valoarea a. Cum P(x? < x?) = «, din definitia functiei de repartitie, vom
face urmatorul rationament:

e daci d > X2, vom accepta ipoteza Hy (distributia populatiei este de forma prescrisa) cu
pragul de semnificatie .

e daci d < x2, vom respinge ipoteza Hy cu pragul de semnificatie c.

Acesta este testul de concordantd y2. De obicei a se ia mic: a=0,05; 0,01; 0,001.

Exemplul 12.2 Se fac 500 de masurator: asupra erorilor date de un aparat de masura de la
bordul unui avion. Ele se impart in 8 intervale consecutive. Freventele absolute cu care apar
aceste erori pe un interval sunt date in urmatorul tabel:

Lo [=4,-3) [=3;,-2) [-2;-1) [-1,0) [0;1) [1;2) [253) [3;4)
v;: 6 25 72 133 120 88 46 10

Utilizand testul x? sa se verifice cu pragul de semnifictie o = 0,95 daca distributia erorilor
este normald cu media estimata la m = 0,168 si dispersia estimata la 0% = 14482.

Solutie Aici avem un exemplu mai complicat deoarece cei doi parametri au deja estimari
o . o . 2
date. Vom avea mereu doud relatii de legiturd: 0,168 = =5 > x; §i 1448% = == >~ (; — 0,168)".
Deci ”numarul gradelor de libertate” va scidea cu doi. Prin urmare y* va avea 8-1-2=5
grade de libertate.
Calculam probabilitatea teoretica pe fiecare interval |x;, z;41):

XT; —m T; — MM
() g (Y
mee () e (000
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, unde @ este functia lui Laplace. G&sim pentru np; urmétoarele valori (corespunzatoare
intervalelor precizate deja in tabelul de mai sus): 6,2; 26,2; 71,2; .122,2; 131,8; 90,5; 32,8;
8
10,5. Calculim d = Z% —3,94.
j=1

Cuantila x§ g5 pentru 5 grade de libertate este 11,0705 (vezi Tabelul III). Deci P(x* <
11,0705)=0,95,adica P(x? > 11,0705)=0,05.

Cum d = 3,94 < 11,0705 acceptam ipoteza de normalitate cu probabilitatea 0,95 (adica
cu 95%), sau cu pragul a = 0, 05.

Vom prezenta acum testul x? (se citeste chi patrat sau chi doi) dintr-un punct de vedere
mai general.

Fie evenimentele {A;,As,...,A,} cu probabilitatea p; =P(A;), i = 1,r, cunoscute mai
mult sau mai putin. Putem cere ca Y p; = 1, adicd {A;,As, ...,A,.} s& fie o descompunere a
evenimentului singur. In esentd testul y? isi propune s& testeze o ipotezi oarecare H privind
probabilitiile py, ..., p,. Se fac sondaje de volum mare pentru fiecare A;, i = 1,7. Se noteaza
cu Y; numarul acelor probe care sunt favorabile evenimentului A;.

Cazul I Se dau numerele p}, pl, ...,pl. > 0 cu Y p, = 1 si se considera ipoteza H: p; = pi,
P2 = P, ..., pr = pl. (problemd de concordantd). Daca H este adevarata statistica (Helmert-
Pearson)

(Y: — ”P§)2 Y?
T 1; o (;np) n (12.3)
are practic (adicd pentru n mare) distributia x* cu r — 1 grade de libertate. Pentru a arita
ultima egalitate in (12.3) am folosit egalitatile > Y, = n si > p; = 1. Testul consta in a
respinge ipoteza H daci T ia o valoare semnificativ prea mare relativ la x? (vezi exemplul
12.1). De exemplu daci se dau v.a. X si legea Q cunoscutd, pentru a testa dacd H: X are
distributia Q, descompunem dreapta reala R in subintervale disjuncte: R =A;UA,U---UA,.,
consideram evenimentele (X € A;),_t; si punem p; =Q(A;).

Cazul II Fie acum r functii pozitive fi (z1,...,zs), ..., fr (1, ...,x5) de variabile 1, ..., x4
cu s < r, astfel incat fi (xy,...,xs) + -+ + fr (21, ...,xs) = 1. Consideram ipoteaza H: Exista
numerele Aq, ..., \; (estimate printr-un procedeu oarecare) astfel incat p; = f; (A1, ..., As) pentru
1 < i < r. Dacad H este adevirata se pot defini (plecand de la valorile Yy, ...,Y,) estimatori
convenabili pentru Ay, ..., ;. Fie /)\\1 =9;(Y1,...,Y,), 1 <i < s, un estimator pentru \;. De
aici gdsim estimtori convenabili ai probabilitatilor p;: p; = f; (Xl, ...,/):5> pentru 1 < i < r.

Statisica

T (Y_—W _ (Z Yf) o (12.4)

are practic o distributie x? cu r — s — 1 grade de libertate (apar inca s legituri datorita
relatiilor de estimare). Testul constd in a respinge ipoteza H daca T ia o valoare semnificativ
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prea mare relativ la x? (vezi Exemplul 2). Se pune acum problema de a gési estimtori ” buni”

pentru Aq, ..., \,. lata cateva reguli bazate pe insasi definitia ” formulei de deviatie” (Helmert-
Pearson) datd in (12.1) si (12.2) si pe alte notiuni ce apar in Lectia 9.

Regula I (x? minim) Se iau pentru Xl, s 2\, acele functii de Yy, ...,Y, care minimizeaza
expresia (deviatia):

npz .
d= Z pr> = min (12.5)

adica acele \q, ..., \; care verifica ecuatiile diferentiale.

Y? Opi
S P _g0<j<s (12.6)
1§i§rpi AA;

Se pune conditia grad d <X1, o Xs) = Osi se foloseste faptul ca Z 6p ¢ = (,deoarece Zj D=

Regula II (verosimilitatea maxima) Dupd un rationament asemandtor cu acela din
Lectia 9 (Principiul verosimilitatii maxime) se deduce ca A1, ..., A, trebuie sa verifice ecuatiile
diferentiale:

Y; Op;
P A (12.7)
lgigrpi 8/\]

pentru 1 < j < s.
Regula III In locul formulelor (12.6) se pot folosi formulele:
pi Opi _

L (12.8)
1§i§rYi OA;

pentrul <5 <s

(x? minim modificat).

Aceasta distributie atat de folosita are pentru diverse valori ale lui n, densititile ca in
graficul urmator:
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5 lIO 15 20 25 30
Densitatile x? pentru n=4, 6, 8, 10, 12, 14, 16, 18, 20

Sa aplicam acum cele de mai sus la cateva tipuri de probleme.

12.1.1 Teste asupra formei unei distributii

Fie P=Q(A4, ..., As) o familie de legi pe R care depinde de s parametrii Ay, ..., As si X o v.a.
aleatoare. Pentru a testa ipoteza: H: X se supune unei anume legi din familia P, impartim
pe R in r subintervale: R =A; U ---UA,, si punem f; (Aq, ..., As) =Q(A1, ..., As) (Ay).

Exemplul 12.3 Fie X o v.a. ce poate lua valorile 0, 1, 2,..., k,.... Testam ipoteza: H: X se
supune unei legi Poisson.

Familia legilor Poisson depinde de un singur parametru A > 0. Ca estimator ” bun” pentru
A se alege A= media de selectie (eventual dupa grupaje convenabile). Avem s = 1 in acest
caz.

Exemplul 12.4 Vrem sa testam pentru o v.a. X continua urmatoarea ipoteza H: X se supune
unei legi gaussiene. Aici P este familia N(u,0?) care depinde de doi parametri: p i 0. Dupa
cum stim este convenabil sa estimam media | cu media de selectie si pe 0? cu S 2. Aicis = 2.

12.1.2 Teste de independenta

Fie X i Y doua v.a. definite pe aceeasi categorie de probe. Pentru a testa ipoteza H: X gi
Y sunt independente, se descompune R in doua partitii: R =E; U ---UE,=F; U ---UF, si
consideram cele r = a - b evenimente: X€E; si YEF;, pentrul <7 <a, 1 < j <b.
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Se face un numar mare de sondaje independente de tipul (Xi,Y;),... (X,,Y,). Notdm cu
N;; numarul realizarilor X€E; si YEF,. Se introduc statisticile

N = > Ny Noy= > N (12.9)

1<<b 1<i<a
~ o~ 2
7=y~ g, ) (12.10)
i,j NioNoj i.j NioNoj

Dacé H este adevéiratd, T se supune practic unei legi x? cu (a—1)(b—1) grade de libertate.
Testul consta in a respinge ipoteza H daca T ia o valoare semnificativ prea mare relativ la
x?. Daci ipoteza H este verificatd numéarul p;; = #Ni.N.j este un estimator bun pentru
probabilitatea p;; =P(X € E;si Y € F;).

12.1.3 Teste de omogenitate

Se considera t variabile aleatoare X1, ..., X;. Pentru a testa ipoteza H: Xy, ....X; satisfac aceeasi
lege, se face partitia R =A;UA5 U -+ - UA,, pentru fiecare i se ia un esantion (X1, ..., X;p,,) de
volum mare, x; €X;, n = ny+---+n;, v.a. Xy, ...,X;p, fiind considerate independente. Pentru
1 <7 <t se noteaza Y;; numarul de indici £k astfel incat X;; €A;. Se introduc statisticile

~ N2
- - <Yij — %Yoj) Y2
Yo=S YV, T= _ —n |S =L . (12.11)
Dac# H este adeviratd, T se supune practic unei legi x2 cu (t — 1) (r — 1) grade de liber-
tate. Testul consta in a respinge H atunci cand T ia o valoare semnificativ mare relativ la 2.
Daca H este adevarata p; = %Y.j este un estimator bun pentru P(X; €A;) si nici nu depinde
de i. Daca r = 2 (12.10) devine

2 Y2 Y.
" i (12.12)
YolYOQ i 1 YOQ

T —

Exemplul 12.5 Teoria lui Mendel asupra ereditatii ne previne ca daca crestem 2 tipuri de
plante va trebui sa obtinem produse de tipul A, B, C, D in proportie de 9, 3, 3 si 1. Dupa
experiente se observa ca s-au obtinut 154 produse de tipul A, 44 de tip B, 63 de tip C si 21
de tip D. Ce parere aveti in acest caz de teoria lui Mendel (prag e =0,05)?

Solutie Aici evenimentele A;, Ay, Az, Ay sunt A, B, C si D. Teoria lui Mendel prevede ca
P = 1%7 D2 = 13—6» D3 = 1%, Ps = 1—16 (deoarece 943+3+1=16). Suntem in Cazul I al testului x>
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cu: py = 1%7 Py = %, Py = %, Py = %. Experientele conduc la , Y; = 154, Yy =44, Y3 = 63,
Yy =21,n=154+44 + 63 + 21 = 282.
Dacé U este variabila x? cu r—1 = 3 grade de libertate, avem c& P(U> 7,81)=0,05. Testul
de prag 0,05 se scrie: Respinge H<=> x? > 7, 81. In cazul nostru avem np, np}, = nps = 53,
np, = 18 si
, (154 —159)>  (44—-53)> (63—53)> (21 —18)°

— =4 1
X 59 53 7 s T 18 06 <7,8

. Se accepta deci teoria lui Mendel ca fiind adevarata cu 0,95=1-0,05.

Exemplul 12.6 Fie p probabilitatea pentru ca o piesa din echipamentul fabricat de o anumita
masing sa aiba defecte. Vrem sa testam ipoteza H: p = 0,2. Pentru aceasta luam 100 de piese
g1 constatam ca 22 dintre ele au defecte. Care este probabilitatea, daca ipoteza este adevarata,
pentru ca x? sa aiba o valoare mare? Cum interpretati acest lucru?

Solutie Aici A;=succes si Ay=esec. Fie py = p =P(A;) sip=1—p = q =P(A;). Vom
avea p| = p' si ph = ¢ =1 —p'. Fie Yy=numadrul de succese in cursul a n incercari(=Y) si
Yo=n—Y. Avem

T (Y —np)? N n—Y—n(1-p) B (Y —np)? _
- np/ n (1 _ p/) - np'q' -

unde Z:%. Testul x? capéta deci urmétoarea forma: Respinge H<= (T > y), sau dacd

|Z| > /y. Se stie ca daca H este adevarata Z este practic gaussiana redusa (teorema limita
centrald).
(22—20)2 1

. . . ~. _ _ _ . 2 2 _ _
Aplicatie numerica: p’ = 0,2, n = 100, Y= 22. Valoarea lui Z° este Z* = T00x0.5x08 — 1

Probabilitatea ca variabila gaussiana redusa sa ia o valoare absoluta > \/g = 0,5 este 0,616.
Se accepta deci aceasta ipoteza H.

Exemplul 12.7 O v.a. X ia numai valorile 0, 1, 2, 8 ,4. Vrem sa testam daca aceasta v.a.
.. . . . 1 . . v (4
se spune legii binomiale cu p = 5 sin = 4 (numarul de probe). S-au facut pentru aceasta 324
incercari independente care au condus la urmatoarele rezultate, f; fiind frecventa absolutd a
valorii v:
0 1 2 8 4
fi 67 122 94 38 &

Ce concluzie trageti?

Solutie Fie A; evenimentul: X=i; P(A;)=Cj - (1) - (%)472, pentru 0 < i < 4. Avem
deci py = gii P = §1i Ph = §13 P = 313 Ph = g3 Yo = 67; Yy = 122, Yy = 94; Y5 = 38;
Y, = 3. Deoarece Y, este mic se grupeaza Az cu Ay si gasim Ag, Ay, Ay si B=(A3 U Ay) cu
Db, Py Ph §1 ¢ = ph + p}. Experienta a condus la Yy, Y1, Y si Z=Y3+Y,. Se obtine x?=1,15.
Probabilitatea ca x? cu 4-1=3 grade de libertate si ia o valoare de aceastd méirime este > 0, 1.
Deci ipoteza se accepta.
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Exemplul 12.8 Gazul de esapament al unui motor contine particule solide. Se considera
wpoteza H: numarul X al acestor particule continut intr-un volum mic V de gaz se supune
unet legi Poisson. Pentru a testa aceasta ipoteza luam 400 esantioane de acelasi volum V
g1 se gasesc 1872 de particule reprezentate dupd urmatorul tabel (n; reprezintda numarul de
esantione care au continut i particule):

¢ 01 2 3 4 5 6 7 8 9 10 11 12 13 14
n; 0 20 43 53 8 70 54 37 18 10 5 2 2 0 O

Aceste rezultate permit oare sa acceptam ipoteza H?
Solutie X = %Zml = % = 4,68. Se grupeaza clasele corespunzatoare lui ¢+ = 0 si
1 = 1, cat gi clasele corespunzatoare lui ¢ > 10. Se obtin in final 10 clase numerotate de la 1
la 10 care au probabilitatile estimate prin p;:
P = e 48 (14+4,68), p; = e 468 x (4’1,6—!8)2, pentru 2 < i < 9, p; = 235, ;. pentru
3<1<9.

sipio=1— > p;. Avem urmétorul tabel:
159

. ~ ~ Y;—np;)?
Y . (Z—AZ
i i Pi  mp o

Osaul 20 0,0527 21,1 0,0552
2 43 0,1016 40,6 0,1372
53 0,1585 63,4 1,7060
86 0,1855 74,2 18764
70 0,1736 69,4 0,0044
54 0,1354 54,1  0,0004
37 0,0905 36,2 0,0176
18 0,0529 21,1 0,4720
10 0,0275 11,0 0,0908
>10 9 00218 87 00152
4,3772

© 00 g O U W

Deci suma termenilor de pe ultima coloand este chiar y? =~ 4, 38. Probabilitatea pentru
ca o variabild Y2 cur —s —1 =10 — 1 — 1 = 8 grade de libertate si fie > 4,38 este > 0, 1.
Prin urmare H se va accepta.

Exemplul 12.9 Vrem sa examinam daca aptitudinile manuale ale unui individ sunt inde-
pendente de vedere. Pentru aceasta se definesc 2 caractere X si Y:X ia valorile 1, 2 sau 3 care
corespund faptului ca individul este mai abil cu madna stanga, la fel de abil cu ambele madini,
sau mai abil cu mana dreapta. Y ia valorile 1, 2 sau 3 dupa cum individul vede mai bine cu
ochiul stang, cu ambii ochi sau vede mai bine cu ochiul drept. Facem deci ipoteza ca X si Y
sunt v.a. independente. In tabelul urmidtor avem rezultatele observatiilor facute asupra a 413
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persoane. De exemplu, am gasit 20 persoane cu X=2 si Y=3, etc.

Y 1 2 3

27 28 20

X
1 34 62 28
2
3 57 105 52

Solutie Cu notatiile din Aplicatia 2 din aceasta lectie avem
Nio = 34 + 62 + 28 = 124

Nye = 75, N3o = 214

Ne1 =344+ 27+ 57 =118

Neg = 196, No3 = 52in = 34 + 62 + - - - + 52 = 413.

Pentru numerele %Ni.ﬁ.j avem tabelul:

i1 2 3
7
1 35 59 30
2 21 35 18
3 61 101 52
si
X? = % +- (52g252)2 =3,5. Cum v.a. x? are (a—1)(b—1) =22 = 4 grade de

libertate, ipoteza de independentd se accepta (vezi Tabelul 7).

Exemplul 12.10 Inteligenta unui copil se claseaza in 6 nivele: de la A— foarte slaba, pana

la F— foarte buna. S-au clasat 1725 copii la intamplare alesi din 8 scoli numerotate de la 1
la 8 si s-au obtinut rezultate urmatoare:
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nivelul A B C D E F

scoala
1 6 18 36 43 39 4
2 14 25 52 87 54 13
3 — — 1 8 37 —
4 14 19 60 94 73 12
5 33 69 132 187 85 14
6 45 50 69 72 66 15
7 — 6 20 8 9 1
8 18 32 37 36 12 —

Aceste rezultate ne permit oare sa acceptam ipoteza dupd care repartitia nivelelor de
inteligenta este aceeasi in oricare dintre scoli?

Solutie Este vorba despre un test de omogenitate (vezi Aplicatia 3). Aici t = 8, r = 6,
numerele Y;; se afla in tabel la intersectia liniei 7 cu coloana j, de exemplu Yo3 = 52. Avem
ny = 6+18+36+43+39+4 = 146, ny = 243, n3 = 46, ny = 272, n5 = 520, ng = 317, n; = 44,
ng = 135. La fel Yo; =6+ 14 + 14 + 33 + 44 + 18 = 130, Yao = 219, Y.3 —407 Y1 = 535,
Y. o5 = 37D, Y. 6 = D9. Calculam acum numerele Yg-l = 0,001897,.. T = 0,002844 si

n1Yel ng Y e5

= 1,0784. De aici gisim c& x? = 1725 x (1,0784 — 1) = 135. Variabila

Y2
suma lor Y —2
i ] nz o)

aleatoare x? cu (t —1)(r — 1) = 35 grade de libertate are o probabilitate mai mica decat 0,001
ca sa fie > 135. Deci ipoteza va trebui categoric respinsa.

12.2 Rezumat

Fie X o v.a. ce guverneaza populatia P. Nu cunoastem legea statistica a v.a. X gi vrem
sa testdm dacéd aceastd lege este o lege cunoscutda Q (datd). Pentru aceasta consideram un
esantion de volum n (n > 25): 1,9, ...,x,. Grupam aceste date in intervale Ji, Js, ..., J,
astfel incat J; N J; = ¢, pentru i # jsi J; U JoU---UJ, = R sa ia valoarea in intervalul J;.
Este clar ca nu cunoastem aceste p;-uri. Stim doar cd ) p; = 1. Fie p) probabilitatea ca v.a.
X sa ia valoarea in intervalul J; daca am presupune ca X are legea (). Aceste numere se pot
calcula folosind tabelele distributiei cunoscute Q. Notam cu Y; numarul acelor z;-uri care se
afla in intervalul J;. Y; este de fapt frecventa absoluta empirica de selectie pe intervalul J;.
Frecventa absolutd teoretica (potrivit legii Q) pe intervalul J; este egald cu np,. Ipoteza pe
care o facem este urmatoarea: H: p; = pl, (V) i =1,r. .

(Yi—np})

Construim acum statistica Helmert-Pearson: T= Z e

=1
reale a v.a. X de la legea presupusd Q. Pentru n mare T tinde sd aiba distributia y? (Pearson)

cu r — 1 grade de libertate dacd cumva X ar avea intr-adevar legea de distributie Q.
e Calculam numarul T in cazul nostru si il notam cu y*.

. Ea masoara ”deviatia” legii
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e Fie acum a € (0,1) (de odicei « se ia mic a =0,05; 0,01; 0,001), un numar real dat pe
care il vom numi prag de semnificatie.

e Fie x2 cuantila de ordin « pentru v.a. x?, adica aceea valoare pentru care P(x* < x2)=a
(vezi figura )

e Testul x? functioneazi astfel:
— Daca valoarea calculata din selectie x* > x2 vom accepta ipoteza H cu pragul de
semmificatie «, adica este foarte probabil ca ipoteza sa fie adevarata.
— Dacd valoarea calculata x* < x2 vom respinge ipoteza H cu pragul de semnificatie
a.
Aceasta este testul x? simplu (Cazul I)
e Daca insa legea (Q are s parametri de estimat tot din selectie, atunci va trebui sa micsoram
numarul gradelor de libertate cu s, adica sa avem r — s — 1 grade de libertate, deoarece apar
s+ 1 legaturi: > p; = 1 gi cele s legdturi de estimare.

12.3 Exercitii rezolvate

1. Se arunca 4 monede simultan de 160 de ori. Se observa de fiecare data de cate ori a aparut
"capul”.
x =de cate ori poate sa apara capul,
cand aruncam o data cele 4 monede
f =de cate ori s-a realizat x in cele 160
de aruncari z in cele 160 de aruncari
Sa se testeze ipoteza Hy : monedele nu sunt falsificate, cu pragul de 5%.
Solutie Fie X v.a. care ia valorile x = de cate ori apare ”capul” cand aruncam o data
cele 4 monede (sau de 4 ori aceeasi moneda). Avem ca:

01 |2 |3 |4

5|35 |67 |41 |12
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- T 4—x 4 -
POX =)= CF- ()" ()" = (3)* -3
Prin urmare frecventa absoluta sperata (daca presupunem Hj adevarata) de aruncari pen-
tru = este 160-P (X = z). Obtinem deci urmatorul tabel:

x 0 1 2 3 4
P(X =ux) 1/16 | 4/16 | 6/16 | 4/16 | 1/16
E; =fr. abs. speralta cand z =1 10 40 60 40 10
sperata cand x =1

O; =fr. abs.
observata cand = = i 5 35 67 41 12
(oi—;fnz 2,5 0,625 (0,817 | 0,025 | 0,4

Folosim testul x? cu v =5 clase-1 restrictie (> O; = 160) =4 grade de libertate.
5 2
Avem deci x2,. = ;% = 4,365 < xp05(4) = 9,49. Prin urmare acceptam Hy cu
pragul de 95%.

2. La o fabrica de caramizi se aleg 500 de pachete de cate 5 caramizi la intervale regulate
de-a lungul unei saptamani si se numara de fiecare data cate caramizi defecte sunt in fiecare
pachet. S-au obtinut urmatoarele rezultate:

z :nr.de. caramizi defecte 0 1 9 3 1405
intr-un singur pachet

f =nr. de pachete care

au avut x caramizi defecte

170 | 180 | 120 | 20 | 8 | 2

Testati cu ajutorul testului y? cu nivelul de semnificatie 5% daca numarul caramizilor
defecte urmeaza legea binomiala.

Solutie Deoarece in legea binomiala Bin(n = 5; p) nu stim pe p, trebuie sa-1 estimam din
esantion:

np=7T= ng = 1,044, deci p = 0, 2088.

Am presupus ca Hy : ”legea este binomiala” este adevarata. Atunci v.a. X = nr.
caramizilor defecte intr-un esantion de 5 caramizi va fi binomiala cu n =5 si p = 0,2088 =
probabilitatea ca o caramida luata la intamplare sa fie defecta. Avem ca frecventa absoluta
sperata de ”i” caramizi defecte este E; = 500 - P (X =) = 500 - Ci (0,2088)" (0,7912)" ",
unde 0,7912=1-0,2088, iar : = 0,1,2,3,4,5. Cum E4 = 4 si F5 = 0, clasele E3, Fy, si F5 le
cumulam intr-o singura clasa renotata cu E3 (x > 3). La fel, cumulam pe O3 = 20, O, = 8 si
Os = 2 intr-o noua clasa O3 (x > 3). Obtinem deci urmatorul tabel:

T 0 1 2 >3
E;=fr. abs. sperata ca_nd T =1 155 9205 108 39
daca acceptam legea binomiala
O,;=fr. abs. observata cand = = 1,
data in datele problemei

(OB 1,452 | 3,049 | 1,333 | 0,125

E;

170 180 120 | 30
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Folosim testul x? cu v = 4 clase-2 restrictii(}>_ O; = 500 si T = 1,044 este impus prin
estimare)= 2 grade de libertate.
4

Avem deci x2,,. = 5,959 = Z% < Xg,05(2) = 5,99. Acceptam deci ipoteza Hy (repar-

i=1
titia este binomiala) cu pragul de semnificatie 5%. Avem o oarecare neincredere deoarece 5,959
este prea aproape de valoarea critica 5,99. Se indica sa se repete experienta pentru mai multa

siguranta.

3. In 100 de meciuri o echipa de fotbal a inscris goluri dupa cum urmeaza:

x =nr. de goluri

pon e s . 0 1|2 |3 |4 |5]|6]|7
inscrise intr-un meci
f =nr. de meciuri in care
echipa a inscris z goluri

14 18129 |18 10|73 |1

Testati cu x? cu 5% daca golurile inscrise se repartizeaza dupa o lege Poisson.
Solutie Deoarece nu cunoastem pe A in legea lui Poisson Po (), il vom estima din media
de selectie:

F= &kt = B0 _ 23 deci AR T =2,3.

P(X =g)= 2@ 0 01,2, ...

Calculam F; = 100- P (X = i) = frecventa absoluta sperata (teoretica) a ”i” goluri inscrise
de echipa in cele 100 de meciuri. Aici P (X = i) este probabilitatea ca echipa sa inscrie ”¢”
goluri intr-un singur meci. Folosim testul x? cu v = 6 clase - 2 restrictii (3. O; = 100 si
T = 2,3 este impus)=4 grade de libertate. Teoretic avem 9 clase: Ey, Fi,..., E7, Eg (i > 8).
Cum E5 = 5,4; Fg = 2,1; B, = 0,7, Es = 0,2, cumulam clasele 5, Eg, E7 si Fg intr-una
singura, desemnata tot cu F5 = 8,4. Vom obtine tabelul:

z 0 [1 2 [3 4 5
E; 10,0 231 [265 |203 | 11,7 |84
0 14 (18 |29 [18 |10 |11
OB 116 | 1,126 | 0,236 | 0,261 | 0,247 | 0,805

5
Folosim deci testul x? cu 4 grade de libertate. Cum x?2, = Z(OE—EP = 4,275 <
i=0

X6.05(4) = 9,49 vom accepta ipoteza Hy : ”distributia golurilor urmeaza o lege Poisson” cu
nivelul de incredere de 95%.

12.4 Exercitii

1. Se testeaza greutatea unui grup de 50 de barbati si se obtin valorile (in Kg):
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66 78 82 75 94 77 69 T4 68 60
96 78 89 61 75 95 60 79 83 71
79 62 67 97 78 8 76 65 T1 75
8 84 75 81 68 63 62 75 T6 77
73 65 88 87 60 62 71 78 85 T2

Folositi testul x? pentru a decide cu pragul de a=0,90 dacéa populatia este normald cu
media 75 g1 dispersia 625. Faceti acelasi lucru dar cu media st dispersia estimate din selectie.
Impartiti esantionul in zece intervale.

2. Se urmaresc accidentele mortale pe o portiune dintr-un drum national timp de 100 sap-
tamani. Timp de 45 de saptamani nu a fost nici un accident mortal. In 29 de saptimani s-a
produs un accident, in 17 saptamdni 2 accidente, tar in 9 saptamdni au avut loc 3 accidente.
Folositi testele x* si K-S pentru a vedea, cu pragul a=0,90, dacd distributia accidentelor
urmeaza modelul Poisson sau nu. Parametrul se estimeaza din selectie.

3. Se considera o prisma care are ca baze doud triunghiuri echilaterale By si Bo §i ca fete
laterale Ay, Ay st Az. Se arunca prisma de 500 de ori si se constata ca prisma a cazut de :
Y, =111 ori pe fata Ay

Y, =113 ori pe fata A,

Y3 =118 ori pe fata As

Z1= 81 ori pe fata By

Zo = T7 ori pe fata By. Testati ipoteza dupa care cele 3 fete laterale si cele 2 baze au
aceeast probabilitate % (pragul € = 0,05 gi e = 0,01).
Indicatie. Avem Cazul I: r =5 gi py =ph=--- =pi = % Gasim x*=15,04. Analizand

tabelul vedem ca trebuie sa respingem ipoteza pentru cele doud praguri.

4. Vrem sa testam ipoteza H dupa care o anumita v.a. X este gaussiana cu media 1,1 §t
dispersia 0,2. S-au facut 1000 de probe independente care au condus la rezultatele urmatoare:

06 07 08 09 1 11 12 13 14 15
26 51 107 168 200 193 138 80 29 8

adica X a luat de 26 de ori o valoare mai mica decdt 0,6 si de 51 de ori o valoare cuprinsa
in intervalul [0,6;0,7), etc. Testati ipoteza H cu pragurile € = 0,05, ¢ = 0,01 gi ¢ = 0,001.

Indicatie Se partitioneaza R dupa cum indica problema. Se gaseste x* = 13,97. Folosim
tabelul distributiei x* cu 10 —1 =9 grade de libertate. Ipoteza trebuie respinsa cu pragul 0,05
st 0,01, dar trebuie sa o acceptam cu pragul 0,001.

5. Se testeaza ipoteza dupa care culoarea ochilor este independenta de culoarea parulus.
Pentru aceasta se introduc 2 caractere X i Y:
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X ia valorile 1, 2, 3, 4 dupa cum ochii sunt albastri, gri sau bruni.
Y ia valorile 1, 2, 3, 4 dupa cum parul este blond, brun, negru sau roscat. Se testeazd un
numar de persoane si rezultatele le gasim in tabelul urmator:

Y 1 2 3 4

946 1387 746 53

X
1 1768 807 189 47
2
3 1125 438 288 16

Indicatie Aici (a —1)(b—1) =2x3 =6 gi x* = 1075. Chiar cu pragul de ¢ = 0,001
1poteza nu este acceptabila.

6. Un articol de calitatile A, B sau C poate fi fabricat dupa 2 metode numerotate cu 1 si
2. Se examineaza 100 de articole gi se gaseste tabelul:

A B C
1 20 19 11
2 12 31 7

. Putem accepta oare ipoteza ca, calitatea articolului nu depinde de modul sau de fabricare
(seia e =0,1 gi e =0,01)?

Indicatie. Este vorba de un test de omogenitate cu r = 3 si t = 2. Avem ca x* = 5,77
pentru o variabild aleatoare x* cu 2 grade de libertate. Cu pragul de 0,1 trebuie sa respingem
wpoteza, dar cu pragul de 0,01 trebuie sa o acceptam.



Lectia 13

Alte teste neparametrice

13.1 Testul de concordanta Kolmogorov-Smirnov

Acest test este din multe puncte de vedere "mai bun” decét testul x2. El se aplica bine si
pentru esantioanele mici (n < 25). Daci pentru testul x? trebuia si grupam datele, pentru
testul K-S nu este nevie decét sa calculam functia de repartitie empirica asociata selectiei
efectuate. El poate fi utilizat bine si pentru a compara doua distributii.

Presupunem cé populatia P are ca functie de repartitie teoretica functia Fr(z). Efectudm
un sondaj de volum n: {z1,...,z,} si notdm cu Fg(z) functia de repartitie empirica asociata
acestui sondaj (vezi Lectia 8). Pentru a masura deviatia functiei Fr(z) de la functia Fg(z) se
introduce statistica lui Kolmogorov: D:mgx |Fs(z)-Fr(z)|. Daca populatia P are intr-adevar

repartitia Fr(x) atunci se cunoaste distributia v.a. D (vezi Tabelul XIX). Pe prima coloana
in acest tabel avem volumul de selectie. Pe prima linie orizontala avem 5 valori ale pragului
de semnificatie: a =0,80; 0,85; 0,90; 0,95 si 0,99.

Tabelul XIX este construit pe baza teoremei lui A. N. Kolmogorov:

Teorema 13.1 Fie X o v.a., Fr(z) functia ei de repartitie considerata continud si F,(x) o

functie empirica de repartitie asociata unei selectii de volum n:{xy,...,x,}, dintr-o populatie
cu v.a. X. Atunci avem relatia

lim P (D < %) =K\ = i(—l)k -exp (—2k*A?) (13.1)

pentru orice A > 0.
Graficul functiei K (\) apare in figura urmatoare:

190
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Graficul functiei K (\)

Exemplul 13.2 Se face sondajul {-2, -1, -1, 0, 0, 1, 2, 2} dintr-o populatie P. Sa se testeze
cu testul K-S daca populatia este normala cu media 0 gi dispersia 2 (date gi nu estimate!) cu
pragul de semnificatie o =0,80.

Solutie Trebuie si construim functia de repartitie empiricd, Fg(x)— notatd de noi cu
F¥ (x) in Lectia 8.

( 0, z < -2
£, ve(—2,—1]
2 ze(-1,0

, x € (0,1]

, x e (1,2]

1, 2>2

Fs<l’> =

ool 0|t

\

Deoarece P(X< z)=F7(z) gi cum v.a. = = \% este normald redusa (de tipul N(0,1))

avem cd P(X< 2)=P(2 < Z)=® (). Deci Fr(z) = ® (%), unde @ este functia lui Laplace

o

tabelata in Tabelul I. Prin urmare va trebui sa calculam & \%) in punctele x =-2, -1, 0, 1,

2. Cum ®(—y) =1 — ®(y), rdméane numai (deoarece ®(0) = 0,5) sa calculam din Tabelul I

o (%) = B(v2) = B(1,41) = 0,92 5i P (%) — (%5) — $(0,70) = 0,75. Prin urmare

o (—%) — 10,92 = 0,08 si P (—%) — 10,75 = 0,25. Calculim acum diferentele
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dintre Fg(x) si Fr(z) pe fiecare interval ce apare in definitia functiei Fg(z). Gasim

T —o00 2 —1 0 1 2 00

Fg(x) 0 0 3 E 2 s 1
Fr(z) 0 0,08 0,25 0,5 0,75 0,92 1
Fe¢(x) —Fr(xz) 0 —0,08 —0,125 —0,125 —0,125 —0,170 0

Prin urmare D=max |Fg(z)-Fr(z)| = 0,170. Cuantila pentru o = 0,80 gi n = 8 (din
Tabelul XIX) este D, = 0,358. Cum P(D< 0,358)=0,80 rezulta ci putem accepta ipoteza ca
populatia P este normald cu pragul de semnificatie 80% (deoarece 0,170<0,358).

Observatia 13.3 Acest test se poate aplica cind avem de comparat doua distributii:
D = max |Fs, (z)-Fs,(x)|
etc.,unde cele doua functic empirice de repartitie care apar corespund celor doua distributii.

Exercitiul 13.4 Folositi testul K-S pentru exemplul 12.1

13.2  Testul lungimilor (secventelor)

Fie X si Y doua variabile aleatoare. Vrem sa testam urmatoarea ipoteza:

H: X si Y au aceeasi lege de distributie.

Pentru aceasta consideram un esantion de volum m al v.a. X:(Xy,..., X,,) si un esantion
de volum n al v.a. Y:(Yy,...,Ys). Consideram acum sirul de m + n variabile aleatoare
(X1, ors Xiny Y1, ..., Y,,). Presupunem ca ele sunt independente. Dacd X si Y ar avea aceeasi
lege de distributie am putea ”amesteca” oricum aceste variabile gi rationamentele noastre nu
s-ar schimba la trecerea de la (X, ..., X,) la (Y1,..., ;).

Introducem urmatoarea v.a. R. Facem céate o selectie de volum m din X: zq,...,x,, si
de volum n din Y: vy, ...,y, consideram sirul de numere x1, ..., T, Y1, ..., Yo Asezam acum
aceste numere in ordinea crescatoare si nu ne intereseaza decat faptul ca ele sunt din X sau
din Y. Vom nota o astfel de situatie sub forma: w=XXYXYYYXXXXYY. Aici m= numarul
X-lor, adici m=7, n= num&rul Y-lor, adici n=6. In sirul w cel mai mic numar din sirul
X1y ey Loy Y1y -y Yy €Ste din (a1, ..., 2, ), urmatorul in ordine crescitoare este tot din acest
sir,al treilea in ordine crescatoare este din (yi, ..., y,),etc. Cel mai mare numar din w este din
(Y1, ..., Yn). Daca cumva z;, = x;, le asezdm unul dupa altul in orice ordine, etc.

Vom numi secventd (lungime) in sirul w orice subsir format numai din X sau numai din
Y. De exemplu in w avem urmatoarele secvente:

XX Y X YYY XXXX YY

SI S2 S3 sS4 S5 S6
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Prima secventa este S1: XX
A doua secventa este S2: Y
A treia secventa este S3: X

A sasea secventa este S6: YY.

Pentru selectia noastra v.a. R ia valoarea 6, adica numarul secventelor de X-si sau de Y-ci
care apar dupd rearanjarea in ordine crescitoare a esantionului (1, ..., Ty, Y1, -, Yn)-

Daca ipoteza H este adevarata, functia de repartitie a v.a. R, F(x)=P(R < z) se calculeazi
tindnd seama de urmatoarele observatii de natura combinatorica:

Daca de exemplu m < n,

2 , ,
P(R =2s) = SCsL L5 pentru 1< s < m;
C;nnJrn
1 , , , \
P(R=2s+1) = o [Cs -C5 L+ ¢ -5, pentru 1< s < m;
m—+n
1 g
P(R=2m+1) = O, daca m < n;
CrrnnJrn
P(R=7)=0

in toate celelalte cazuri ramase.
Se demonstreaza cd statistica v.a. R este asimptoticd (m,n mari) gaussiand cu

M(R) =1 ﬂiﬂ—r—nn’ (k) = (Qmmi (i)gl?m_:ln_—?% (13:2)
S& notam cu
T= % (13.3)
D(R)

Variabila T tinde catre o v.a. gaussiana redusa.
Un test de preg € se construieste astfel:

— Fie r cel mai mare intreg = astfel incat F(z)< e.

— Testul va fi: Respinge H&=-R* < r, unde R* este valoarea efectiva a v.a. R obtinuta
din sondaje (= numarul secventelor). Pragul este € si acest test este cel mai puternic pentru
acest prag.

Desigur c& am putea construi si alte teste plecand de la formula (13.3) in analogie cu
testele de semnificatie sau ca testul x2. Pentru m si nmici se calculeazd direct F(x) dupa
formulele (13.1), iar pentru m si n mari se foloseste (13.3).
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Exemplul 13.5 Se cantaresc 10 mere de doua calitati A §i B si se gasesc urmatoarele rezul-
tate (in grame):

A: 192 197 207 182 191

B: 212 201 209 214 203

Ne permit oare aceste rezultate sa respingem ipoteza H: greutatea unui mar urmeazd aceeasi
lege de distributie indiferent de calitatea lui A sau B (cu pragul e=0,05)? Calculati proba-
bilitea erorii de primul tip pentru acest test. Utilizati si aprorimarea gaussiand i comparati
rezultatele.

Solutie Aici avem m =n = 5; C],, = 252. Sa notam

N(z)= Cm,-P(R=x)=225-P(R=z). Avem N(25)=2(C;")? pentru 1<s<5,

N(2s+1)=2-C5 ' - C57!, pentru 1<s<4 si N(2)=0 in celelalte cazuri. Deducem de
aici legea de distributie pentru v.a. R:

4 5 6 7 8 9 10
32 48 72 48 32 8 2

T

2 3
252 - P(R=z) 2 8

Cautdm cel mai mare x cu F(2)<0,05, sau 252 F(z)< 12,60. Cum avem 252 F(z)=>_N(i),
1<z
giisim c& 252 F(2)=2; 252 F(3)=10; 252 F(4)=42.
Cel mai mare x este deci 3 si testul devine: Respinge H&=R* <3. Probabilitatea erorii de
primul tip pentru acest test este P(R<3)=F(3)=5%=0,0397. S utiliziim acum aproximarea
gaussiana estimand M(R) si D(R) direct din selectie.

2-5-5
M(R)=1 = 6.

(F) +5—|—5

2-5-5-40

DR)= —— =2,222.

() 10'9 9

Avem ci

R-6 _ -2,5

P(R§3,5):P( ):0,047

<
V2,222 T /2,222
Sa observam ca rezulatele sunt comparabile chiar daca m si n si sunt mici.
In exemplul nostru w=XXXXYYXYYY, deoarece selectia ordonata este:

182 191 192 197 201 203 207 209 212 214

Avem deci 4 secvente. Cum R* = 4 > 3 va trebui sa acceptam ipoteza H cu pragul e=0,05.
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13.3  Testul lui Wilcoxon I (cazul observatiilor necu-
plate)

Definitia 13.6 Fie X si Y doud v.a. Variabila aleatoare Y se zice stochastic superioara v.a.
X daci (V) z € R avem ca P(Y< z)<P(X< z), cu inegalitate stricta cel putin pentru un
z = z1. Presupunem ca avem alternativele:

—sau X si Y au aceeasi lege
— sau Y este stochastic superioara lui X.

Fie ipoteza H: X i Y au aceeasi lege. Ca si la testul secventelor construim sirul w=XXYX...,
de exemplu w=XYXXYYXYY. Statistica lui Wilcoxon T este v.a. care are ca valoare T=
suma numerelor care arata locurile pe care le ocupa X in sirul w. Aici avem T=1+43+4+7=15.
Testul este de forma: Respinge H&=T< ¢, unde ¢ este valoarea lui T din selectie. Daca H
este verificata, P(T< t)= C;%M inmultit cu numarul probelor favorabile relatiei T< ¢ (pentru
m gi n mici se poate calcula direct F(¢) ). Aici lucrdm cu selectiile Xy, ..., X,,,Y7q, ...,Y,,. Daca
m si n sunt mari, T este aproape gaussiana cu:

M(T):m(m—;n—l—l) D(T):mn(ml—;n—i—l) (13.4)

Exemplul 13.7 Se incearca un tratament mediacl nou asupra unui grup de persoane de aceesi
varsta, bolnave grav cu o maladie de tip cardiac. S-a notat timpul (in ani) dupa care aceste
persoane tratate mai traiau inca, cat si timpul dupa care alte persoane de aceeasi varsta,
bolnave de aceeasi boala, dar netratate, mai traiou. S-au obtinut urmatoarele rezultate:

Tratate: 1,2 6,3 6,5 7,8 11,2 15,6
Netratate: 0,4 3,5 4,8 6,7

Testati ipoteza H potrivit careia tratamentul nu prelungeste viata unui bolnav (prag 0,05).

Solutie Aplicam testul lui Wilcoxon. X este v.a. care exprima durata de viata a unui
bolnav netratat si Y a unui bolnav tratat. Este clar ca v.a. Y este stochastic superioara
v.a. X. Ordondm crescitor sirul {xq, ..., T, Y1, -, Yn} s1 gisim w=XYXXYYXYYY. Aici
T=143+4+7=15. Avem m=4 gi n=6. Sa numaram cazurile favorabile conditiei T<15. Un
caz il avem mai sus: (1, 3, 4, 7), adicd am asezat intr-un sir pozitiile lui X in w. Cazurile
favorabile vor fi: (1, 2, 3, 4), (1, 2, 3, 5), (1, 2, 3, 6), (1,2,3,7), (1, 2, 3,8), (1, 2, 3,9), (1, 2,
4,5), (1,2,4,6), (1,2,4,7), (1, 2,4, 8), (1, 2, 5, 6), (1, 2,5, 7), (1, 3, 4, 5), (1, 3, 4, 6), (1,
3,4, 7)si(1,3,5,6). Sunt in total 16 posibilitati favorabile. Numarul tuturor posibilitatilor
este O}, = 210 (= numirul modurilor in care putem aseza patru litere X intr-un sir del0
litere X gi Y). Daci H ar fi adevérata ar trebui sd avem P(T<15)=5%=0,076. Prin urmare,
cum 0,076>0,05 trebuie sa acceptam ipoteza H cu pragul 0,05 si trebuie sa o respingem cu
pragul 0,1.
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13.4 Testul semnelor

Presupunem ca avem doua doua v.a. X gi Y definite pe aceeasi categorie de probe, ast-
fel incat P(X=Y)=0. Vrem sa testadm ipoteza: H: P(Y>X)>P(X>Y) contra ipotezei K:
P(Y>X)<P(X>Y).

Pentru aceasta se fac n observatii independente (Xi,Y1),..., (X,,,Y,) ale v.a. (X,Y). Se
noteaza cu V numarul acelor cupluri (X;,Y;) pentru care Y; <X;. Testul este de forma:

Respinge H<=V < v, unde v este valoarea lui V din sondajul respectiv.

Daca H este adevdratd cea mai mare valoare posibild pentru P(V< v) se obtine daca
presupunem ca V satisface legea lui Bernoulli B(n, %)
Exemplul 13.8 O firma vrea sa testeze un nou ingredient addaogat unei creme antisolare. Se
fac testari pe 7 voluntari si pe spatele fiecaruia se aplica crema antisolara astfel: pe jumatatea
superioara se aplica crema veche, iar pe jumatatea inferioarda se aplica crema cu ingredientul
respectiv. Se expun la soare cei 7 voluntari gi se observa masura in care pielea lor se innegreste.
Se obtine tabelul urmator:

Voluntarulnr. 1 2 3 4 5 6 7
crema veche 42 51 31 61 44 55 48
crema noua 38 53 36 52 33 49 36

Solutie Notam cu Y v.a. corespunzatoare innegririi pielii cu vechea crema si cu X v.a.
pentru noua crema, deoarece se presupune ca prin adaogarea ingredientului valorile lui X vor
fi in general mai mici decat cele ale lui Y. Avem n=7. Aplicam testul semnelor. Numarul
cuplurilor (X,Y) pentru care Y<X este V=2. Dacd H este adeviratd V are o distributie
B(7,1) si deci

2

1\’ 2
P(V<2)= (5) [C? + C} + CF] :598:0,23>0,1

Este deci foarte probabil sa gasim pentru V valori mai mari decdt 2. Prin urmare, cu acest

test al semnelor (V reprezinta cate semne ”4” avem in diferenta X-Y) ipoteza H trebuie
acceptata (cu pragul 0,1).

13.5 Testul lui Wilcoxon II (cazul observatiilor cuplate)

Fie X, Y doua v.a. definite pe aceeasi ctegorie de probe. Fie Z=Y-X. Vrem sa testam ipoteza
H: 7 este o variabila aleatoare simetrica, adica are aceeasi lege ca si v.a. -Z, contra ipotezei
K: Z este stochastic superioara lui -Z. Sa observam ca cele 2 ipoteze nu sunt contrare si deci
nu acopera gama de posibilitati.
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Pentru aceasta facem n observatii independente (X;,Y1),...,(X,,,Y,) ale v.a. (X,Y). Aran-
jam apoi in ordinea crescatoare a modulelor lor diferentele Z=Y—X si nu retinem decét semnele
lor. Gasim de exemplu w=(— - -+ — + + + +). Notdm cu W suma numerelor ce exprima
pozitia semnelor minus. In cazul nostru W=1+2+3+5=11. Testul are forma urmétoare:
Respinge H&=W< w, unde w este valoarea v.a. W obtinuta din sondaj.

Daca H este adevarata, multimea € a celor 2" posibilitati pentru semnul ”—” este inzestrata
cu legea uniforma (este unica lege probabilisticd pe o multime finitd de evenimente, care face
ca aceste evenimente si fie egal probabile). Daci n nu este prea mare legea W se obtine prin
numararea directa a cazurilor favorabile. Daca n este mare W este aproximativ gaussiana cu:

n(n+1). _n(n+1)(2n+1)

M(W) = 22=iD(W) = o (13.5)

Exemplul 13.9 Reluam exemplul 13.6 gi vrem sa-i aplicam testul Wilcoxon II (e=0,1).

e Ordonam valorile v.a. Y-X in ordinea crescatoare a valorilor lor absolute: —2, 4, -5, 6,
9, 11, 12. Gasim sirul de semne w=(— + — + + + +). Suma indicilor cu semnul minus este
W=1+3=4. Numirul cazurilor posibile este 2'=128. Aici w=4. Cazurile favorabile (W<4)
sunt: (+++++++), - F+F+++++), F - F+F++++H), (F+-FF+++), (F++-
+++), -—+++++), -+ -+ + + +), adicd 7. De aici avem c& P(W<4)=:2-=0,054.
Cu pragul 0,1 va trebui sa respingem ipoteza H.

Observatia 13.10 Daca comparam rezultatul obisnuit cu acela din Exemplul 13.6 aparent
gasim o contradictie. Aceasta se explica deoarece in testul semnelor nu tinem seama decdt
de numarul semnelor minus si nu de pozitia lor in sirul w. In testul lui Wilcozon se tine
seama ca aceste semne sunt plasate la inceput, si nu oriunde in sirul w. Acest lucru face ca
valoarea V sa fie in general mult mai mare decdt valoarea W. De aici apare clar ca rezultatul
testului Wilcoxzon II sr trebui sa fie "mai demn” de crezut de firma decdt rezultatul testului
semnelor. Comparatia dintre cele doua teste se face de obicei de la caz la caz g1 se interpreteaza
rezultatul potrivit situatier particulare studiate. Evident ca aict, pentru firma, este convenabil
testul Wilcozon I si nu testul semnelor, care nu pare concludent. In plus, in testul Wilcozon
II se presupune “ceva” in plus de la inceput (K nu este aplternativa ipotezei H).

13.6 Exercitii

1. Se dau doud esantioane independente de volum 20 din v.a. X gi Y:
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X: 147 193 238 225 252 143 178 209
259 263 226 179 253 262 181 169
210 233 248 194

Y: 240 254 192 157 168 170 207 222
201 215 217 243 172 183 197 241
182 163 173 167

Cu fiecare din pragurile ¢=0,05; €=0,1, testati ipoteza H: X si Y au aceeasi lege,
1) cu testul lungimilor;
2) cu testul Wilcozon I.
Ezxplicati eventualele contradictia.
Indicatie 1) R=15. Prin aproximarea gaussiana pentru e=0,05 g&sim

P(R < 15) %= 0,0388
Se respinge deci H.

2. Suma indicilor lui X este T=462. Folosim aproximarea gaussiand pentru €¢=0,05 si
gasim
P(T < 462) > 0,5, deci ipoteza H se accepta. Aici trebuie sa respingem H deoarece se vede
clar ca cele doua legi "sunt” departe una de alta. Testul Wilcoxon I "nu a mers” deoarece
nerealizarea lui H=—=Y este stochastic superioara lui X, lucru evident neadevarat, din sonday.
Deci trebuie sa acceptam pe H, dar cu rezerve. Probabil ca cele doua legi nu sunt aceleast dar
se “intrepatrund”.

3. Se testeaza un medicament nou pe un lot de 13 soareci si se obtin urmatoarele rezultate
relative la o anumita analiza ("mare” inseamna inrautatirea starii individului):

soareci netratati: 45 88 16 6 28 122 62 13
soareci tratati: 23 104 2 9 30

Folositi testul lui Wilcozon I pentru a testa ipoteza H: medicamentul nu da rezultate. (prag
e=0,05 si e=0,1).

Indicatie. Se foloseste aproximarea gaussiana si se gaseste ca P(T<30)~0,255. Ipoteza se
accepta.

4. Douazeci de stupi cu albine se lasa pe aceeasi perioadd a anului in doud zone diferite A
(zece stupi) si B (zece stupi) timp de 20 de ani. Se observa cdte kilograme de miere se obtin
de la ei in fiecare an in cele 2 zone:
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Anul A B  Anul A B
1 683 725 11 32,2 31,9
60,1 56,0 12 63,3 58,1
52,2 55,8 13 54,2 527
41,7 39,2 14 47,0 46,2
32,0 314 15 91,9 90,2
309 355 16 56,1 554
393 392 17 79,6 75,1
42,0 41,1 18 81,2 86,6
9 377 43,3 19 784 75,3
10 33,5 31,7 20 46,6 43,8

0 3 O U = W N

Sa se testeze cu testul semnelor, apoi cu testul Wilcoxon II (€=0,05) ipoteza: H: cele doud
zone melifere A si B sunt tot atdt de productive.

Indicatie. Fie X v.a. ce méisoara greutatea mierii provenita din zona A si Y v.a. core-
spunzatoare zonei B.

Testul semnelor Z=Y-X conduce la legea binomiala B(ZO, %) si deci

P(V < 4)=0,00591 < 0,05

, lucru ce conduce la respingerea ipotezei H.
Testul Wilcoxon IT conduce la W=T71. Aproximam W cu legea gaussiana si gasim

W — 105
JT17.5

, deci ipoteza H se acceptd in aces caz. Deoarece avem putine "minusuri” (doar 4) vom
prefera testul Wilcoxon II. Consideram numai o purad intdmplare ca avem putine minusuri.
In general, cand numarul minusurilor in testul semnelor este mic, nu putem si ne bazim pe
acest test.El este "slab” in acest caz.

P(W< 7]):P( < —1,27) =0,102 > 0,05



Lectia 14

Analiza dispersiei si analiza regresiei

14.1 Analiza dispersiei

Vom analiza aici cea mai simpla problema dispersionala.

Problema Se considera s variabile aleatoare gaussiene Xj,...,X, de aceeasi dispersie ne-
cunoscutd 0. Se noteazd cu m; =M(X;). Vrem si testdm urméitoarea ipotezd: H: my = my =
.-+ = my, adica toate v.a. au aceeasi medie.

Presupunem ca avem pentru fiecare i = 1, ..., s cAte un esantion de volum n; :X;,,X,,, ...,Xini ,
al v.a. X;. Presupunem ca toate cele n = nj;+nqs+---+n;s v.a. Xqp,...,X,,, sunt independente.
Notam cu

— 1
X, = <—Xi1 et Xin.> ,pentru i=1,...,s (14.1)
n; ‘
= 1 i
X Z X, = n—Xi (14.2)
n 1<i<s 1<i<s "
1<j<n;

Qa = Z n; (X; — X)2 = ( Z nz212> —nX (14.3)

r= Y Xy -X) = x| - Y X (14.4)

1<i<s 1<i<s 1<i<n
1<j<n; 1<j<n;

e Se stie ci statistica Qr/o? se spune unei legi Pearson cu n — s grade de libertate gi c&
variabila aleatoare.

200
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N (n—s) | Xi—X,;—(m;—m; .. . .
o U = (”ﬁZ?T)L(_” 9] ! (;m ™) are o distributie Student cu n — s grade de liberate
v R
pentru orice ¢, j ca mai sus.
e De asemenea, statistica W= ((Z:f))gg se supune unei legi Fisher—Snedecor (distributia F)

cu Z . } grade de libertate, daca ipoteza H este adevarata .

Aceasta ultima observatie va constitui esenta testului urmator: Respinge H<—=W2> w,
unde w este cel mai mare numar astfel incat P(FS> w)< ¢, unde FS este v.a. Fisher—

-1 . . . . . .
Snedecor cu { Z < } grade de libertate, iar € este un prag de semnificatie, considerat mic,

de exemplu €=0,05; 0,1; etc. Este posibil ca in tabele sa gasim cuantilele de ordin 0,95; 0,9;
etc. Se trece atunci la probabilitatea evenimentului contrar, etc.

e Daca datele X;; sunt mari se inlocuiesc acestea cu datele aX;; + b, unde a # 0, b € R
sunt alese astfel incat numerele aX;; + b sa devina mici. Prin aceasta schimbare v.a. U;; si
W nu se modifica, deci testul decurge exact ca mai sus pentru noile date.

Exemplul 14.1 Pe patru soluri diferite Ay, Ao, Az, A4 se planteaza orz. Se fac selectii
de volume diferite din tulpini de orz ajunse la maturitate din cele patru soluri si se noteazd
lungimea acestora (in cm):
A Ay A3 Ay
380 350 354 376
376 358 360 344
360 356 362 342
368 376 352 372
372 338 366 374
366 342 372 360
374 366 362
382 350 344
344 342
364 358
351
348
348

Se noteaza cu X; lungimea aleatoare a unei tulpini de orz de pe terenul A;. Se presupune ca
X; sunt gaussiene cu aceeasi dispersie 0. Fie pragul e=0,05.

1) Testati ipoteza H: X1, Xo, X3, Xy au aceeasi medie.

2) Testati ipoteza H: Xo, X3 i Xy au aceeasi medie.

Solutie Deoarece datele sunt mari le centram cu ajutorul transformarii Z;=X,;-330. Obtinem
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un nou tabel:

A1 A2 A3 A4
50 20 24 46
46 28 30 14
30 26 32 12
38 46 22 42
42 8 36 44
36 12 42 30

44 36 32

92 20 14

14 12

34 28

21

18

18

1) Folosim o analizd dispersionald pentru a testa ipoteza H. Aici avem s=4, n;=8,
ns=10, n3=13, ny=6, n=8+10+134+6=37; n1Z1=338; nyZ,=244; n3Zs=188; nZ=n1Z, +-- -+
77,424:1099

Prin wmare Y n,7,=34449, nZ =32640, deci Q,=1809. Cum 7%=38229, avem
2y}

1<i<4
Qr=3780. De aici W=5,26.
Probabilitatea ca o v.a. Fisher-Snedecor cu { 333 } grade de libertate sa ia o valoare
asemanatoare lui W este inferioara lui 0,01. Prin urmare ipoteza H se respinge.
2) In acest caz s'=3, n'=ns + ng + ny=29, Q\=199; Q;=3400 si W'=0,76. Aceasta
valoare a lui W’ este prea mica, deci ipoteza se acceptd in acest caz

14.2  Analiza regresiei

Fie X si Y doua variabile aleatoare si Xy,...,X,,,Y1,...,Y,, v.a. de selectie de acelasi volum n.
Se pune problema de a studia legatura (daca existd) dintre cele doud v.a. X si Y numai din
analiza unor cupluri de selectie de tipul {z1,...,2,},{v1,...,yn}. Este posibil ca cele doua

o <y . . XY M((X-X)(Y-Y
v.a. si nu fie ”corelate”, adici coeficientul de corelatie pyy = =&Y — (x-X)(v-Y))
oxX oy oxX oYy

zero. Acest lucru nu inseamna cd nu poate exista o relatie functionald de forma F(X,Y)=0
intre v.a. X si Y. Aceasta egalitate poate sa nu fie ”determinista”. Sau poate sa fie astfel,dar
noi si nu putem descrie matematic aceastd functie de legiturd. In Lectia 6 s-a aritat ci
X gi Y sunt legate intre ele printr—o relatie liniara: Y=aX+b, sau X=cX-+d, daca si numai
daca pxy==1. De regula noi facem sondaje in urma carora estimam coeficientul de corelatie
printr—o formula empirica de forma:

sa fie
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i=1
Xy = 14.5
ZIZ iyi
unde x=m? si y=m = =L ot = Z(szfx)z, ot = E(yz 9)°

Daca p%y se aprople de +1 sau de —1 putem spera ca X si Y sa ﬁe corelate liniar. Daca
nu, se continua investigatia prin analize mai fine.

Sa incepem prin a examina urmatorul exemplu:

Exemplul 14.2 Ne intereseaza care este legatura intre numarul de ore afectate de un student
de inteligenta medie studiului Analizei matemetice (lunar) si rezultatele obtinute de acesta la
examen. In urma unui sondaj efectuat pe 10 studenti s—au obtinut urmatoarele rezultate:

Student Nr. ore: x Nota: y
5

7

8

10
13
15
16
17
20
30

~ O 0 A o O
QLD D T b A

S
~ © ©

S

Punem intr-un grafic aceste date:

Dreapta de regresie
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Se pune problema daca aceste puncte sunt “foarte” apropiate de o dreapta. Mai exact, sa
notam cu (x;,1;), i = 1,n valorile obtinute dintr-un sondaj pentru v.a. X si Y. Exista by, b, €

R astfel incdt diferentele e; = y; — by — byx; sa fie "mici”? Care sunt “cei mai buni”
by gi by care sa faca acest lucru? Sau poate existd by,by, ..., by astfel incat diferentele e; =
yi — by — byw; — box? — -+ — bkxf sa fie mici pentru orice 1 = 1,n?

Definitia 14.3 FEcuatia

yi =By + Bimi +ei=1n (14.6)

se numeste model de regresie simpla (sau liniara), iar ecuatia

Yi = Bo + Bymi + Bot + - + Bl + e (14.7)

unde i = 1,7n , se numeste model de regresie multipla.

De exemplu, pentru k£ = 2 se numeste regresie parabolica, etc.

Noi ne vom ocupa aici in exclusivitate cu regresia liniara (simpld). Vom interpreta y; ca
fiind valorile unei v.a.. La fel vom interpreta valorile erorilor e;. De asemenea vom interpreta
By si [, ca fiind valorile unor v.a. pe care le vom determina prin metoda celor mai mici
patrate.

14.2.1 Metoda celor mai mici patrate (C. F. Gauss)

Daca vrem sa aproximam y; ~ 3, + ,x; eroarea comisa este e;, 7 = 1,n. Vom pune conditia
ca suma patratelor erorilor e; sa fie minima:

S = Ze? = Z (yi — By — By;)” = minima. (14.8)
i=1 i=1

(vezi si Lectia 8). Este usor de ardtat cd S=S(5,, ;) are un singur minim pentru g, = by,
B, = b1, unde by si by reprezinta solutia sistemului liniar

D 93 (= By~ Br) = 0 (14.9)
B0 i=1

S -

- —22 (yi — By — Brzi) i =0 (14.10)

0B, i=1
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Notdm cu gy =n"'> y; sicuz=n"1> x;.
i=1 i=1
Atunci, din (14.9) rezultd ci :

bo=7—biT (14.11)

Dar by si by verificd si (14.10):

i=1 i=1

(14.11) si (14.12) ne conduc la expresia lui b;:

by = (Zy,x, — na:_y) / (fo — nf2> (14.13)
i=1

=1

SR X7

Nu este greu de aratat ca b; se mai poate scrie sub forma ”centrata”:

by = = _ v (f;’ y) (14.14)
Z:l (fL‘z . 5)2 Ua:
Cu acestd expresie a lui by venim in (14.11) si gdsim
N _ N 2 cov(,y)
bO—y_$2<yi_y)@;i_x)/zl(l’i—x) =g g (14.15)

(Vezi si formulele corespunzitoare din Lectia 8). In exemplul 14.2 metoda celor mai mici
patrate ne da by = 2,621, by = 0,274, y = by + bix fiind dreapta cea mai apropiata de norul
de puncte respectiv(vezi figura ”Dreapta de regresie”).

14.2.2  Conditiile Gauss—Markov pentru metoda celor mai mici
patrate

Conditiile Gauss—Markov sunt conditii naturale care se impun v.a. ¢;, ¢ = 1, n. Prima conditie
cere ca media v.a. e; sa fie zero:
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M(e;) =0, pentru orice i=1,n (14.16)

n n

Sa observam ca oricum »_e;=0, deci > M(e;)=0, in general.
i=1 i=1

Figura urmé&toare ne aratd un caz in care nu are loc (14.16).

o 25 o

15F

-4 -2 2 4

Un caz in care nu este indeplinita prima conditie Gauss-Markov

A doua conditie Gauss—Markov cere ca dispersiile v.a. ¢; sa fie constante, adica
D(e;) = 02 =constanti, dar necunoscuta
Figura urmétoare ne prezintd o situatie in care nu are loc (14.17) deoarece D(e;) cresc
odata cu cresterea i—urilor.

AY

Un caz in care nu este indeplinita a doua conditie Gauss Markov
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Uneori chiar un singur punct poate sa faca condtiile (14.16) sau (14.17) neadevarate.

Daca observatiile noastre sunt corelate unele cu altele nu putem face mai tarziu aprecieri
pertinente asupra lor. De aceea vom micsora numarul acestor observatii pana cand acestea
vor deveni necorelate.

Ultima conditie Gauss—Markov se refera tocmai la acest lucru. Se cere ca cov (e;, e;) = 0.
Cum M(e;)=M(e;)=0, rdmane doar conditia:

M(e;ej) =0, pentru orice i # j. (14.17)

Definitia 14.4 Metoda celor mai mici patrate se spune ca este o metoda buna daca variabilele
aleatoare erori, e;, i=1, 2,..., n indeplinesc cele trei conditii Gauss—Markov (14.16), (14.17)

$i (14.18).

14.2.3 Masura deviatiei la metoda celor mai mici patrate

n
Am vizut mai sus cd S=)_e? misoars deviatia adeviratelor y; de la valorile estimate prin
i=1
metodd , y; = by + byx;, deoarece ¢; = y; — ;. Cum nu se doreste ca masura deviatiei s&
depinda de unitatea de masura, se lucreaza cu alta marime, oarecum relativa.

Definitia 14.5 Fie modelul de regresie liniara y; = By + B2 + €, 1 = 1,2, ..., n.
a) Daca By # 0 se ia ca masurda a deviatiei expresia: B2 =1—>e2 /> (y; — 7)%.
=1 =1

n n
b) Dacd 3, =0 se ia ca masurd a deviatiei expresia: R* =1— Y e? /> y?.
i=1 =1
e Media si varianta v.a. by si b;
Sa interpretam acum pe y; si pe e; ca variabile aleatoare, pe 3, si ; ca niste constante
(parametri), iar pe by si by ca variabile aleatoare care iau diferite valori la fiecare selectie in
parte.

Teorema 14.6 Fie modelul de regresie liniara y; = Bq + Byxi + €;, i = 1,n in care v.a. e;,
i = 1,n verificd cele 3 conditii Gauss—Markov. Atunci avem relatiile
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M(b) =By Do) =0?/Y (wi=7)° (14.18)

n

Demonstratie Deoarece Y (x; — T) = 0 rezultd ci
i=1
n

> (yi—7) (i —T) = Zy (z; — 7) (14.19)

=1

Din (14.20) si (14.14) rezulta ca

n

by = Zciyi, unde (14.20)

i=1

¢ = (z-7) /> (2,7

i=1
Cu aceste notatii avem:

n

ZCZ'ZO

i=1
n n

Zcixi = Zci (x; — ) =1, de unde
i=1

i=1

u 1
2 _
; G = R _ 3_3)2

i=1 (i

De aici, aplicand operatorul de medie relatiei (14.21) in care y; = B, + B, z; + €; gdsim:

=) 0; 1; >, () =5

i=1 =
—— ——
=0 =1

Calculdm acum D(b;):

) = Yoot - (357 o " 1422

=1
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55 M(y:)
Acum, deoarece M(y)=""——=03, + (3,7, rezulta ca

M(bo) = M (y — 01T) = By + 17 —TM (b1) = f3, (14.23)

Calculdm acum D(by):
bo=n""> "y — Ty ciyi = Y (7! —Te;) yi, deci
._1 -

i= i=1 i=1

D) = > [n7'—7c]” D(y:)

n
deoarece > ¢; = 0.
i=1

In cazul in care 3, = 0, avem direct din -2 A

S _
661—Oca

Zyiﬂfi
bl _ =1

—  n
P
=1

(in general Je; # 0 )
i=1
Inlocuim in (14.25) pe y; cu B,2; + e; si gisim ci
Braowl e D il
i=1 i=1 i=1

by = — + = =0+ = (14.25)
DL O >
i=1 i=1 =1

De aici rezulta ca
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si ¢ M(by)=0;, deoarece M(e;)=0, pentru orice i = 1, n.0J

Corolarul 14.7 Cu formele de mai sus, rezulta din Teorema 14.6 ca by este un estimator
nedeplasat al parametrului B, si ca by este un estimator nedeplasat al parametrulus 3.0

Formulele (14.19) aratd c& D(bg) si D(b;) contin pe o2 care este necunoscut. De obicei o2
se estimeazd cu estimatorul nedeplasat (verificarea nu este simplal)

n

s = (n— 1)_126? (14.26)

=1

14.2.4 Intervale de incredere si teste pentru 3, si 3,

Presupunem c& avem modelul de regresie liniard: y; = 8y+08,7; + €5, ¢ = 1,n, unde ( ;) si
(e;) sunt v.a., iar 3, si 5, sunt considerati parametri statistici care au fost estimati mai sus
prin by si b;.

Presupunem ca acest model indeplineste conditiile Gauss—Markov. De asemenea facem
presupunerea cd v.a. (e;) au o distributie normald N(0,02). Atunci rezultd (vezi Lectia 4) c&
(y;) au o distributie normald N(8, + 3,;, 0?). Cum by si b; sunt combinatii liniare de (y;)-uri
rezultd cd si ele sunt v.a. cu mediile si dispersiile date in formula (14.19).

Se poate arata ca v.a. (bj — Bj) //D(b;) este o v.a. Student cu n — 2 grade de liberate,
pentru j = 0,1 (daca 3, # 0).

Folosim acum teoria testelor de semnificatie si gasim ca intervalul

(bj —1/D(b;) Ty _2,0/2 bj + 1/ D(bj)Tn—Za/?)

este un interval de incredere pentru 3, j=0,1, de (1-a)x100 procente. Aici T, »,a/2 este
cuantila de ordin «/2 a distributiei Student cu n—2 grade de libertate.

In lumina rezultatelor de mai sus vom studia pe scurt urm#toarea situatie.

Fie X;, X,..., X,, variabile aleatoare gaussiene independente cu aceeasi dispersie o2 astfel
incat si existe doud constante a, b cu proprietatea: M(X;)=a + bt;, 1< i < n.

Ca si mai sus (inlocuim pe Y; cu M(X;)!) introducem urmétoarele notatii:

B 1 n o 1 n
S? = %i (ti—Z)2:%th—¥2;
i=1 i
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Statisticile (care dau estimatori pentru a si b): b =S % / S2 i a=X — b sunt v.a. gaussiene
cu M(b)=b,

M(a) = a, D(5)=0—2<1+Z—), D) = 2

n Sf

(vezi Teorema 1). Se poate arita ca statistica

1 Nz §2e82 - (%4)° ~
Pfx—ﬁZ(Xi—a—th = = ng(tX) = 5% — bSk

t

este independenta de statisticile @ si b. Se poate arata de asemenea ca 73 pZ se supune unei
legi Pearson (x?) cu n—2 grade de libertate. Aceastd observatie ne permite si construim un
test de semnificatie si un nou tip de intervale de incredere pentru parametrii a si b.

Mai mult, se poate arata ca statisticile

\/s_f@—b) Jn — 282 (E—b)

\ TaPix \/82 Sk — (Sk)

AL n(n—2)Sj(@—a) VS2(d@ — a)

\/ﬁ\/s2 8% - (k) : \/ﬁpfx (S?+Z2>

satisfac legea Student cu n—2 grade de libertate. Si ele pot fi folosite pentru cei doi
parametri a si b.

T =

si

Exemplul 14.8 Un biolog studiazd cresterea unei specii de plante, pe mai multe exemplare,
intr—un interval de timp dat. La inceputul perioadei planta avea (in mm) inaltimea initiald t.
La sfarsitul perioadei ea a avut inaltimea X. S-au facut 10 probe:

t 57 60 52 49 56 46 51 63 49 57
X 8 93 77 67 81 70 71 91 67 82

1) Gasiti estimatori punctuali pentru a, b gi o°.
2) Estimati tnaltimea unei plante la sfarsitul perioadei daca initial ea a avut 52 mm.
3) Dati pentru b un interval de incredere de 95%.
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_ 10

Solutie 1) Folosim formulele de mai sus gi gisim: n=10; nt=>540; nX=785; >_t?=29426;

i=1
S X2=62459; > t;X;=42836; t=54; X=T78,5; nS?=266; nS% =446; nS%=836,5. De aici se
gaseste pentru b estimarea /5:1,677 si pentru a, a=-12,06.
2

Dar np?=88,5. Folosim acum faptul cd "4 se supune unei legi Pearson cu n—2=8 grade

de libertate. Pentru o2 avem estimarea 52:%=11,06.

2) O planta cu t=52 la inceputul perioadei, va avea la sfarsitul duratei lungimea 6—1-52/6\:75,14.

3) Daca Y=b si Z=/ %, v.a. TzYT_b se supune unei legi Student cu n—2=8 grade
de libertate. Avem deci ca P(|T| > ¢.)=0,05 (=95%) pentru ¢.=2,306. Se obtine de aici un
interval de incredere de prag 95% pentru b: b — t. |Z| < b < b+ t.|Z|. Dar Z= - s

(n—2)57
deci t. |Z|=0,47. Gasim in final intervalul 1,207< b <2,147.
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